UNIVERSIDADE FEDERAL DO RIO GRANDE DO SUL
FACULDADE DE AGRONOMIA

PROGRAMA DE POS-GRADUACAO EM CIENCIA DO SOLO

COMPARAGAO ENTRE QUATRO ALGORITMOS DE APRENDIZAGEM DE
MAQUINA NO MAPEAMENTO DIGITAL DE SOLOS NO VALE DOS

VINHEDOS, RS, BRASIL

Eliana Casco Sarmento
(Dissertacéo de Mestrado)



Livros Gratis

http://www.livrosgratis.com.br

Milhares de livros gratis para download.



UNIVERSIDADE FEDERAL DO RIO GRANDE DO SUL
FACULDADE DE AGRONOMIA

PROGRAMA DE POS-GRADUACAO EM CIENCIA DO SOLO

COMPARAGAO ENTRE QUATRO ALGORITMOS DE APRENDIZAGEM DE
MAQUINA NO MAPEAMENTO DIGITAL DE SOLOS NO VALE DOS

VINHEDOS, RS, BRASIL

Eliana Casco Sarmento

Engenheira Agrénoma e Bidloga (UFRGS)

Dissertacao apresentada como um dos requisitos a obtencdo do

grau de Mestre em Ciéncia do Solo



Porto Alegre(RS)Brasil
Marco de 2010.

CIP —|Catalogacéo Internacional da Publicacéo ~{ [E1] comentario: Pedir para
""""""""""""""""""""""""""""""""""""""""" Biblioteca como fazer

????? Sarmento, Eliana Casco

Comparacao entre quatro algoritmos de aprendizagem de maquina no
mapeamento digital de solos no Vale dos Vinhedos, RS, Brasil.

??, 22?2 1.0l

Dissertacdo (Mestrado) — Universidade Federal do Rio Grande do Sul

Faculdade de Agronomia. Programa de Pds-Graduacgédo em Ciéncia do
Solo, Porto Alegre, 2010.

1. Solo: Génese: classificacdo: mapeamento. Comparacdo entre
quatro algoritmos de aprendizagem de maquina no mapeamento
digital de solos do Vale dos Vinhedos, RS, Brasil.

CDD:

CDuU:

Catalogacéo na publicacao:

Biblioteca Setorial da Faculdade de Agronomia da UFRGS



ELIANA CASCO SARMENTO

Engenheira Agrénoma e Bidloga (UFRGS)

DISSERTACAO

Submetida como parte dos requisitos

para a obtenc&o do Grau de

MESTRE EM CIENCIA DO SOLO

Programa de P6s-Graduacédo em Ciéncia do Solo

Faculdade de Agronomia

Universidade Federal do Rio Grande do Sul

Porto Alegre (RS), Brasil

Aprovada em: 30.04.2010
Pela Banca Examinadora

ELVIO GIASSON
Professor Orientador
PPG-Ciéncia do Solo

CARLOS GUSTAVO TORNQUIST
UFRGS-Departamento de Solos

PAULO CESAR DO NASCIMENTO
PPG-Ciéncia do Solo

Membro externo
ULISSES FRANZ BREMER
UFRGS-Departamento de Geografia

Homologado em: ??.??.2010
por

FLAVIO ANASTACIO DE OLIVEIRA
CAMARGO

Coordenador do Programa de Pos-
Graduacéao em Ciéncia do Solo

PEDRO ALBERTO SELBACH
Diretor da Faculdade de Agronomia



Dedico a Eliseu, meu companheiro epicurista.



vi

AGRADECIMENTOS

Aos meus pais, Nelson (in memoriam) e Paulina, pelo carinho, apoio,
ensinamentos e a minha prépria existéncia,;

Ao meu orientador, prof. Elvio Giasson, pela orientacdo e contribuicdo em
temas essenciais, bem como pela confianca depositada e liberdade
proporcionada na escolha do tema de pesquisa;

Ao PPG em Ciéncia do Solo, bem como aos professores e funcionarios pela
oportunidade de desenvolvimento pessoal e profissional;

Ao CNPq, pela concessédo da bolsa de estudos que permitiu total dedicagéo ao
curso e a elaboracgéo desta dissertacao;

Ao pesquisador Carlos Alberto Flores, da Embrapa Clima Temperado, pela
gentil cedéncia do mapa detalhado de solos da area de estudo e constante
troca de experiéncias;

Ao laboratério de geoprocessamento do Centro de Ecologia da UFRGS, na
pessoa do prof. Heinrich Hasenack, pela amizade, estimulo e oportunidade de
participacdo em diversos projetos, entre eles o projeto APL Vinhos;

Ao pesquisador Jorge Tonietto, da Embrapa Uva e Vinho, pela oportunidade de
participagéo no projeto APL Vinhos;

A FINEP, pelo financiamento do projeto APL Vinhos, cujos dados cartograficos
e de solos serviram de base para esta pesquisa.



Vii

COMPARAGAO ENTRE QUATRO ALGORITMOS DE APRENDIZAGEM DE
MAQUINA NO MAPEAMENTO DIGITAL DE SOLOS NO VALE DOS

VINHEDOS, RS, BRASILY

Autor: Eliana Casgo Sarmento
Orientador: Prof. Elvio Giasson

RESUMO

A caréncia de dados de solos estimulou o desenvolvimento de técnicas de
modelagem digital para estimar classes ou propriedades dos solos. Este
trabalho compara quatro algoritmos de aprendizagem de maquina, trés redes
neurais (Fuzzy ARTMap, SOM e MLP) e uma arvore de decisdao (Gini), na
predi¢éo de ordens de solos no Vale dos Vinhedos, Rio Grande do Sul, Brasil.
O material utilizado inclui um Modelo Numérico do Terreno (MNT) com
resolucdo de 5 metros, uma base cartogréafica digital em escala 1:5.000, um
mapa convencional detalhado de solos e o software de Sistema de Informacéo
Geogréfica (SIG) Idrisi. A partir do MNT e da base foram calculadas sete
variaveis topograficas e hidroldgicas, cujos valores e a ordem de solo foram
lidos em pontos aleatoriamente distribuidos com cinco densidades de
amostragem: 0,5,1,15,2e 4 pontos.ha‘l. Os dados obtidos nos pontos foram
empregados para treinar os algoritmos e classificar as ordens de solos no
restante da area de estudo. A avaliacdo de acuracia foi realizada através de
matriz de erros, exatiddo geral e indice Kappa, tomando o mapa convencional
como referéncia. A arvore de decisdo obteve melhor exatiddo geral (71%) e
indice Kappa (0,58), com 2 pontos.ha®, e apresentou menor sensibilidade a
densidade de amostragem, obtendo indice Kappa acima de 0,5 a partir de 1
ponto.ha™. A rede neural MLP alcancou desempenho préximo & arvore de
decisdo, mas foi mais sensivel a densidade de amostragem, obtendo indice
Kappa acima de 0,5 a partir de 1,5 pontos.ha™. A arvore de deciséo Gini e a
rede neural MLP mostraram potencial para a predicdo de ordens de solos em
escala de detalhe.

1/ Dissertacdo de Mestrado em Ciéncia do Solo. Programa de Pds-Graduagdo em
Ciéncia do Solo, Faculdade de Agronomia, Universidade Federal do Rio Grande do
Sul. Porto Alegre. (109 p.) Marco, 2010. Trabalho realizado com apoio financeiro da
FINEP e do CNPq.
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COMPARISON OF FOUR MACHINE LEARNING ALGORITHMS FOR

DIGITAL SOIL MAPPING IN THE VALE DOS VINHEDOS, RS, BRAZIL?

Author: Eliana pasco Sarmento
Adviser: Prof. Elvio Giasson

ABSTRACT

The lack of spatial soil data has stimulated the development of modeling
techniques for predicting soil classes or soils properties. This work compares
four machine learning algorithms, three neural networks (Fuzzy ARTMap, SOM,
and MLP) and a decision tree (Gini), to predict soil classes in the State Rio
Grande do Sul, Brazil. A digital elevation model (DEM) with spatial resolution of
5 meters, a digital cartographic base at 1:5,000 scale, and a detailed
conventional soil map were used to run the models on Idrisi GIS software.
Seven topographic and hydrological variables were derived from the DEM and
the cartographic base, and values were read in randomly distributed sampling
points with five sampling densities: 0.5, 1, 1.5, 2 and 4 sampling points per
hectare. Data read at sample points were used to train the algorithms and to
estimate soil classes in the whole study area. Accuracy was evaluated using
error matrices, overall accuracy and Kappa Index, using the conventional soll
map as reference for comparison. The best overall accuracy (71%) and Kappa
Index (0.58) were obtained by the Gini decision tree with sampling density of 2
points per hectare. Decision tree was less sensitive to sampling density,
obtaining Kappa Index above 0.5 in all sampling densities equal or higher than
1 point per hectare. Neural network MLP (Multi-layer Perceptron) showed a
similar performance, but was more sensitive to sampling density, obtaining
Kappa Index above 0.5 only with sampling densities equal or higher than 1.5
points per hectare. Gini decision tree and neural network MLP showed potential
to predict soil class at detailed scale.

2/ M.Sc. Dissertation in Soil Science. Programa de Pés-Graduacao em Ciéncia do
Solo, Faculdade de Agronomia, Universidade Federal do Rio Grande do Sul. Porto
Alegre. (109 p.) March, 2010.
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1. INTRODUCAO

Os levantamentos convencionais de solos contemplam um estudo
do terreno e das principais caracteristicas dos perfis de solo, compreendendo a
descricdo morfolégica, a caracterizacdo fisica e quimica e a classificacédo
taxonbmica, além da espacializacdo dos limites das unidades cartograficas
para a obtengédo do mapa final de classes de solo. Pela intensidade de trabalho
de campo e de andlises em laboratdrio, tais levantamentos resultam
demorados e dispendiosos, o que limita sua elaboragéo e explica a escassez
guase generalizada de mapas de solos.

De outro lado, a pressdo por recursos exercida pelas necessidades
crescentes da populacdo humana e a emergéncia de diversos temas
relacionados a essa questdo tem incrementado a demanda por informacdes de
solos. Aplicacbes como planejamento da producao agricola, elaboracdo de
zoneamentos, avaliacbes ambientais, conservacao de recursos hidricos,
expansdo urbana, disposicdo de residuos e estudos sobre mudancas
climaticas, entre outros, necessitam de mapas de solos como subsidio para
tomadas de decisao.

A indisponibilidade de mapas com qualidade ou detalhamento
suficiente fomentou o desenvolvimento de novas técnicas de modelagem para
predizer e espacializar propriedades ou tipos de solos. A difusdo de tecnologias
como o Sistema de Posicionamento Global (GPS), imagens de sensoriamento
remoto e os Sistemas de Informacdo Geogréfica (SIG), facilitou a integracéo de
informacBes espaciais de diferentes origens e a realizacdo de analises
complexas, possibilitando a emergéncia do mapeamento digital de solos
(Morris, et al., 2000; Zhu et al., 2001; McBratney et al., 2003; Giasson et al.,
2006; Brodsky et al., 2006). Essa nova area da Ciéncia do Solo assume
importancia pelo seu potencial em produzir informacdes digitais de solos de
forma relativamente rapida e com medidas quantitativas de qualidade.

Assim como nos levantamentos convencionais, grande parte dos
estudos em mapeamento digital de solos baseia-se nas relacdes entre os solos
e as caracteristicas da paisagem. Entretanto, enquanto nos primeiros as
relagbes solo-paisagem sdo estabelecidas de forma qualitativa, no

mapeamento digital elas sao avaliadas quantitativamente a partir de variaveis



derivadas de Modelos Numéricos do Terreno (MNT). As abordagens mais
empregadas para quantificar essas relacdes se baseiam em métodos
paramétricos, entre 0s quais regressdes lineares, regressdes logisticas,
analises geoestatisticas e ldgica de conjuntos difusos (l6gica Fuzzy). Sua
aplicacdo exige uma base de conhecimento consistente sobre solos e sobre os
processos pedogenéticos e suas relagdes com a paisagem.

Mais recentemente métodos ndo paramétricos baseados em
algoritmos de aprendizagem de maquina (Machine learning algorithms - MLA)
também tém sido aplicados ao mapeamento digital de solos (Grinand et al.,
2008). Aprendizagem de maquina é uma abordagem computacional de
particionamento e categorizacdo de dados que se baseia na idéia de
“aprender” padrdes existentes em bases de dados. Entre as vantagens cita-se
a capacidade de processar grandes volumes de dados multidimensionais com
baixo nivel de intervengcdo humana, tempo de processamento reduzido e
acuracia equivalente ou superior a métodos paramétricos (Lippitt et al., 2008).
Todavia, ainda ha uma compreensao limitada desses algoritmos em funcéo de
uma falta de conhecimento sobre suas capacidades, limitagbes e potencial de
aplicacdo para o mapeamento digital de solos.

Este trabalho compara quatro algoritmos de aprendizagem de
maquina para o mapeamento digital de solos, utilizando um mapa detalhado de
solos como referéncia. O estudo baseia-se na hipétese de que € possivel
estimar ordens de solos a partir de variaveis descritoras do relevo em regides
onde este é um fator de formacéo preponderante. O objetivo principal é avaliar
o desempenho dos quatro algoritmos na predicdo de ordens de solos, em
escala de detalhe, na Serra Galcha, Rio Grande do Sul, Brasil. O objetivo
secundario € avaliar a sensibilidade dos algoritmos a densidade de

amostragem.



2. REVISAO BIBLIOGRAFICA

Esta revisao bibliografica apresenta uma resenha a respeito dos
conceitos fundamentais que embasam os levantamentos de solos e faz uma
breve caracterizacdo dos levantamentos convencionais e do mapeamento
digital de solos. O texto aborda ainda, os métodos e técnicas utilizadas em
diferentes abordagens para mapeamento digital de solos e descreve o0s
principais atributos do terreno empregados para avaliar quantitativamente as
relagbes solo-paisagem com vistas a estimar classes ou propriedades dos
solos. Por ultimo, aborda-se a necessidade de mensurar a qualidade dos
mapas digitais estimados, através de uma avaliacdo de acuracia, e descrevem-

se 0s principais indicadores utilizados.

2.1. Levantamentos de solos
Adquirir conhecimento sobre o solo tornou-se importante para a

humanidade desde o inicio da agricultura. Civilizacbes surgiram e
desapareceram em razao das propriedades favoraveis ou desfavoraveis dos
solos. Ao longo do tempo, além da producdo de alimentos, producédo de
energia, conservacao de habitats, recursos hidricos, avaliacbes ambientais e
inumeras outras aplicag6es passaram a demandar informac8es sobre o recurso
solo. Por fim, entender a distribuicdo espacial e as caracteristicas dos solos
tornou-se critico para compreender o complexo balango de processos fisicos e
guimicos que tornam possivel a vida na Terra (Scull et al., 2003).

A base conceitual para entender a génese e a distribuicdo dos solos
foi formalizada por Hans Jenny em 1941, a partir das idéias sobre a formacéo
dos solos lancadas por Dokuchaev em 1883. Para Dokuchaev o solo era o
resultado da interacdo complexa de uma série de fatores pedogenéticos. A
equacdo proposta por Jenny (1941) relacionou o0s principais fatores
identificados por Dokuchaev, postulando que o solo € funcao do clima, dos
organismos e do relevo agindo sobre o material de origem durante um
determinado periodo de tempo, conforme representado na Equacao 1 abaixo:

S=f(lo,rp,t.) (1)

onde S é o solo, cl é o clima, o representa 0s organismos, r é o

relevo, p € o material de origem, t € o tempo e as reticéncias denotam a

possibilidade de incluir outros fatores eventualmente ndo considerados. A



teoria dos fatores de formacéo implica em que, se a distribuicdo espacial dos
fatores de formacdo for conhecida, o solo ou suas propriedades podem ser
inferidos a partir deles. Além disso, sendo o solo uma funcéo dos fatores de
formacdo, as relacées podem ser quantificadas. Dessa forma, tal teoria serve
de paradigma para os levantamentos de solos até os dias de hoje (Hudson,
1992; Scull et al., 2003; Hash, 2008).

De acordo com Hudson (1992), um levantamento de solos consiste
em uma estratégia cientifica baseada nos conceitos de fatores de formacéo
dos solos acoplados com relagdes solo-paisagem. Os métodos empregados
nos levantamentos baseiam-se no reconhecimento de propriedades dos solos
em relacdo a paisagem ou a variaveis que a caracterizam ou descrevem.
Assim, Bui (2004) considera que um levantamento de solos consiste em um
“sistema de conhecimento” e que 0s mapas de solos sdo de fato
representacdes de um conhecimento estruturado sobre a distribuicdo dos solos
na paisagem.

2.2. Mapeamento convencional de solos

Os levantamentos convencionais de solos contemplam um estudo
do terreno e das caracteristicas de perfis de solo, compreendendo descricédo
morfolégica, caracterizacdo fisica e quimica, classificacdo taxonémica e
espacializacao de ocorréncia dos solos (mapeamento). As unidades basicas de
classificacdo (unidades taxondmicas) sao estabelecidas mediante a
interpretacdo de dados analiticos e morfoldgicos de perfis representativos da
menor unidade tridimensional que pode ser chamada de solo, o pedon. Os
pedons com caracteristicas semelhantes compdem unidades maiores, 0s
polipedons, que por sua vez constituem isoladamente, ou em grupos, as
unidades basicas utilizadas para compor as unidades de mapeamento (Flores
et al., 2006Db).

O processo de elaboracdo do mapa em um levantamento
convencional de solos envolve basicamente trés etapas. Primeiro, os dados
disponiveis (fotografias aéreas, geologia, vegetacao, etc.) sdo estudados para
definir unidades de paisagem a partir das quais locais sdo escolhidos e
visitados no campo para observar e descrever os perfis de solo. Em seguida, a
partir da interpretacdo dos dados de campo, um modelo conceitual de solo-

paisagem € desenvolvido para inferir as variagdes espaciais do solo. Por



ultimo, o modelo conceitual é aplicado para inferir a distribuicdo espacial dos
solos no restante da area e assim delimitar as unidades de mapeamento
(Hudson, 1992; Ippolit et al., 2003; Elnaggar, 2007; Hash, 2008). Ao definir as
fronteiras das unidades a partir desse modelo conceitual, o peddlogo usa seu
conhecimento sobre os fatores de formagéo do solo e sobre como as variacoes
nesses fatores ao longo da paisagem definem onde um certo tipo de solo
termina e outro comeca (Hudson, 1992; Hash, 2008).

A aplicacdo dos métodos convencionais para levantamentos de
informacOes de solos tem uma histdria de varias décadas. Nos Estados Unidos,
por exemplo, relatérios de levantamentos de campo e mapeamentos de solos
comecaram a ser produzidos pelo Departamento de Agricultura em 1899. O US
National Soil Survey Handbook identifica padroes e especificacbes que séo
revisados regularmente e desde o inicio da década de 1950 constituem um
protocolo para conduzir todas as fases de levantamentos de solos pelo US
National Cooperative Soil Survey (Hempel, 2008). No Brasil, a criagdo da
Comisséao de Solos do Centro Nacional de Ensino e Pesquisas Agrondmicas do
Ministério da Agricultura, em 1947, deu grande impulso aos levantamentos de
solos (Crivelenti, 2009). Desde entdo, os critérios e especificacdes para
levantamentos em diferentes escalas vém sendo aperfeicoados continuamente
e mais recentemente foram reunidos em publicacdes de referéncia (Embrapa,
2006; IBGE, 2007).

Atualmente os mapas e relatérios produzidos por levantamentos
convencionais sdo a forma mais comum pela qual a informacdo sobre esse
recurso natural complexo tem sido disponibilizada para a comunidade. Em
Mmuitos casos 0s mapas convencionais constituem o Unico registro disponivel
da natureza altamente variavel das relacdes solo-paisagem (Scull, et al., 2005;
Hempel et al., 2008). Entretanto, ndo obstante representem o conhecimento
acumulado pela Ciéncia do Solo durante décadas, os levantamentos
convencionais tem recebido criticas com relacdo as suas limitac6es para
atender as demandas crescentes da sociedade sobre diferentes informaces
de solos.

Entre as limitagcbes mais citadas destaca-se a indisponibilidade
generalizada de mapas de solos. Segundo Gonzales et al. (2007) e Sanchez et

al. (2009), cerca de 109 paises possuem mapas convencionais de solos em



escalas 1:1.000.000 ou maiores, mas eles cobrem somente 31% da superficie
da Terra emersa e livre de gelo. O restante dispde apenas do mapa de solos
na escala 1:5.000.000 elaborado pela FAO. O tempo e 0 custo necessarios
para a execucdo das diferentes fases do levantamento restringem severamente
a expansdo e atualizacdo dos mapeamentos e provavelmente sejam o0s
maiores responsaveis pela lacuna de informacfes de solos (McBratney et al.,
2003). O intervalo de tempo que passa desde os primeiros trabalhos de campo
até a conclusao e publicacdo do mapeamento pode chegar a varios anos. Além
da demora em si, esse intervalo também afeta a consisténcia do mapa final de
solos, pois dificulta revisdes e eventuais corre¢cfes pelos autores ao longo do
processo (Weber et al., 2008).

Além disso, o processo convencional depende de avaliacbes
mentais qualitativas das propriedades dos solos em relagdo aos fatores de
formacdo, as quais raramente sdo documentadas. Essas avaliacbes sé&o
altamente dependentes da experiéncia do peddlogo, tornando improvavel a
reproducdo ou atualizacdo de um levantamento com os mesmas critérios, além
de dificultar a transferéncia do conhecimento para outro profissional que venha
a substitui-lo na tarefa (Scull et al., 2003; Hash, 2008). Os mapas
convencionais também séo de dificil compreenséo por usuarios fora da Ciéncia
do Solo, porque poucos estdo familiarizados com os conceitos e terminologias
adotadas. Apesar de tentativas de traduzir o conteldo na forma de legendas
interpretadas (classes de fertilidade, profundidade, aptiddo, etc.), tais mapas
ainda sdo uma forma de comunicacdo pouco eficiente para a maioria dos
usuarios potenciais (Bui, 2004).

A falta de informacbBes sobre a qualidade € mais um aspecto
criticado, j& que restringe o uso dos mapas convencionais disponiveis. Um
mapa convencional é uma simplificacdo da distribuicdo complexa e continua
dos solos na paisagem, onde estes sdo representados como unidades
homogéneas em poligonos discretos, de fronteiras definidas. Essa
simplificagdo resulta tanto da necessidade de usar uma representacdo
bidimensional de fronteiras rigidas quanto das restricdes impostas pela escala
do mapeamento (Heuvelink & Webster 2001; Shi et al., 2004). Por maior que
seja 0 conhecimento e a dedicacdo do peddlogo, as relagdes solo-paisagem

reais serdo sempre mais complexas do que é possivel registrar em um mapa



convencional (Hempel et al.,, 2008). Assim, dispor de uma medida sobre o
guanto o mapa se aproxima da realidade é fundamental para avaliar sua
adequacao a um determinado propdésito.

As limitagdes mencionadas estdo mais relacionadas aos métodos e
procedimentos de execucdo dos levantamentos convencionais do que ao
conhecimento da pedologia que lhe serve de base. Eles ainda fazem pouco ou
nenhum uso de tecnologias hoje disponiveis para coleta e andalise de dados
espaciais, como SIG, GPS e imagens de sensoriamento remoto (Scull et al.,
2003). Com o apoio desses recursos, as relacdes solo-paisagem, avaliadas
gualitativamente em levantamentos convencionais, podem ser analisadas de
forma quantitativa e, portanto, mais objetiva. Para Sanchez et al. (2009) uma
nova geracdo de pedologos necessita ser treinada nessa abordagem com
vistas a disponibilizar informac¢des de solos na velocidade e com a qualidade

necessaria as demandas da sociedade.

2.3. Mapeamento digital de solos
Segundo Lagacherie & McBratney (2007), o mapeamento digital de

solos consiste na criacdo e alimentacdo de sistemas espaciais de informacé&o
de solos, através do uso de modelos numéricos para a inferéncia das variacdes
espaciais e temporais dos tipos de solos ou de suas propriedades, a partir de
observacbes e conhecimento dos solos e de varidveis ambientais
correlacionadas.

O mapeamento digital de solos comecou na década de 1970 e
acelerou-se significativamente nos anos 1980, com o advento de novas
tecnologias de coleta, processamento e analise de informag¢des espaciais,
como os Sistemas de Informacdo Geografica (SIG), o Sistema de
Posicionamento Global (GPS) e o sensoriamento remoto. A partir do inicio da
década de 1990, avancos sensiveis na capacidade de processamento dos
computadores e em softwares de estatistica e modelagem deram grande
impulso aos estudos de mapeamento digital de solos. Mais recentemente, 0
acesso a informacdes através de recursos da rede mundial de computadores
possibilitou o intercambio de experiéncias e a busca de consensos para a
implementacdo de sistemas de mapeamento digital em nivel operacional
(McBratney et al., 2003; Rossiter, 2005; Sanchez et al., 2009).



A rapidez e facilidade de processamento de informacfes geogréficas
proporcionada pelas novas tecnologias € 0 numero crescente de estudos
voltados a predicdo de propriedades ou classes de solos resultou ainda no
advento e crescimento da pedometria como ramo da Ciéncia do Solo. A
pedometria procura estabelecer relacbes matematicas e (geo)estatisticas entre
classes ou propriedades do solo e variaveis quantitativas utilizadas como
preditoras daquelas. McBratney et al. (2000) definem pedometria como a
aplicacdo de métodos matematicos e estatisticos para o estudo da distribuicéo
e génese de solos.

Entre as diferentes abordagens em mapeamento digital de solos
destaca-se 0 modelo s.c.o.r.p.a.n. proposto por McBratney et al. (2003),
representado na Equacéo 2 abaixo:

Scp=f(s.c.o.r.p.a.n) (2)
onde:

Scp = solo - classe ou propriedade;

s = solo ou propriedades do solo em um dado ponto;

¢ = clima, propriedades climaticas do ambiente em um dado ponto;
0 = organismos, incluindo cobertura vegetal e uso do solo;

r = relevo, incluindo atributos do terreno e classes;

p = material de origem, litologia;

a = idade, tempo;

n = espaco, posi¢ao espacial, georreferenciamento.

Adaptado da equacdo classica de Jenny (1941), o modelo
s.c.o.r.p.a.n. propde explicar, por diversos métodos, as relacdes entre os
fatores de formacéo do solo, bem como predizer de forma quantitativa as
relagdes entre classes ou propriedades dos solos e 0 ambiente, espacialmente.
A inclusdo da posicdo espacial (n) elevou as geotecnologias a condicdo de
ferramentas indispensaveis para o mapeamento digital de solos.

Apesar dos avancos e embora varias abordagens apotiem-se na
teoria dos fatores de formacdo, o mapeamento digital de solos ainda € visto
com ceticismo por muitos peddlogos. Uma das ressalvas feitas por estes é a
auséncia de um padréo nos trabalhos de mapeamento digital, enquanto os
levantamentos convencionais dispdem de protocolos ha quase um século.
Todavia, ao analisar a rotina dos mapeamentos digitais constata-se que a

maioria segue algumas etapas que, na esséncia, podem ser consideradas



analogas aquelas usadas nos levantamentos convencionais. Assim como
nestes, o0 mapeamento digital faz uso de informacdes coletadas ou disponiveis
em pontos de observacdo de solos. Essas informacdes sdo utilizadas para
ajustar um modelo quantitativo com variaveis relativas as condicbes do
ambiente nos mesmos locais e 0 modelo ajustado é depois empregado para
predizer propriedades do solo ou classes de solos para o restante da area
(Lagacherie, 2008).

MacMillan (2008) detalha um pouco mais essas etapas e afirma que,
independente da abordagem, dos objetivos e dos métodos empregados, o
processo de mapeamento digital de solos envolve basicamente seis passos. O
primeiro passo consiste em definir 0 objetivo do mapeamento: predizer classes
de solos ou propriedades individuais de solos. O segundo passo € identificar e
obter dados de entrada relevantes para se alcancar o objetivo proposto,
incluindo pontos com informacao de referéncia sobre classes ou propriedades
de solos e variaveis que podem ser usadas como preditoras, tais como
atributos do terreno derivados de MNT, imagens de sensoriamento remoto e
mapas existentes. O terceiro passo envolve o desenvolvimento de equacbes
para predizer propriedades dos solos ou de regras de classificagdo para
estimar classes de solos. O quarto passo consiste em aplicar as equacgfes ou
as regras de classificacao previamente desenvolvidas e o quinto corresponde a
avaliacdo do sucesso ou acuracia da predicdo das propriedades ou classes,
comparando-se o resultado com dados de referéncia coletados em pontos de
observacdo. Dependendo do resultado, pode-se retornar as etapas anteriores
para revisar ou adequar objetivos, variaveis ou as proprias equacdes. Uma vez
alcancado um grau de acuracia aceitavel, o sexto e Ultimo passo, que € a
geracdo dos mapas finais, pode ser finalmente executado.

Ao comparar essas etapas com as dos levantamentos convencionais
verifica-se que o mapeamento digital de solos ndo representa mais do que uma
evolucdo da pedologia convencional, com base no conhecimento acumulado
pela Ciéncia do Solo e nas tecnologias disponiveis. A maior diferenca é que, no
lugar de um modelo conceitual qualitativo sobre a distribuicdo dos solos na
paisagem, sdo empregados modelos quantitativos. Uma vez estabelecido um
modelo quantitativo a partir das variaveis selecionadas, ele é aplicado

uniformemente sobre toda a area a ser mapeada, em uma analise pixel a pixel,
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possibilitando a obtencdo de mapas espacialmente mais detalhados que os
convencionais (Zhu, 2000; Hempel et al., 2008; MacMillan, 2008).
Adicionalmente, os resultados obtidos podem ser submetidos a uma avaliagdo
de acuracia também quantitativa, gerando assim uma medida sobre a
qualidade do mapa produzido, o que raramente é feito em levantamentos
convencionais.

A emergéncia do mapeamento digital, todavia, ndo significa que os
conceitos convencionais de levantamentos de solos devem ser abandonados.
Ao contrario, convém que mapeadores digitais de solos trabalhem em parceria
com peddlogos experientes com vistas a desenvolver metodologias robustas e
operacionais que possibilitem atender as demandas por informacdes sobre
solos. A predicdo de classes ou propriedades de solos necessita de um bom
conjunto de informacdes coletadas em pontos de observacéo para ajustar os
modelos e para avaliar a qualidade dos resultados obtidos. Assim, os motivos
para cooperacdo tornam-se 6bvios: de um lado existe um grande volume de
dados de perfis de solo coletados em levantamentos ja existentes e de outro ha
um extenso conjunto de técnicas pedométricas que necessitam de
observacfes de solos para ajustar os modelos. Combinar as duas pode ser
uma forma de obter rapidamente novos mapas digitais mais detalhados, sem
refazer levantamentos caros e extensivos (McBratney et al., 2003; Hengl et al.,
2007; Weber et al., 2008).

Embora propostas tenham sido formuladas (Zhu, 1997; Shi et al.,
2004; Gray et al., 2009), ainda nao ha procedimentos, padrdes ou protocolos
estabelecidos e aceitos para a geracdo de mapas digitais de solos (Hempel et
al., 2008). De fato € muito dificil estabelecer protocolos porque as ferramentas
disponiveis permitem desenvolver tantos modelos quantos forem as variaveis a
disposicéo e os tipos de resultados desejados. Obviamente um dos objetivos
da investigacao cientifica nessa area é a obtencao de modelos explicitamente
fundamentados nos fatores de formacéo do solo, que possam ser validados e
extrapolados para regibes fora daguela onde foram criados (Walter et al.,
2007). Entretanto, a falta de protocolos especificos n&o representa
necessariamente um obstaculo para o mapeamento digital, jA& que a acuracia
do resultado pode ser mensurada. Neste caso, enquanto modelos gerais néo

sdo estabelecidos, é mais eficaz garantir a realizacdo de uma avaliacao de
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acuracia a fim de que o usuério final disponha de uma medida de qualidade, do

gue tentar restringir o processo de elaboracdo de um mapa digital.

2.3.1. Principais métodos e técnicas

As diferentes metodologias de modelagem empregadas para avaliar
e quantificar as relacbes entre as variaveis preditoras selecionadas e as
propriedades ou classes de solos a serem estimadas incluem o uso de um
grande numero de técnicas de processamento e andlise de dados, entre as
quais regressfes multiplas, geoestatistica (kriging), légica de conjuntos difusos
(I6gica Fuzzy), redes neurais artificiais e arvores de decisdo. A gama de
recursos e ferramentas utilizada inclui bases cartograficas, mapas existentes
(solos, geologia, vegetacédo, etc.), MNT, bancos de dados, produtos de
sensoriamento remoto (dados de sensores, imagens de satélite, fotografias
areas), receptores GPS (Global Positioning System), softwares de Sistemas de
Informacao Geogréafica (SIG), de processamento de imagens e de analises

estatisticas, entre outras.

2.3.1.1. Regressfes multiplas

O uso de regressdes lineares provavelmente seja 0 método mais
disseminado no meio cientifico para estudar a relacao entre variaveis ou fazer
predicdes. As regressdes lineares mdltiplas assumem a existéncia de uma
relacdo linear entre a variavel dependente e duas ou mais variaveis
independentes. Por exemplo, no caso de trés variaveis independentes a
regressao linear multipla pode ser escrita como a Equacao 3 abaixo:

Y=a+b1*x1+b2*x2+b3*x3 3)

onde Y é a variavel dependente (ou variavel resposta), x1, x2 e x3

sdo as variaveis independentes, a € o intercepto e bl, b2 e b3 sédo os

coeficientes angulares das variaveis independentes (x1, X2, e X3,

respectivamente). O intercepto representa o valor de Y quando os valores das

variaveis independentes for zero, e o coeficiente indica a taxa de alteracdo de

Y para cada unidade de incremento na variavel independente correspondente
(Bailey et al., 2003).

Em geral a equacéo de regressao linear multipla é calculada através
de um método de minimos quadrados e o grau de associacao entre a variavel

dependente e as variaveis independentes é expresso pelo coeficiente de
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determinacéo (R?), cuja significancia estatistica é avaliada com base no teste F
ou teste t. Alguns pressupostos basicos devem ser observados no uso de
regressoes lineares:

a) A variavel dependente deve obedecer a uma distribuicao normal;

b) O ndmero de observacdes precisa ser maior que o nimero de

variaveis independentes;

c) Na&ao deve existir relacao linear entre as variaveis independentes.

Um caso especial de regressbes miltiplas sdo as regressbes
logisticas, nas quais a variavel resposta € discreta, como por exemplo, a classe
de solo. As variaveis independentes podem ser tanto discretas quanto
continuas. As regressdes logisticas multiplas sdo uma adaptacdo do modelo
original desenvolvido para uma variavel independente binaria. Além de a
variavel dependente ser do tipo discreta, as regressdes logisticas se
diferenciam das lineares pela sua funcéo de ajuste, que segue a curva logistica
(sigmoide).

As regressdes logisticas tém a desvantagem de ndo possuirem um
valor de r’ como as regressdes comuns, necessitando-se de estratégias mais
complexas para excluir variaveis preditoras desnecessarias do modelo, bem
como para verificar a adequacdo do modelo quanto a estimativa da resposta
(Wong & Mason, 1985). Em geral a verificacdo é feita pelo teste dos
coeficientes angulares e a validacdo € feita com um conjunto de novos dados
ou, na falta destes, com uma sub-amostra dos dados usados para estabelecer
a curva. Outra forma de avaliar a acuracia de mapas produzidos com
regressdes multiplas é utilizar indices de concordancia, como o indice Kappa
(Rossiter, 2004a).

Em relacdo a regressdes logisticas multiplas e classes de solo,
Bailey et al. (2003) efetuaram a estimativa de classes de solos na Inglaterra
usando um mapa de solos pré-existente na escala 1:250.000 e um MNT. A
correspondéncia entre os valores estimados e a verdade de campo variou de
47% a 65% em trés formas de relevo: planalto, vale e escarpa. As conclustes
apontam que as regressdes logisticas multiplas sdo um método valido para
estimativa de classes de solo e para aumentar o detalhamento de mapas de

solos pré-existentes.
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Ziadat (2005) empregou regressao logistica multipla para avaliar o
uso de atributos do terreno derivados de um MNT como preditores de alguns
atributos do solo. As conclus6es apontam que o método é promissor e, quando
a area for extensa, a precisao pode ser melhorada pela subdivisdo em areas
menores e aplicando regressoes ajustadas para cada subdivisdo. Além disso, o
uso de regressdes permitiu a predicdo dos atributos avaliados com uma
resolucdo melhor do que os mapas de solos convencionais.

Giasson et al. (2006) empregaram regressoes logisticas multiplas na
predicdo de ocorréncia de classes de solos a partir de areas de referéncia,
utilizando um mapa de solos pré-existente na escala 1:50.000 e parametros do
terreno derivados de um MNT. Os parametros do terreno como elevacgao,
distancia dos rios, acimulo de fluxo e indice de umidade topografica, foram as
variaveis que melhor explicaram a distribuicdo das classes de solos e a
simplificacdo da legenda aumentou a precisdo do método na predicao da
distribuicdo dos solos.

Giasson et al. (2008) também usaram regressdes logisticas para
estimar classes de solos para diversas areas no sul do Brasil, empregando
mapas de solos existentes nas escalas 1:30.000 a 1:50.000 e variaveis do
terreno derivadas de um MNT. Avaliando a capacidade dos modelos em
reproduzir os mapas originais, 0os autores encontraram indice Kappa de 0,36
para a legenda original e de 0,54 para uma legenda simplificada, com
agrupamento das classes. Os baixos valores de acuracia na estimativa das
classes individuais foram atribuidos a distribuicdo espacial complexa das
mesmas e a grande variabilidade do material de origem da regido, para o qual

nao ha informacdes de qualidade disponiveis.
2.3.1.2. Geoestatistica

A geoestatistica comecou na industria da mineragcdo no inicio da
década de 1950, como uma tentativa de melhorar a estimativa de ocorréncia de
depositos de ouro. A idéia original foi desenvolvida pelo engenheiro de minas
D. G. Krige e pelo estatistico H. S. Sichel e publicada em 1951. O objetivo
basico era estimar as propriedades do terreno em toda a superficie de uma
area de interesse com base em um conjunto de pontos amostrais distribuidos
na mesma. O pressuposto era de que, quanto mais proximo de um ponto

amostrado estivesse o local a ser estimado, maior era a probabilidade de suas
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caracteristicas serem parecidas a esse ponto. Tendo-se um conjunto de
pontos, era possivel ponderar a influéncia de cada um sobre o local a ser
estimado.

Quase uma década depois da proposi¢ao inicial, 0 matematico
francés G. Matheron aprimorou as formulas originais e estabeleceu o campo
conhecido como geoestatistica, uma area da estatistica especializada em
analise e interpretacdo de dados geograficamente referenciados. Entretanto,
até hoje o termo Kriging é usado como sinbnimo de geoestatistica (Hengl,
2007).

Em um contexto mais pragmatico, a geoestatistica € uma ferramenta
analitica para dados obtidos em pontos de observacdo e para estimar mapas
em toda a area de interesse a partir dos valores de variaveis amostradas em
tais pontos, tanto com interpolacdo quanto com extrapolacdo (Hengl, 2007). O
mapeamento geoestatistico pode ser definido como a producdo analitica de
mapas utilizando observacbes de campo, informacbes auxiliares e um
programa de computador que calcula valores nas localizacdes de interesse.

Segundo Hengl (2007), existem na literatura muitas definicbes e
termos distintos para a geoestatistica, varios deles criados simplesmente para
designar uma aplicacdo especifica das técnicas, mas todos se baseiam nos
pressupostos basicos do método kriging. A versdo padrao da estimativa Kriging
€ chamada de Kriging ordinario ou Kriging simples, onde as predicbes séo
baseadas no modelo da Equacgéo 4 a seguir:

Z(s)=p +€(s) (4)

onde p é a fungdo constante estacionéaria (média global) e €'(s) é a
parte estocastica do variograma espacialmente correlacionada. O variograma
descreve o comportamento das diferencas (na forma de semivariancia) entre
0s pontos amostrais em funcdo do afastamento entre os mesmaos, permitindo
avaliar a dependéncia espacial (efeito de autocorrelacéo espacial). O esperado
€ que as diferencas sejam pequenas entre pontos proximos e aumentem
conforme aumenta a distancia entre os pontos, até se estabilizar (Figura 1). A
partir do variograma € possivel determinar a importancia que deve ser dada a
cada ponto amostral no momento de estimar a variavel alvo para um local ndo

amostrado, definindo os pesos em fun¢éo da distancia.
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Figura 1. Exemplo de um variograma (Hengl, 2007).

Quando outras variaveis correlacionadas com a variavel alvo
(correlacdo espacial cruzada) estiverem disponiveis em densidade suficiente
para a area de interesse, elas podem ser usadas para predizer o valor de uma
variavel de solo em locais ndo amostrados. Para tanto, a relacdo entre os
preditores e a variavel alvo € primeiro modelada e depois o modelo é aplicado
aos locais ndo amostrados, usando o valor conhecido das variaveis auxiliares
nesses locais. Entre as variaveis auxiliares mais comuns para mapeamento
digital de solos encontram-se os atributos do terreno derivados de MNT,
imagens de sensoriamento remoto e dados de solos ou geologia coletados em
pontos de observacdo ou em mapas existentes. Essa abordagem da
geoestatistica é definida como regressdo kriging, correlacdo kriging ou co-

kriging
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Figura 2. Esquema de mapeamento digital de solos com regressao-kriging
(Dobos et al., 2006).

A geoestatistica tem sido uma abordagem bastante utilizada em
trabalhos de mapeamento digital de propriedades de solos ou de classes de
solos, tanto para a interpolacao de variaveis de entrada quanto nas estimativas
de saida propriamente ditas. De acordo com Mendong¢a-Santos et al. (2000),
entre as técnicas que permitem o uso de modelos continuos, a geoestatistica é
vista como a mais apropriada para uso na Ciéncia do Solo.

Bourennane et al. (2000), por exemplo, compararam o desempenho
de interpolagéo geoestatistica com variaveis auxiliares (regressao kriging) e de
regressao linear multipla para predizer a espessura do solo, empregando
diferentes densidades de amostragem. Os resultados mostraram que as duas
técnicas foram igualmente capazes de predizer a variavel de interesse, mas a
geoestatistica apresentou estimativas melhores com o aumento da densidade
de amostragem enquanto a regressao linear multipla manteve-se estavel com

todas as densidades testadas.



18

Hengl et al. (2007) testaram o uso de classificacdo supervisionada
por maxima verossimilhanca, regressao logistica mdiltipla, regresséo kriging e
classificacdo de distancia taxondmica para predizer a distribuicdo de classes de
solos no Ird, com base em parametros do terreno e em indices de
sensoriamento remoto e 4.250 perfis de solos. A acuracia foi avaliada através
do indice Kappa, sendo que o método regressao kriging apresentou os

melhores resultados.
2.3.1.3. Logica de conjuntos difusos (I6gica fuzzy)

Conjuntos difusos s&o conjuntos (ou classes) sem fronteiras
definidas, onde a transicdo entre membros e ndo membros de uma posi¢cao no
conjunto é gradual, representada por uma funcédo de pertinéncia. Um conjunto
difuso é caracterizado por um grau de pertinéncia que varia de 0,0 a 1,0,
indicando um incremento continuo desde a ndo pertinéncia até a pertinéncia
completa ao conjunto (Figura 3). Dessa forma, a ldgica de conjuntos difusos é
capaz de incorporar a incerteza presente em diferentes tipos de dados, ao
contrario da logica classica de conjuntos Booleanos que sé tem duas

possibilidades: ndo (0) ou sim (1).

s
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Figura 3. Exemplo de fungéo de pertinéncia a conjunto difuso em contraste com
uma funcéo de conjunto booleano.

Incerteza, imprecisdo e ambigilidade sdo inevitaveis e inerentes em
sistemas naturais como o solo. Aplicagcbes da teoria de conjuntos difusos na
Ciéncia do Solo permitem lidar com as incertezas, principalmente devido as
bordas imprecisas entre diferentes classes (Minasny & McBratney, 2002).
Segundo McBratney et al. (2003), a teoria de conjuntos difusos oferece uma

rica base matematica para entender problemas de decisdo e para construir
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regras de decisao na avaliacdo e combinacao de critérios para 0 mapeamento
digital de solos. O desenvolvimento de técnicas de mapeamento digital
baseadas em logica de conjuntos difusos tem atraido atencdo devido a sua
habilidade em capturar e representar a natureza continua da variagéo espacial
do solo. Em funcdo disso, abordagens para mapeamento digital de
propriedades ou de classes de solos baseadas em légica difusa tém sido
propostas com freqiiéncia, tornando-a uma das técnicas mais investigadas
(Zhu et al., 1996; Zhu et al., 2001).

Ha basicamente duas abordagens de conjuntos difusos em
mapeamento digital de solos. A primeira procura particionar as observacdes
feitas sobre um espaco multivariado em grupos naturais relativamente estaveis,
ou seja, em grupos formados por similaridade de caracteristicas. A segunda
consiste em utilizar conjuntos difusos para classificacdo de solos, onde uma
funcdo de pertinéncia é definida a priori, com base no conhecimento
especialista ou em definicbes convencionalmente impostas, para entdo alocar
os dados conforme o grau com que eles se ajustam aos requerimentos das
classes (McBratney et al.,, 2000; Qi & Zhu, 2003). Em ambos 0s casos a
variacao espacial do solo é expressa como variacao espacial de pertinéncia a
classes de solos, a qual é usada para produzir mapas de classes de solos ou
para predizer a variacdo espacial de propriedades especificas dos solos (Zhu
et al., 1996; Zhu, 1997; Qi et al., 2006).

Shi et al. (2004), por exemplo, usaram légica de conjuntos difusos
para identificar classes de solos e para estimar algumas propriedades dos
solos em uma bacia hidrogréfica de 5 km? em Pleasant Valley, sudoeste do
Estado de Wisconsin, nos Estados Unidos. A metodologia envolveu uma etapa
de captura do conhecimento sobre as relacdes solo-paisagem, envolvendo a
participacdo de peddlogos com experiéncia de campo na area de estudo, e
outra etapa para a predi¢cdo de classes e de propriedades a partir das relacfes
previamente estabelecidas. Os autores obtiveram concordancia de 86% na
identificacdo das classes pelo mapa estimado, contra 46% do mapa
convencional, usando dados de referéncia observados em 57 pontos. Além da
melhor exatiddo, ainda foi possivel obter mapas com a variacdo espacial da
textura do horizonte A e da profundidade do horizonte C dentro das classes, as

guais sao consideradas homogéneas no mapa convencional.
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Zhu et al. (2008) também usaram um procedimento de classificacéo
por légica de conjuntos difusos para identificar combinagdes Unicas de fatores
ambientais associadas a classes tipicas de solos. O objetivo foi avaliar formas
de racionalizar a coleta de dados de campo para desenvolver modelos de solo-
paisagem para mapeamento digital, de forma a conduzir futuras amostragens
em locais de classes mais puras. A area de estudo foi uma bacia hidrogréafica
de 60 km? na provincia de Heilongjiang, na China. Os autores encontraram
exatiddo geral de 76% entre as classes estimadas através do modelo solo-
paisagem e as classes observadas em campo, resultado que consideraram
promissor para o mapeamento digital de solos em areas com disponibilidade

limitada de dados.
2.3.1.4. Redes neurais artificiais

As redes neurais artificiais sdo algoritmos de aprendizagem de
maquina, ou aprendizagem indutiva, que tentam simular a forma como o
cérebro humano processa informacdes. Elas sdo ndo lineares e podem ser
entendidas como fungdes matematicas complexas que convertem dados de
entrada (por exemplo, variaveis de relevo) para uma saida desejada,
geralmente do tipo categdrica (por exemplo, classes de solos).

A estrutura de uma rede neural tipica conttm uma camada de
entrada, uma ou mais camadas intermediarias, ocultas, e uma camada de
saida (Figura 4). Cada camada contém um conjunto de nés (ou neurbnios) que
estdo conectados a todos os nés das outras camadas, com a possibilidade de
atribuir diferentes pesos em cada conexdo (Richards & Jia, 1999). Existem
muitas variantes de redes neurais artificiais com relagdo a abordagem usada
para o treinamento, aos métodos de atribuicdo dos pesos dos neurdnios e a
conectividade dos neurbnios dentro de uma camada e entre as diferentes
camadas.

Uma rede neural artificial resolve um problema primeiro
desenvolvendo uma memoria através da associacdo de um grande ndimero de
padrées de entrada com um conjunto limitado de saida, utilizando exemplos, e
depois aplicando essa memdria para produzir uma saida quando um
determinado padrédo de entrada é fornecido (Qi & Zhu, 2003). Da mesma forma
gue acontece com o cérebro humano, redes neurais artificiais precisam ser

treinadas para que aprendam a executar o processo desejado. O treinamento
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exige um conjunto de dados amostrais, e pode ser usado para configurar a
rede para o reconhecimento de padrdes ou para o agrupamento dos dados em

classes (Minasny & McBratney, 2002).

Valores on
Dados de
——» classes de
entrada ,
saida

Camada de Camada Camada
entrada oculta de saida

Figura 4. Esquema de uma rede neural com uma camada oculta (diferentes
cores das linhas indicam conexdes com pesos diferentes entre noés).

O principal proposito do treinamento consiste em obter os pesos
apropriados para as conexdes entre a camada de entrada e a(s) camada(s)
oculta(s) e entre esta(s) e a camada de saida, de forma analoga ao que ocorre
com as conexdes sinapticas do cérebro. Uma vez estabelecidos os pesos das
conexdes, sao eles que possibilitam a rede neural extrair informacées Uteis das
variaveis de entrada para fazer a predi¢cdo da variavel de saida, ou variavel
resposta, como classes de solos, por exemplo (Richards & Jia, 1999).

Em funcgéo da concepcéo, a forma de operacdo de uma rede neural
nao possibilita ao usuario controle sobre as fungbes que produzirdo o
resultado, o que rende ao método algumas criticas pelo carater de “caixa
preta”. O controle é exercido por altera¢des na estrutura da rede, pela definicdo
das variaveis preditoras usadas como entrada e pelo tamanho do conjunto de
amostras de treinamento. Poucas amostras podem ndo representar

adequadamente os padrées ou categorias em analise, enquanto amostras em
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demasia podem causar sobreposicdo. Por essa razdo, geralmente os
algoritmos de redes neurais possuem recursos para monitorar 0S erros e
orientar o dimensionamento da estrutura da rede e do conjunto de amostras
(Richards & Jia, 1999).

Uma das vantagens das redes neurais € que sua utilizacdo nao
necessita da definicdo de nenhum modelo prévio para descrever a distribuicao
espacial da variavel de interesse. Redes neurais sdo um meio efetivo de
modelar propriedades descritivas e quantitativas dos solos e podem ajudar a
descobrir relagbes ocultas nos dados, dificeis de detectar por outros meios
devido as interacdes complexas que ocorrem no solo (Levine et al., 1996). Elas
tém sido bastante utilizadas para o processamento e classificacdo de imagens
de sensoriamento remoto e recentemente também vem sendo aplicadas com
sucesso no mapeamento digital de solos (McBratney et al., 2003).

Levine et al. (1996), por exemplo, testaram diferentes arquiteturas de
redes neurais para classificar a estrutura do solo a partir de dados analiticos de
390 amostras, obtendo uma concordancia de 79% no melhor resultado. Zhu
(2000), empregou redes neurais na predicdo de classes de solos na escala
1:10.000 em uma bacia hidrografica na Floresta Experimental de Lubrecht, uma
regido montanhosa no oeste do Estado de Montana, Estados Unidos. As
variaveis preditoras utilizadas foram geologia, cobertura vegetal e quatro
atributos do terreno derivados de um MNT: elevacéo, declividade, orientacéo e
curvatura de perfil. Com base em 64 pontos observados em campo, 0S
resultados mostraram que as classes do mapa estimado por rede neural foram
concordantes em 49 pontos (exatidao geral de 77%).

Behrens et al. (2005) também usaram redes neurais para estimar
classes de solos em uma area de 600 km? na regido do Palatinado, sudoeste
da Alemanha, a partir de um grande nimero de variaveis como descritoras dos
fatores de formacéo e de um mapa existente de solos. A exatiddo geral média
encontrada pelos autores para os mapas estimados foi de 72%, sendo o
melhor resultado obtido com o uso simultdneo de varidveis descritoras do
relevo, uso do solo e geologia.

Contador et al. (2006) empregaram redes neurais e variaveis
topogréficas derivadas de um MNT de alta resolucdo para estimar a

distribuicdo espacial da umidade superficial do solo em uma bacia hidrogréafica
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de 99,5 ha no sudoeste da Espanha. Os autores obtiveram estimativas com
erros variando de 5,5 a 8,7% e constataram que a curvatura vertical foi a
variavel topografica mais relacionada com a umidade. As redes neurais
mostraram-se altamente eficazes e, combinadas com uma estratégia de
amostragem adequada, permitiram monitorar a umidade com um numero
reduzido de amostras.

Chagas et al. (2007) testaram a predicdo de classes de solos na
escala 1:50.000 em uma regido montanhosa do Rio de Janeiro a partir de
atributos do terreno e indices derivados de imagens de sensoriamento remoto,
empregando uma rede neural Multi-layer Perceptron (MLP) e o algoritmo da
Maxima Verossimilhanca Gaussiana (MAXVER). Usando observacdes de
campo para o treinamento dos algoritmos e para a avaliacdo de acuracia, os
autores obtiveram valores de exatiddo geral e indice Kappa respectivamente de
70,83% e 0,678 com a rede neural MLP e de 50,69% e 0,46 com o algoritmo
MAXVER.

2.3.1.5. Arvores de deciséo

Arvores de decisdo ou de classificagdo, assim como redes neurais
artificiais, s@o algoritmos de aprendizagem de maquina que estabelecem
modelos através de exemplos, mas com uma forma de abordagem distinta.
Elas simulam o processo de abstracdo humana através de uma categorizacao
hierarquica, obtendo regras similares a uma chave de classificacdo. Usando
um conjunto de dados amostrais como exemplo, uma arvore de decisdo divide
recursivamente os dados para formar subconjuntos homogéneos, resultando
em uma arvore hierarquica de regras de decisdo (Behrens & Scholten, 2006),
gue é composta de basicamente trés componentes:

a) Araiz, ponto de partida da arvore;

b) O no, conexao entre a raiz, os nos subseqientes e as folhas;

c) A folha, que representa uma classe homogénea.

Na pratica, uma arvore de decisdo aplica uma série de regras de
decisdo binarias sucessivas para enquadrar os dados, partindo do conjunto
completo de dados (raiz). Cada decisdo divide os dados em duas novas
classes homogéneas, e cada nova classe pode ser novamente dividida em
duas ou mais classes com base em outra regra. Cada subdivisdo baseada em

uma regra € chamada de n6, podendo ser criados tantos nds quantos forem
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necessarios para produzir as classes finais desejadas ou para obter
subconjuntos tdo homogéneos quanto possiveis (Figura 5). A classe final
constitui a folha e, da mesma forma que ocorre com uma arvore real, algumas
classes (folhas) podem ser geradas com um nimero de divisbes (nos) diferente
de outras (Miller & Franklin, 2001).
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Figura 5. Esquema de uma arvore de decisdo com quatro variaveis e trés
classes. Xi representa as variaveis; a, b, c, d, e representam os limites da
regra de deciséo; A, B, C representam as classes (Zhou et al., 2004).

Para evitar a geracdo de arvores muito complexas, com excessivo
namero de folhas, muitas das quais podem ter pouca extensdo ou até mesmo
representar um Unico ponto, é necessario “podar” a arvore. Esse procedimento
consiste em reagrupar folhas demasiadamente pequenas e é implementado na
forma de um grande nimero de métodos, os quais constituem a esséncia das
diferencas entre os varios algoritmos de arvores de decisdo disponiveis (Scull
et al., 2005).

De acordo com essa légica, uma arvore de decisdo pode ser
entendida como um modelo preditivo onde um né corresponde a uma variavel e
as folhas representam o valor estimado para a variavel resposta a partir dos
valores das variaveis preditoras ao longo do caminho, desde a raiz até a folha.
A estratégia basica é transformar uma decisdo complexa em varias decisdes

simples. Uma das vantagens praticas desse método é que as arvores de
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decisdo sao geralmente simples de entender e faceis de interpretar e discutir,
pois seguem a logica usualmente empregada em classificacdo sistematica, nédo
apenas de solos, mas de outras areas do conhecimento, como a biologia
(McKenzie & Ryan, 1999; Miller & Franklin, 2001; Xu et al., 2005).

Segundo Moore et al. (1991), arvores de decisdo nao necessitam de
qualquer suposicao prévia sobre a distribuicdo dos dados em cada classe, sao
invariantes com relacdo a transformacfes das variaveis explanatérias, lidam
satisfatoriamente com dados perdidos e anbmalos, sdo maleaveis na captura
de comportamentos ndo aditivos e n&o lineares e podem ser facilmente
atualizadas conforme aumente a coleta de dados. McKenzie & Ryan (1999)
acrescentam que a capacidade de modelar relacdes ndo aditivas e néo lineares
de uma forma relativamente simples € particularmente importante para dados
pedologicos, onde interacbes entre a variavel resposta e as variaveis
ambientais explanatdrias freqlientemente sdo condicionadas por outras
variaveis explanatdrias.

Arvores de decisdo também sdo capazes de processar grandes
volumes de dados praticamente sem a necessidade de pré-processamento ou
transformacéo, relacionar variadveis discretas e continuas e validar os
resultados através de métodos estatisticos. Além disso, possibilitam usar dados
de diferentes tipos e fontes, como imagens de sensoriamento remoto, MNT e
mapas existentes, permitem integrar no mesmo modelo dados mensurados em
diferentes escalas e necessitam de tempo de treinamento e de processamento
reduzido (Miller & Franklin, 2001; Pal & Mather, 2003).

Elas séo tolerantes a sobreposi¢do ou redundancia de dados e séo
capazes de produzir resultados de boa acurdcia mesmo com conjuntos
reduzidos de amostras de treinamento. Sua capacidade de processar grandes
volumes de dados sem interferéncia humana ainda lhe confere o potencial de
recuperar conhecimento pedolégico a partir de mapas existentes, através das
regras de classificacdo, e de descobrir estruturas de relacionamentos
complexos, tornando-as uma eficiente ferramenta de mineracdo de dados
(Foody, 1995; Gahegan, 2003, Henderson et al., 2005).

As arvores de decisdo tém sido empregadas com sucesso para
varias finalidades em mapeamento digital de solos, embora ainda menos que

outros métodos. Qi & Zhu (2003), por exemplo, utilizaram mineragéo de dados
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por arvores de deciséo para extrair o conhecimento contido em mapas de solos
existentes. Os autores recuperaram o modelo de relacdo solo-paisagem destes
mapas na forma de regras de classificacdo e compararam com critérios
estabelecidos por pedélogos com experiéncia de campo local, encontrando alta
coincidéncia. Aplicando as regras recuperadas para predizer novamente as
classes de solos, os resultados apresentaram uma concordancia média com
dados de campo medida com o indice Kappa de 0,83. Adicionando mais trés
variaveis preditoras o indice Kappa aumentou para 0,865. Os autores afirmam
gue o conhecimento sobre as relacbes solo-paisagem recuperado do mapa
existente e reelaborado na forma de regras de classificacdo poderdo ser
empregados para treinar novos pedoélogos ou para produzir novos mapas de
solos onde as mesmas relacdes sejam validas.

Zhou et al. (2004) usaram abordagem semelhante para comparar
arvores de decisao e um classificador Bayesiano em uma area na provincia de
Zhejiang, na China. Ao reaplicar as regras obtidas do mapa existente os
autores obtiveram uma concordancia média da predicdo de 81,3% para a
arvore de decisao e de 79,3% para o método de classificacdo Bayesiano, mas
a arvore de decisdo obteve concordancia alta em todas as classes individuais
estimadas enquanto o segundo método subestimou algumas classes.

Hansen et al. (2009) usaram arvores de decisdo para classificar
unidades de solo-paisagem em uma &rea de 2.214 km? na regido central de
Uganda, na Africa. Os autores utilizaram 66 variaveis explanatérias derivadas
de imagens de sensoriamento remoto e de MNT para estimar um mapa com 20
metros de resolucdo espacial. A avaliacdo de acuracia foi realizada com base
em 190 poligonos homogéneos e 46 transectos observados em campo,
encontrando exatiddo geral de 75,5% e indice Kappa de 0,67. O método foi
considerado promissor, especialmente para mapear grandes extensfes onde
h& caréncia de mapas e informacdes de solos.

Elnagar & Noller (2010) empregaram arvore de decisdo, MNT e
imagens de sensoriamento remoto para classificar graus de salinizagéo do solo
em uma area de 1.160 km? com diferentes tipos de solos salinos no sudeste do
Oregon, Estados Unidos. A avaliacdo de acuracia foi realizada com base em
210 pontos observados em campo, classificados de acordo com os resultados

das analises em laboratério. A comparacdo do mapa de classes de salinidade
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estimado com as classes dos pontos de campo mostrou concordancia muito
alta, com exatiddo geral de 98,4% e indice Kappa de 0,9. Apés ajustes em
parametros para melhorar o desempenho da arvore de decisdo, a exatiddo
geral aumentou para 98,8% e o indice Kappa para 0,92. Os autores concluem
que arvores de decisdo podem contribuir muito no mapeamento de solos
salinos, tarefa importante para adequar o manejo e monitorar a degradacéo

pelo uso inadequado.
2.3.2. Uso de atributos do terreno

As relacBes entre os solos e as formas da paisagem tém sido por
longo tempo a base para identificar e descrever a ocorréncia e distribuicao
espacial dos solos (Ippolit et al., 2003). O termo paisagem é usualmente
empregado para descrever o relevo (ou topografia) através da sintese de
algumas caracteristicas do terreno, como posicdo na encosta e forma da
superficie (Debella-Gilo et al., 2007). O relevo é amplamente reconhecido como
um fator pedogenético dominante em nivel local, influenciando os solos e suas
propriedades. Ele controla a distribuicdo, redistribuicdo e acumulacdo de agua
e de energia na paisagem, o que, por sua vez, determina em grande parte a
textura, a drenagem e o desenvolvimento do perfil (MacMillan et al., 2008).

O relevo desempenha um papel crucial porque, com excecdo do
tempo, ele modifica o papel que os outros fatores exercem na génese do solo.
Ele modifica a distribuicdo dos processos hidroldgicos e erosionais (isto é,
conteldo de agua, escoamento superficial e sedimentacao) e a temperatura do
solo. O relevo desse modo afeta a distribuicdo da intemperizacdo de minerais,
lixiviacdo, erosdo, sedimentacdo, decomposi¢cdo, formacdo dos horizontes e,
por fim, os atributos do solo (Moore et al.,, 1991; Moore et al.,, 1993). Ele
determina se o solo ird ou nao se desenvolver em um determinado espaco e,
caso se desenvolva, determina o tipo de solo resultante e, dentro dele, a
variacdo de propriedades individuais (Debella-Gilo et al., 2007).

Assim como nos levantamentos convencionais, grande parte dos
estudos em mapeamento digital de solos baseia-se nas relagbes das classes
ou propriedades do solo com as caracteristicas da paisagem. A diferenca é
gue, enquanto 0s primeiros usam uma caracterizagcdo nominal e qualitativa da
topografia, no mapeamento digital as caracteristicas topograficas sé&o

representadas por atributos quantitativos calculados a partir de MNT. Existem
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varias estruturas para armazenamento e representacao de MNT, sendo mais
utilizada a estrutura raster (matricial), onde o valor da altitude do terreno em
cada local é armazenado na forma de pixels (células) quadrados. Esta forma
de armazenamento facilita o processamento e a integracdo com outros dados
espaciais porque muitos Sistemas de Informacdo Geografica também usam
estruturas raster (Moore et al., 1993; Burrough & McDonnell, 1998).

Além de fornecer diretamente valores de elevacdao, a modelagem
digital do terreno permite derivar quantitativamente atributos topogréaficos e
hidrol6gicos do terreno, que podem ser usados nao apenas para estimativas de
classes ou propriedades de solos, mas também como indicadores de
processos ambientais (Moore et al., 1993; McKenzie & Ryan, 1999; Burrough et
al., 2000; Wilson & Gallant, 2000; Li et al.,, 2005; Debella-Gilo et al., 2007;
MacMillan et al., 2008).

Os atributos topograficos podem ser divididos em primarios e
secundarios (ou compostos). Os atributos primarios séo calculados diretamente
do MNT e incluem variaveis como a altitude, declividade, orientagédo, curvatura
de perfil e planar, comprimento de fluxo e area de contribuicdo (ou acimulo de
fluxo). Os atributos secundarios sado calculados a partir de diferentes
combinagbes dos primarios e podem ser usados para caracterizar a
variabilidade espacial de processos especificos na paisagem, tanto a partir de
relacdes empiricas quanto pela aplicacédo de equacdes que descrevem a fisica
por trds do processo em questdo. Nesta categoria encontram-se diversos
indices, como o indice de umidade topografica e o indice de poder de

escoamento, entre outros (Moore et al., 1991; Moore et al., 1993).

2.3.2.1. Declividade

a

A declividade corresponde a inclinacdo da superficie, o seu
gradiente, e é definida como o angulo entre o plano horizontal e um plano
tangente a superficie do terreno e pode ser expressa em graus ou em
percentagem. A declividade esta relacionada ao regime hidrico do solo,
afetando o fluxo de &gua superficial e subsuperficial, a magnitude e a
velocidade do escoamento superficial, a infiltracdo da agua da chuva, o
conteldo de &gua no solo, a capacidade de uso do terreno, entre outros
(Wilson & Gallant, 2000). Considerando-se os demais atributos uniformes, os

solos tendem a se desenvolver mais rapidamente e a serem mais profundos
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em areas planas em comparagdo com areas ingremes, pois 0s regimes de
umidade séo mais favoraveis e os materiais tendem a acumular mais em areas
planas (Debella-Gilo et al., 2007).

2.3.2.2. Orientacéo

A orientacdo € a direcdo para a qual a normal a superficie do terreno
esta voltada. Usualmente é expressa na forma do azimute, em graus decimais,
com valores que variam de 0° a 360° no sentido horario a partir do Norte
(Wilson & Gallant, 2000). A orientacdo da superficie modifica a influéncia da
encosta, expondo ou ocultando a superficie e afetando a interceptacao de
radiacao solar. Consequentemente, modifica a temperatura da superficie e os
regimes de umidade, agindo na evapotranspiragédo e na direcdo dos fluxos de

agua laterais, entre outros (Romano & Chirico, 2004).

2.3.2.3. Curvatura

A curvatura fornece um valor relacionado a concavidade ou
convexidade da superficie na direcdo considerada. Segundo Wilson & Gallant
(2000), é possivel derivar varias medidas de curvatura de um MNT, sendo mais
comuns a curvatura de perfil, também denominada de vertical ou maxima, e a
curvatura planar, também denominada de horizontal, tangencial ou minima. A
curvatura de perfil expressa a curvatura da superficie do terreno na direcao da
sua orientacdo e a curvatura planar expressa a curvatura ortogonalmente a
direcdo da orientacdo. A curvatura da superficie esta relacionada a velocidade
do escoamento superficial (aceleracdo ou desaceleracdo), a velocidade e
direcdo dos fluxos laterais e as taxas de erosdo e deposicao, entre outros
(Romano & Chirico, 2004). A curvatura é tao importante quanto a declividade,
porque a concavidade e a convexidade da superficie inclinada regulam o
armazenamento e o fluxo de agua e de materiais sélidos ao longo da encosta
(Debella-Gilo et al., 2007).

2.3.2.4. Direcéo de fluxo

A direcdo de fluxo indica a direcdo para a qual segue o fluxo que
deixa uma determinada célula do MNT. O principio fundamental na
determinacéo da direcdo de fluxo é que a agua escoa de uma parte mais alta
para uma parte mais baixa no terreno (Li et al.,, 2005). Segundo Wilson &

Gallant (2000), existem varios algoritmos de direcdo de fluxo, sendo que os
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mais simples adotam a orientacédo da superficie e os mais sofisticados podem
considerar multiplos caminhos de fluxo. A Figura 6 mostra um esquema da
determinacéo da direcao do fluxo para um conjunto de células de um MNT (a),
onde os valores representam a elevacdo do terreno em metros, e a

representacao da direcdo do fluxo sobre uma area maior (b).
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Figura 6. (a) Esquema da determinacéo da direcdo do fluxo sobre um MNT (Li
et al., 2005); (b) Representacao da direcao de fluxo sobre uma area maior
(Pennock, 2003).

2.3.2.5. Acumulo de fluxo

Dispondo-se da direcéo de fluxo é possivel estimar o acimulo de
fluxo em cada célula. O acumulo de fluxo, ou fluxo acumulado, é expresso
como o nimero de células a montante que contribuem com o fluxo para uma
determinada célula (Dobos et al., 2006) e esta relacionado ao regime de
umidade do solo, o tipo de escoamento, laminar ou canalizado, entre outros
fatores. Representa o tamanho da area de contribuicdo para uma determinada
célula e constitui uma medida critica no computo de varios atributos

hidrologicos e indices de solo-paisagem.

2.3.3. Avaliacéo da acuracia de mapas

Independente das técnicas e metodologias de mapeamento digital e
do tipo de resultado produzido, mensurar de alguma maneira a acuracia dos

mapas gerados tem se tornado uma preocupacdo crescente. Conhecer a
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qualidade é fundamental para orientar a tomada de decisGes sobre o uso do
mapa, pois permite avaliar sua adequacao as demandas de diferentes usuarios
(Rossiter, 2004b; Carré et al., 2007).

Segundo Foody (2002), citando Congalton (1991), a avaliagdo de
acuracia evoluiu consideravelmente desde os primeiros estudos de
mapeamento, passando por varios estagios com sucessivo incremento no
detalhe e no rigor das andlises. No primeiro estagio a avaliagdo implicava em
um alto grau de subjetividade, pois se baseava em uma inspecéo visual do
mapa e eventualmente a comparacdo qualitativa com alguma informacdo de
referéncia. Caso sua aparéncia parecesse boa ou correta ao avaliador, ele era
considerado adequado.

O segundo estagio caracterizou-se pela busca de medidas mais
objetivas, utilizando como indicador a relacdo entre a extensao em superficie
das classes no mapa e a respectiva extensdo no terreno ou em outros dados
de referéncia. A maior limitacdo dessa abordagem consiste no fato de que
freqiientemente 0 mapa estimado poderia reproduzir a extensdo correta das
classes, mesmo a sua localizagéo estando incorreta. Tanto na primeira quanto
na segunda abordagem, a qualidade aparente do mapa apresenta o risco de
ocultar a sua qualidade real.

O terceiro estagio também envolveu a comparacdo das classes
identificadas no mapa e no terreno, mas considerando um conjunto especifico
de locais para comparagdo. Assim, a localizacdo das classes passou a fazer
parte da avaliacdo de acuracia na forma da percentagem de casos
corretamente classificados, medida também conhecida como acuracia geral ou
exatidao geral.

O quarto estagio € um refinamento do terceiro e se caracteriza por
um uso mais aprofundado da correspondéncia entre as classes mapeadas e as
classes de referéncia, tendo como base a matriz de erro. A partir da matriz de
erro, além da exatiddo geral, podem ser computadas medidas de acuracia mais
consistentes, como o indice Kappa de concordancia (Cohen, 1960), adotado

para avaliacdo de mapas em diversas areas de aplicacao.
2.3.3.1. Matriz de erro

A matriz de erro (Tabela 1) relaciona a quantidade de unidades

amostrais associadas a uma dada categoria durante o0 processo de
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classificacdo e a categoria correta a qual pertencem essas unidades
(Congalton, 1991; Foody, 2002). As colunas representam os dados de
referéncia e as linhas representam o resultado da predi¢do. O total da coluna
guantifica a extenséo da respectiva classe nos dados de referéncia e o total da
linha quantifica a extensdo da respectiva classe no mapa estimado. A diagonal
principal representa os casos onde a classe estimada e a classe de referéncia
sdo concordantes, enquanto as demais células representam os dois tipos de
erros associados ao sistema de classificagdo: os erros de inclusdo e os erros
de omisséo.

Os erros de inclusdo sdo calculados ao longo das linhas e
guantificam os casos nos quais outras classes foram atribuidas a uma classe
particular na predicdo. S&o obtidos dividindo-se a soma dos casos fora da
diagonal principal na linha pelo total da linha. Os erros de omissdo séo
calculados ao longo das colunas e quantificam os casos pertencentes a uma
determinada classe no mapa original que foram atribuidos a outras classes na
predi¢do. Sdo obtidos dividindo-se a soma dos casos fora da diagonal principal
na coluna pelo total da coluna (Campbell & Mortenson, 1989; Rossiter, 2001;
Foody, 2002).

Tabela 1. Esquema de uma matriz de erros para caso com trés categorias (A, B
e C). 2. = Total estimado, El = erros de incluséo, AU = acuracia do usuario, >
= total da referéncia, EO = erros de omissdo, AM = acuracia do mapeador.

A B C ¥, El (%) AU (%)
A X1 X12 X13 > Xii (X12+X13)*100 X31*100
(1=1,2,3) 2Xai 2 X1
B Xo1 X2 Xo3 > Xoi (X21+X23)*100 X2*100
(1=1,2,3) 2X2i 2Xoi
Cc Xa1 Xa2 X33 YXs  (X;1+X32)*100 X33¥100
(1=1,2,3) 2 X3i 2 X3;
Y, 2X1(=1.23) 2 X2 (=1,2,3) X3 (j=1,2,3) ¥
(j=1,2.3)

EO (X21+X31)*100 (X10+X32)*100 (X13+X33)*100

(%) 2 X1 2 Xi2 2X3
AM X11*100 X22*100 X33*100
(%) 2 X1 2 Xi2 2X3

Originalmente as matrizes de erro foram concebidas para identificar

e quantificar os diferentes tipos de erros que, uma vez conhecidos, podem ser
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tratados ou eliminados a fim de melhorar a qualidade do mapa (Foody, 2002).
Entretanto, freqientemente os usuarios necessitam saber a confiabilidade de
uma classe particular para avaliar se ela pode ser usada para o propoésito
desejado. Por essa razdo, matrizes de erro muitas vezes sdo usadas para
expressar a acuracia das classes em vez dos respectivos erros. A acuracia do
usuario é calculada ao longo da linha dividindo-se o ndmero de casos
corretamente classificados pelo total da linha. A acuracia do mapeador é
calculada ao longo da coluna dividindo-se o nimero de casos corretamente
classificados pelo total da coluna (Filippi & Jensen 2006; Elnaggar, 2007).

Outro aprimoramento sugerido por Rossiter (2001) € usar matrizes
de erro ponderadas. Nesse caso, assume-se que as classes ndo possuem
todas a mesma importancia para o usuario, porque algumas podem ser mais
relevantes para o propoésito em questéo. Dessa forma, erros elevados (ou baixa
acuracia) em uma classe de pouca importancia sdo menos relevantes que
erros menores (ou acuracia maior) em classes de maior importancia.

Entretanto, como a atribuicAo de pesos para as classes € um processo

subjetivo convém que o préprio usuario final execute essa tarefa.

2.3.3.2. Exatidéo geral

A partir da matriz de erro, que expressa 0s erros por classe é
possivel derivar varias medidas de acuracia relativas ao mapa estimado como
um todo. A mais simples € a exatidao geral, expressa como a percentagem de
pixels corretamente classificados na area mapeada, ou seja, a proporgao entre
0 numero de pixels corretamente classificados e o numero total de pixels do
mapa (Foody, 2002). E calculada dividindo-se a soma dos elementos da
diagonal principal pelo total de elementos da matriz, conforme a Equacdo 5
abaixo:

Eg= XuXep+Xss *100 )

2Xij (1j=1,2.3...)

Onde Eg4 é a exatid@o geral, Xi1, X2» e Xs3 sdo os elementos da
diagonal principal, correspondentes aos casos corretamente classificados, e

2Xij € a soma de todos os elementos da matriz.
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2.3.3.3. indice Kappa

Embora sejam de indiscutivel valor informativo, matrizes de erro e
medidas simples como os erros de inclusdo e de omissdo e a exatiddo geral,
nao levam em conta 0os casos em que as concordancias entre o mapa estimado
e o0 mapa convencional de solos usado como referéncia podem ocorrer
puramente devido ao acaso (Congalton, 1991; Pontius, 2000). Para compensar
as concordancias devido ao acaso a estatistica mais freqlientemente
empregada é o indice Kappa (Cohen, 1960), uma técnica multivariada discreta
usada para mensurar a concordancia entre categorias estimadas e categorias
de referéncia. O calculo do indice Kappa leva em conta o niamero total de
acertos, os erros de omissdo e os erros de inclusdo e é efetuado conforme a

Equacéo 6 abaixo (Elnaggar, 2007):

7

Ni‘xii _Z(xi+ >X<x+i)
i=1

i=l

K =

”

N2 _Z(xi+ >l<x+i)

i=1 (6)

onde K é o indice Kappa, N € o nimero total de posi¢cdes na matriz

de erro, r € o nimero de linhas na matriz, xii sdo as entradas diagonais da

matriz, xi+ e x+i indicam a soma da linha i e a soma da coluna i da matriz,
respectivamente.

Dessa forma, o indice Kappa expressa o grau de concordancia entre
os dados estimados e os dados de referéncia, ap6s a concordancia devido ao
acaso ter sido eliminada. Em avaliacdes de mapeamentos, o indice Kappa
geralmente varia de 0 a 1, sendo que zero (0) indica auséncia de concordancia,
ou seja, a estimativa e a referéncia sdo estatisticamente independentes
(Elnaggar, 2007), e um (1) indica total concordancia. Valores negativos de
Kappa podem ocorrer quando a concordancia encontrada € menor do que
aguela devido ao acaso, embora iSso raramente ocorra em mapeamentos de
solos (Congalton, 1991; Pontius, 2000).

Em avaliacbes de mapeamentos, ndo apenas de solos, valores de
indice Kappa superiores a 0,5 sdo considerados satisfatérios, mas Luoto &
Hjort (2005) sugerem o uso de uma escala para enquadrar a concordancia.

Proposta originalmente por Landis & Koch (1977), essa escala adota os
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seqguintes intervalos: 0,81 — 1,00 = concordancia muito forte; 0,61 — 0,80

concordancia forte; 0,41 — 0,60 = concordancia moderada; 0,21 — 0,40

concordancia fraca; 0,00 — 0,20 = sem concordancia.

2.3.4. Questdes relacionadas a avaliagdo de acuréacia

Atualmente a matriz de erro, a exatiddo geral e o indice Kappa
constituem o nlcleo da avaliacdo de acuracia. Os trés indicadores séo
igualmente importantes, pois fornecem informa¢gdes complementares sobre a
gualidade do mapa avaliado. A matriz de erro possibilita identificar as classes
mais concordantes e aquelas em que a predicao esta errando mais, enquanto a
exatiddo geral e o indice Kappa fornecem medidas sobre a concordancia do
mapa estimado como um todo (Rossiter, 2001).

A possibilidade de avaliar a acuracia dos mapas digitais de solos
simultaneamente a sua geracdo representa uma vantagem em relacdo aos
levantamentos convencionais. Nestes, raramente medidas quantitativas de
acuracia estdo disponiveis e, caso sejam feitas, possivelmente graus de
acuracia abaixo do esperado sejam encontrados em muitos casos (Liu & Zhu,
2009; Lopez, 2009). Segundo MacMillan (2008), os mapas estimados através
de técnicas de mapeamento digital tem apresentado acuracia igual ou superior
aos mapas convencionais de solos preparados para a mesma area.

Zhu (2000), por exemplo, empregando redes neurais na predicéo de
classes de solos na escala 1:10.000, obteve exatiddo geral de 77% ao
comparar 0 mapa estimado com 64 pontos observados em campo, enquanto o
mapa convencional disponivel para a mesma area apresentou exatidédo geral
de 61%. Shi et al. (2004), usando légica de conjuntos difusos para estimar
classes de solos em uma bacia hidrogréfica de 5 km?, obtiveram exatiddo geral
de 86% na identificacdo das classes pelo mapa estimado contra 46% do mapa
convencional, usando dados de referéncia observados em 57 pontos.

Chagas et al. (2007), empregando uma rede neural MLP e o
algoritmo da Maxima Verossimilhanca Gaussiana (MAXVER) para estimar
classes de solos na escala 1:50.000 em uma regido montanhosa do Rio de
Janeiro, obtiveram exatiddo geral e indice Kappa respectivamente de 70,83% e
0,678 para a rede neural MLP e de 50,69% e 0,46 para o algoritmo MAXVER.
O mapa convencional de solos existente para a area de estudo apresentou

exatiddo geral de 52,77% e indice Kappa de 0,469. Ao comparar 0s mapas
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estimados com o mapa convencional existente obtiveram uma concordancia de
apenas 37,15% para a rede neural MLP e de 22,3% para o algoritmo MAXVER.

Embora sejam de uso corrente e tenham grande importancia como
indicadores de qualidade, a matriz de erro, a exatiddo geral e o indice Kappa
nao caracterizam completamente os diversos tipos de erros envolvidos no
processo de mapeamento (Rossiter, 2001). Ainda ha muitas incertezas
associadas com o significado e a interpretacdo dessas medidas de qualidade, o
gue pode levar a uma comunicacdo imperfeita da qualidade dos mapas para o
usuario (Johnston & Timlin, 2000; Foody, 2002). Rossiter (2001) cita a
necessidade de detalhar mais a caracterizacdo dos diversos tipos de erros
envolvidos no processo de mapeamento, que ndo sdo abrangidos pelas
medidas usuais. Segundo o autor, matrizes de erro podem fornecer muito mais
informacfes do que as correntemente utilizadas.

Foody (2002) levanta dividas sobre a adequacao do indice Kappa,
uma vez que ao tentar eliminar o efeito do acaso ele subestima a qualidade
real dos mapas. Ha também questdes relacionadas a amostragem de pontos
para a avaliacdo de acuracia, tanto com relagdo ao método de selecdo de
pontos quanto a densidade de amostragem e sua relacdo com a escala de
mapeamento, a acuracia dos dados de referéncia, tipos, magnitude e
distribuicdo espacial dos erros, entre outras. Essas questdes demonstram que
had a necessidade de mais pesquisas para planejamento da amostragem,
estimativa de qualidade dos mapas e treinamento de pessoal para trabalhar

com esta nova forma de mapeamento do solo (McBratney et al., 2003).
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3. MATERIAL E METODOS

3.1. Caracterizacdo da area de estudo

3.1.1. Localizacéo

A éarea de estudo situa-se no Vale dos Vinhedos, na regido de
producdo vitivinicola denominada de Serra Galcha, localizada na porcao
nordeste do Estado do Rio Grande do Sul, aproximadamente entre as latitudes
28°30'S e 29°30'S e longitudes 50°40'W e 52°05'W (Figura 7). Segundo
Hoffmann et al. (2005), a Serra Gaulcha engloba 31 municipios, distribuidos em
trés regibes fisiograficas, com a maior parte dos municipios pertencendo a
Encosta Superior do Nordeste (Fortes, 1979). De maneira geral, as condi¢cbes
naturais da regiao sdo heterogéneas, com relevo complexo (grandes variacdes
de altitude, declividade e exposi¢céo solar) e grande variabilidade de tipos de
solos (Sarmento et al., 2006).

A Serra Gaucha é a principal regido produtora de vinhos finos do Rio
Grande do Sul, Estado que responde por 95% da producéo nacional de vinhos
finos, com uma area de cerca de 5.000 hectares plantados com uvas viniferas.
Com origem vinculada a imigracao italiana, a viticultura da Serra Gadcha é uma
atividade de pequenas propriedades, com média de 15 ha de area total e 2,5
ha de vinhedos, topografia acidentada, pouca mecanizacao e predominio da
mao-de-obra familiar (Protas et al., 2004).

O Vale dos Vinhedos possui uma superficie de aproximadamente
8.279 hectares e divide-se entre os municipios de Bento Gongcalves (62,4%),
Garibaldi (30,7%) e Monte Belo do Sul (6,9%). Fruto de uma estratégia voltada
a tipificacéo e valorizacao da producdao vitivinicola da Serra Gaucha, o Vale dos
Vinhedos foi a primeira indicacao geografica do Brasil, implantada inicialmente
em nivel de Indicacdo de Procedéncia (Tonietto & Mandelli, 2005). Atualmente
encontra-se em andamento o aprimoramento para Denominacdo de Origem
(DO), nivel que exige um maior detalhamento dos fatores que afetam a

producéo vitivinicola, entre os quais o solo.



38

L
o il | Santa
g : Catarina

29

| ‘ Vale dos Vinhedos

Q Regifo de producdo Serra Galicha

;ﬂ 0 50 100 150km
ey —

-37

-56 -33 -52 51 -30

Figura 7. Localizagao da regido de producéo vitivinicola da Serra Gaucha e do
Vale dos Vinhedos no Rio Grande do Sul.

A area de estudo compreende uma superficie de 673,5 ha,
correspondente ao retdngulo de uma carta do levantamento detalhado de solos
(escala 1:5.000) do Vale dos Vinhedos (Sarmento et al., 2008). Os limites deste
retangulo situam-se aproximadamente entre as coordenadas UTM (fuso 22)
444.050 m E, 446.540 m E, 6.772.460 m N e 6.775.290 m N. A &rea encontra-
se situada integralmente dentro dos limites da Indicacdo de Procedéncia Vale

dos Vinhedos e do municipio de Bento Goncalves (Figura 8).
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Figura 8. Localizacao da area de estudo.

3.1.2. Clima

A Serra Gaucha, como o restante do estado do Rio Grande do Sul,
encontra-se na primavera-verao sob dominio da Massa Tropical Maritima,
responsavel por chuvas intensas e de curta duragdo. No outono-inverno, ocorre
a entrada de ciclones migratérios polares associados a Massa Polar Maritima,
trazendo chuvas menos intensas e de duracdo mais prolongada. Por essa
razdo, o clima é Umido e, devido a altitude, de temperaturas amenas
(Hasenack & Ferraro, 1989).

O clima da Serra Gaulcha caracteriza-se pela homogeneidade
pluviométrica e unidade no dominio “do clima mesotérmico do tipo temperado”

(Nimer,1989), devido as condi¢cdes do relevo, da localizacdo e da dinamica da
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circulacao atmosférica. A temperatura apresenta comportamento uniforme, mas
ndao homogéneo, pois é condicionada, sobretudo, pelo relevo. Na maior parte
dos patamares do planalto as médias mensais situam-se entre 16°C e 18°C,
mas nas areas mais elevadas das escarpas do Planalto das Araucarias podem
ser inferiores a 10°C nos meses de inverno acentuado ou rigoroso (Nimer,
1989). As geadas sdo frequentes no inverno, podendo ocorrer também na
primavera e no outono. A penetracdo da massa de ar polar atlantica, muito fria
e Umida, pode provocar, ao elevar-se sobre as areas de maior altitude, a
precipitacdo de neve.

De acordo com as normais climatolégicas da estacdo de Bento
Goncgalves (Embrapa, 2009), situada proxima a area de estudo, a temperatura
média anual é de 17,2°C, sendo janeiro 0 més mais quente, com temperatura
média de 21,8°C, e junho o mais frio, com temperatura média de 12,8°C. A
precipitacdo total anual é de 1.736 mm, sendo maio o0 més mais seco, com
precipitagdo acumulada de 107 mm, e setembro o mais chuvoso, com
precipitagdo acumulada de 185 mm (Figura 9). Segundo a classificacdo
climatica de Koppen, a area de estudo apresenta um clima do tipo Cfb
(Moreno, 1961), subtropical com verdo ameno, com temperatura média do més
mais frio entre -3°C e 18°C, temperatura média do més mais quente inferior a

22°C e precipitacdo pluvial bem distribuida ao longo do ano.
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Figura 9. Temperatura média mensal e precipitacdo pluvial total mensal em
Bento Goncgalves, RS (1961 — 1990).
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3.1.3. Geologia

A origem geologica da regido da Serra Gaulcha integra a Formacéo
Serra Geral da Série Sao Bento, na Bacia Rio do Parana (IBGE, 1986; IBGE,
1990), cronologicamente pertencente aos periodos tridssico e jurassico,
estendendo-se até o cretaceo inferior, da era mezosobica.

A Formacao Serra Geral constitui-se de uma sucessédo de derrames
de rochas efusivas, de composicdo predominantemente basica,
compreendendo derrames de basalto, andesito, além de brechas vulcanicas e
sedimentares, diques e soleiras de diabasio e corpos de arenitos interderrames
(IBGE, 1986). Mais de 60% do Estado do Rio Grande do Sul foi coberto por
esses derrames, que atingiram ainda parte dos Estados de Santa Catarina,
Parana, Sado Paulo, Mato Grosso do Sul e Mato Grosso, além do norte do
Uruguai e o leste da Argentina e do Paraguai. No Rio Grande do Sul o derrame
ocorre desde cotas inferiores a 100 metros até aproximadamente 1.200 metros
de altitude (Flores, 2009).

A sequéncia inferior da Formacao Serra Geral é constituida
predominantemente de rochas efusivas béasicas, comumente basaltos e
fenobasaltos, com diques e corpos tabulares de diabasio associados (IBGE,
1986). Os basaltos apresentam uma variedade de cores que grada de cinza-
escuro ao negro, com tonalidades esverdeadas. As coloracdes escuras devem-
se principalmente a granulacdo fina e a abundante presenca de minerais
ferromagnesianos opacos e de vidros (Falcade & Mandelli et al., 1999).
Ocasionalmente, entre as lavas, ocorrem lentes e camadas de arenitos
interderrames de origem edlica, de coloracdo résea, com estratificacédo cruzada
tangencial e brechas constituidas por fragmentos de basalto e arenitos
cimentados por lava basaltica. A espessura dos arenitos interderrames pode
variar de alguns centimetros até dezenas de metros (IBGE, 1986).

Normalmente capeando as efusivas basicas, na seqiiéncia superior
dos derrames, ocorre um dominio relativo de rochas efusivas de composicéo
acida, constituidas por riolitos, dacitos e basaltos porfiros, entre outros (IBGE,
1986). As rochas rioliticas, quando alteradas, exibem coloracdo com tons de
cinza-claro e amarelados, tornando-se até avermelhados quando impregnadas
por oOxidos de ferro. Ocorrem principalmente nas partes mais elevadas,

especialmente na regiao dos Campos de Cima da Serra. Os basaltos pérfiros
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apresentam coloracdo variando de cinza-claro a cinza-escuro (Flores et al.,
1999).

Com menor expressao, verifica-se também pequenas ocorréncias de
sedimentos fluviais e paludais do Quaternario, principalmente nas varzeas dos

rios e pequenos corpos d'agua (Flores, 2009).

3.1.4. Relevo

A regido da Serra Galcha situa-se na unidade geomorfolégica da
Serra Geral, pertencente a regido geomorfolégica do Planalto das Araucarias,
que por sua vez constitui uma subdivisio do dominio morfoestrutural das
bacias e coberturas sedimentares, a qual corresponde de modo geral a
provincia geoldgica do Parana (IBGE, 1986).

A topografia é ondulada no topo e apresenta bordas escarpadas e
recortadas, resultado do processo de dissecacédo verificado no Sul do Brasil, a
partir de alterac@es climaticas, quando se desenvolveu uma rede de drenagem
com maior capacidade de erosdo vertical, 0 que preservou areas mais
elevadas, testemunhos de uma superficie anterior. Apresenta relevos
conservados e dissecados de planaltos e suas escarpas, vigorosamente
recortadas e festonadas pelo entalhe da drenagem, que secciona as varias
sequéncias de derrames, deixando nas vertentes abruptas um sucessivo
escalonamento de patamares estruturais (Figura 10), modelado conhecido
regionalmente por “Regido Serrana” (IBGE, 1986; Hoffmann et al., 2005).

Essas superficies mais elevadas servem de divisores de aguas dos
inimeros pequenos corregos que correm para os tributarios do Rio Cai, na
direcdo sul e sudeste, e para os tributarios do Rio das Antas, na direcdo norte e

noroeste (Hoffmann et al., 2005).
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|gura 10. Vista gerl do relevo da regido.

A éarea de estudo apresenta um relevo bastante movimentado,
variando predominantemente de ondulado a montanhoso, com altitudes que
vao de cerca de 260 metros até aproximadamente 630 metros acima do nivel
do mar. A Tabela 2 mostra a superficie ocupada pelas diferentes fases de
relevo, considerando-se os intervalos usualmente utilizados nos levantamentos
de solos e modificados por Flores et al. (2006b), quais sejam: plano (0-3%),
suave ondulado (3-8%), moderadamente ondulado (8-13%), ondulado (13-
20%), forte ondulado (20-45%), montanhoso (45-75%) e escarpado (>75%).

Tabela 2. Superficie ocupada por diferentes fases de relevo na area de estudo.

Classe de declividade Area (ha) Proporcéo (%)
0a3% 2,9 0,4
3a8% 52,2 7,7
8a l1l3% 72,7 10,8
13 a 20% 96,6 14,3
20 a 45% 256,6 38,1
45 a 75% 152,1 22,6
> 75% 40,5 6,0

Total 673,5 100,0
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A rede de drenagem apresenta um padrdo dendritico de alta
densidade, formada por um grande ndmero de pequenos corregos que fluem
em varias direc6es. Os dois principais cursos d'’agua que cortam a area de
estudo sao o arroio Vale dos Vinhedos, em uma pequena extensao na porcao
Sudoeste, e o arroio Leopoldina, ao longo de toda a extensao na porcao
central. O arroio Leopoldina forma um vale profundamente encaixado onde
ocorrem as declividades mais acentuadas, constatando-se em alguns pontos
pareddes praticamente verticais (Figura 11).
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Figura 11. Vista em perspectiva tridimensional da area de estudo, de noroeste
para sudeste.

3.1.5. Solos

A regido de produgdo vitivinicola da Serra Gaulcha abrange
parcialmente as regides fisiograficas da Encosta Inferior do Nordeste, da
Encosta Superior do Nordeste e dos Campos de Cima da Serra. Em funcéo do
relevo movimentado, a distribuicdo dos solos na regiao forma um complexo
com a predominéncia de solos rasos e pedregosos (Flores et al.,, 1999).
Entretanto, apesar da limitacdo imposta pelo relevo e profundidade, as terras
sdo intensamente utilizadas com culturas diversificadas, dada a boa fertilidade
natural dos solos e a estrutura de posse da terra, baseada em pequenas
propriedades rurais (IBGE, 1986).
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Na porcédo correspondente a Encosta Inferior do Nordeste podem
ocorrer Argissolos Vermelhos Distréficos tipicos arénicos, Argissolos Vermelho-
Amarelos Distroficos abrapticos, Argissolos Bruno-Acinzentados Aluminicos
tipicos, e Chernossolos Argillvicos Férricos tipicos associados a Neossolos
Regoliticos ou Litélicos Eutréficos. Entretanto, uma elevada proporcéo desses
Chernossolos foi degradada pelo uso agricola, resultando na erosao do
horizonte A chernozémico original, transformando-os em Cambissolos Haplicos
ou em Luvissolos Haplicos. Nas varzeas encaixadas dos rios Taquari e Cai e
de seus afluentes ocorrem Chernossolos Haplicos Orticos tipicos (Streck et al.,
2008).

Na porcdo correspondente a Encosta Superior do Nordeste, nos
relevos mais acidentados, ocorrem Neossolos Litélicos e Neossolos Regoliticos
Distréficos, Neossolos Litdlicos Distro-Umbricos fragmentarios tipicos e
Neossolos Regoliticos Distro-umbricos Iépticos ou tipicos. Em relevo ondulado,
estendendo-se também sobre a porcéo correspondente aos Campos de Cima
da Serra, sédo encontrados Cambissolos HuUmicos Aluminicos tipicos
associados com Argissolos Bruno-Acinzentados Aliticos abrapticos e
Neossolos Litélicos, Cambissolos Haplicos Eutréficos e Distréficos, Latossolos
Brunos e Nitossolos Brunos (IBGE, 1986; Streck et al., 2008).

Em levantamento semidetalhado na escala 1:50.000 correspondente
a Folha SH.22-V-D-1I-2 (Bento Gongalves), Flores et al. (2006a) identificaram a
ocorréncia de 27 unidades de mapeamento, a maior parte unidades compostas
por associacdes. Associacdes de Neossolos Litdlicos com Cambissolos
Haplicos ocupam cerca de 39,5% da area. Cambissolos Haplicos e
associacfes de Cambissolos Haplicos com Neossolos Litdlicos e Nitossolos
Brunos totalizaram cerca de 24,4% do total. Associacdes de Argissolos
Acinzentados com Cambissolos Haplicos e Neossolos Litélicos e de Argissolos
Vermelhos com Chernossolos Haplicos e Neossolos Litélicos somaram 19,4%
da superficie. Chernossolos Argilivicos e associacdes de Chernossolos
Haplicos com Chernossolos Argillvicos e Neossolos Litélicos ocupam 15,2% e
Nitossolos Brunos e associacbes de Nitossolos Brunos e de Nitossolos
Vermelhos com Cambissolos Haplicos somaram cerca de 1,27% da superficie

mapeada.
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3.1.6. Vegetacéo

A vegetacdo original da Serra Galcha é resultado ndo somente das
condi¢cdes atuais de ambiente, mas também das condi¢cdes reinantes nos
periodos glaciarios e interglaciarios do quartenario (Ab’Saber, 1957). A regiao
caracterizava-se, originalmente, pela Floresta Estacional Decidual nas areas
escarpadas do planalto e pela Floresta Ombroéfila Mista, com bosques de
Araucaria angustifélia intercalados por campos, nos topos mais suaves (IBGE,
1986). Nas areas de contato observa-se uma interpenetracdo das espécies
entre as duas formacdes vegetais.

A vegetacdo original da area de estudo corresponde a Floresta
Estacional Decidual, formacdo vegetal onde a queda foliar faz parte do
processo de dorméncia, com uma estrutura organizacional complexa, devido a
abundante luminosidade, mas com poucas espécies exclusivas. Os estratos
apresentam cobertura bastante densa, os superiores formados por grapia
(Apuleia leiocarpa), angico-vermelho (Parapiptadenia rigida), cabrelva
(Myrocarpus frondosus), canafistula (Peltophorum dubium), pau-marfim
(Balfourodendorom riedelianum), canelas (Cryptocarya aschersoniana, Ocotea
pulchella e Ocotea puberula), entre outras, e os inferiores, além de individuos
jovens dessas espécies, pelo cincho (Sorocea bomplandii), o cotigua (Trichilia
clausseni) e gramineas (IBGE, 1986).

Essa vegetacdo foi profundamente alterada pela intensa acédo
antrépica desenvolvida a partir de 1.874, quando iniciou a colonizacao italiana.
Os imigrantes italianos, assentados em pequenas propriedades rurais,
promoveram o desmatamento da floresta e a implantacéo de policulturas, com
destaque para o trigo, o milho, o feijdo, a videira e ainda pequenas areas de
pastagem, empregando um manejo rudimentar (Hoffman et al., 2005). Contudo,
ainda restam algumas éareas de florestas nativas localizadas nas superficies
mais acidentadas e isoladas das escarpas do planalto (Figura 12), embora
poucas possam ser consideradas florestas primarias em virtude de ja ter havido

algum tipo de exploracéo no passado.
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Figura 12. Padrao de uso do solo da regido, com exploragcéo agricola nas areas
menos ingremes (varzeas e patamares dos derrames) e remanescentes de
florestas nativas nas areas mais acidentadas.

3.2. Material utilizado

3.2.1. Mapa convencional de solos

O mapa de solos disponivel para a area de estudo foi produzido
através de um levantamento convencional de solos, em escala de detalhe, com
base em fotografias aéreas e curvas de nivel de um aerolevantamento em
escala 1:5.000, conforme descrito por Sarmento et al. (2008). Apesar de tratar-
se de um levantamento convencional, o mapa foi elaborado com o apoio de
receptores GPS (Global Positioning System) e Sistemas de Informacao
Geogréfica (SIG), encontrando-se disponivel em meio digital e
georreferenciado, o que facilita seu uso e integracdo com outras informacdes
espaciais da mesma area.

A Figura 13 mostra o layout do mapa convencional de solos
disponivel para a &rea de estudo, elaborado conforme o Sistema Brasileiro de
Classificacao de Solos (Embrapa, 2006). Observando-se a Figura 13 constata-
se que existe um grande numero de poligonos de solos representados com
cores idénticas. Isso ocorre porque as cores sao atribuidas a ordens de solos

em nivel de ordem, mantendo-se as unidades de mapeamento pertencentes a
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uma determinada ordem com a mesma cor. A distincdo entre unidades de
mapeamento de solos é feita apenas pela insercéo da respectiva simbologia no
interior de cada poligono.

; . e Legenda
Projeto "Desenvolvimento de Indicagées  MAPEAMENTO DETALHADO DE SOLOS £ e ‘
Geograficas e Alesta Viticola para o APL Folha 2952/2-5-2 - i?;z:; VZ: E A:mlm
de Vitivinicultura do Rio Grande do Sul" Edigao: julho de 2006 Cambissol
Base cart o de 2006 Hlaplico, w
Projegio UTM, fuso 22, Danm horizontal SAD69 [ Cambissolo Humico [ o
Escala 1:5.000 [ [ lo Argiluvico 5 T
FI N EP E’r@u] UF%GS ] 100 200 300 400 500 Meters - u; TROL H:phco LL:K
N0 8 ETUES ¢ BT Clima Temperado gagpADE oL N - Neossolo Litolico L‘LJ\
gva e Vinog; [ INeossolo Regolitico ‘ T
I ipo e Tesno Aeiculagio da oha e caa
A Pontos de pesfis Bento Gongalves

Figura 13. Mapa convencional de solos disponivel para a &area de estudo
(Sarmento et al., 2008).

O mapa convencional de solos contém 155 poligonos distribuidos
em 36 unidades de mapeamento, sendo 10 unidades de Argissolos (15,08% da
area), 16 de Cambissolos (41,77%), 4 de Chernossolos (33,96%) e 6 de
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Neossolos (9,19%). A Tabela 3 relaciona as 36 unidades de mapeamento de
solos identificadas na area de estudo, com a respectiva descricao (Flores,
2006c), numero de manchas mapeadas, area ocupada em hectares e
propor¢do da area total. A numeracdo descontinua deve-se ao fato de que

esse mapa € parte de um levantamento maior.

Tabela 3. Sigla, descricdo da unidade de mapeamento, nimero de manchas
mapeadas, area em hectares e proporcdo ocupada por unidade de
mapeamento de solos na area de estudo (Flores, 2006c).

N°de Area Prop.

Sigla Descricdo da unidade de mapeamento manchas (ha) (%)

Pvd 1 ARGISSOLO VERMELHO Distréfico
abruptico A proeminente textura média/muito

) 2 35 05
argilosa fase relevo moderadamente
ondulado

Pvd 4 ARGISSOLO VERMELHO Distréfico tipico A
moderado textura argilosa fase relevo 1 10,8 1,6

moderadamente ondulado

Pvd 3 ARGISSOLO VERMELHO Distrdfico tipico A
moderado textura argilosa fase relevo 2 4,7 0,7
moderadamente suave ondulado

PVve 5 ARGISSOLO VERMELHO Eutréfico tipico A
proeminente textura argilosa/muito argilosa 3 46,0 6,8
fase pedregosa relevo forte ondulado

PVe 4 ARGISSOLO VERMELHO Eutrdfico tipico A
proeminente textura média/argilosa fase 1 20,2 3,0
relevo forte ondulado

Pval4  ARGISSOLO VERMELHO-AMARELO Alitico
tipico A proeminente textura média/muito 3 85 1.3
argilosa fase pedregosa relevo ondulado

Pval3 ARGISSOLO VERMELHO-AMARELO Alitico
tipico A proeminente textura média/muito 1 10 01
argilosa fase relevo suave ondulado

PVAe 8 ARGISSOLO VERMELHO-AMARELO
Eutrofico tipico A moderado textura
média/argilosa fase relevo moderadamente
ondulado

PVAe 6 ARGISSOLO VERMELHO-AMARELO
Eutrofico tipico A proeminente textura média 2 4.0 0,6
fase relevo ondulado

PVAe5 ARGISSOLO VERMELHO-AMARELO
Eutrofico tipico A proeminente textura
média/argilosa fase pedregosa relevo
ondulado
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Sigla

Descricdo da unidade de mapeamento

N° de
manchas

Area
(ha)

Prop.
(%)

CXal 9

CXal 7

CXal 4

CXvd 9

CXvd 10

CXve 1

CXve 14

CXve 9

CXve 12

CXve 4

CXve 19

CXve 24

CXve 10

CAMBISSOLO HAPLICO Alitico tipico A
proeminente textura argilosa fase relevo
suave ondulado

CAMBISSOLO HAPLICO Alitico tipico A
proeminente textura média com
cascalho/argilosa fase pedregosa relevo forte
ondulado

CAMBISSOLO HAPLICO Alitico tipico A
proeminente textura média/argilosa fase
relevo ondulado

CAMBISSOLO HAPLICO Ta Distréfico
Umbrico textura média cascalhenta fase
pedregosa relevo forte ondulado

CAMBISSOLO HAPLICO Ta Distrofico
Umbrico textura média cascalhenta/argilosa
fase pedregosa e rochosa relevo forte
ondulado

CAMBISSOLO HAPLICO Ta Eutréfico Iéptico
A proeminente textura média fase relevo
moderadamente ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A moderado textura média cascalhenta fase
relevo ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A moderado textura média fase pedregosa
relevo ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A moderado textura média fase relevo
ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A proeminente textura média cascalhenta
fase pedregosa relevo suave ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A proeminente textura média fase pedregosa
e rochosa relevo forte ondulado

CAMBISSOLO HAPLICO Ta Eutréfico tipico
A proeminente textura média fase pedregosa
e rochosa relevo forte ondulado

CAMBISSOLO HAPLICO Ta Eutroéfico tipico
A proeminente textura média fase relevo
ondulado

18

14,0

111

1,6

94,1

8,2

20,2

39,2

7,7

13,2

259

9,7

6,3

10,6

2,1

1,7

0,2

14,0

1,2

3,0

5,8

1,2

2,0

3,8

14

0,9

1,6
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Tabela 3. Continuagéo...

N°de Area Prop.

Sigla Descricdo da unidade de mapeamento manchas (ha) (%)

CXve 15 CAMBISSOLO HAPLICO Ta Eutréfico tipico
A proeminente textura média/argilosa fase 2 10,2 1,5
relevo moderadamente ondulado

CXve 13 CAMBISSOLO HAPLICO Ta Eutréfico tipico
textura média cascalhenta fase pedregosa 6 7,7 1.2
relevo ondulado

CHa CAMBISSOLO HUMICO Aluminico tipico
textura argilosa/muito argilosa fase relevo 1 15 0,2
suave ondulado

MTf 1 CHERNOSSOLO ARGILUVICO  Férrico
tipico textura argilosa/muito argilosa fase 9 29,3 44
pedregosa relevo forte ondulado

MTo3  CHERNOSSOLO ARGILUVICO Ortico tipico
textura argilosa cascalhenta/muito argilosa

cascalhenta fase epipedregosa relevo forte 1 159 24

ondulado
MXo1l CHERNOSSOLO HAPLICO Ortico Iéptico
textura média cascalhenta fase pedregosa e 8 181,7 27,0

rochosa relevo montanhoso
MXo2 CHERNOSSOLO HAPLICO Ortico tipico

textura média fase pedregosa relevo forte 1 20 0.3
ondulado

RLe 3 NEOSSOLO  LITOLICO Eutrofico A
moderado textura média fase pedregosa 16 26,7 4,0
relevo montanhoso e escarpado

RLh NEOSSOLO LITOLICO Humico tipico textura 1 07 0.1

média fase pedregosa relevo ondulado
RRdh1 NEOSSOLO REGOLITICO Distro-tmbrico

Iéptico textura média fase pedregosa relevo 6 111 16
montanhoso

RRdh2 NEOSSOLO REGOLITICO Distro-tmbrico
tipico textura argilosa cascalhenta fase 2 48 0,7

pedregosa relevo ondulado

RRe 4 NEOSSOLO REGOLITICO Eutréfico tipico A
proeminente textura média fase pedregosa e 1 15 0,2
rochosa relevo forte ondulado

RRh 1 NEOSSOLO REGOLITICO Humico Iéptico
textura média cascalhenta fase relevo suave 5 170 2,5
ondulado

Total 155 673,5 100,0
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3.2.2. Base cartogréafica digital

A base cartografica digital disponivel para a area de estudo foi
produzida por empresa especializada em levantamentos aerofotogramétricos,
com financiamento da FINEP (Financiadora de Estudos e Projetos) através da
Encomenda Agéo Transversal Arranjos Produtivos Locais 01/2004, conhecida
como “Projeto APL Vinhos”. O projeto é coordenado pela Embrapa Uva e Vinho
e tem como parceiros a Embrapa Clima Temperado, a Universidade de Caxias
do Sul (UCS) e a Universidade Federal do Rio Grande do Sul, através do
Centro de Ecologia (UFRGS/CENECO).

Conforme relatério técnico do aerolevantamento, as tomadas das
fotografias se deram no dia 01/11/2005, sob céu sem nuvens, fumaca ou
bruma. A restituicdo fotogramétrica, correspondente a fotointerpretacdo das
imagens aéreas a partir dos estereomodelos de pares de fotos digitais, foi
realizada no periodo de 15/11/2005 a 10/03/2006. O processo empregou
técnicas de fotogrametria digital para a obtencdo de um mapeamento
planialtimétrico seguindo as especifica¢cbes técnicas para a escala 1:5.000, o
gual cobre aproximadamente 170 km2 e abrange integralmente o Vale dos
Vinhedos e o municipio de Monte Belo do Sul.

O produto final do aerolevantamento inclui um conjunto de
fotografias digitais ortorretificadas individuais, um mosaico digital continuo das
fotografias ortorretificadas, com resolugdo espacial de 0,6 metros, e um
conjunto de arquivos graficos vetoriais em formato de software CAD (Computer
Aided Design), organizados em folhas, contendo as principais fei¢cdes
cartograficas da planimetria (cursos e corpos d'agua, rodovias, ferrovias,
estradas vicinais, etc.) e da altimetria (curvas de nivel com equidistancia de 5
metros e pontos cotados), além de varios elementos auxiliares (grade de
coordenadas, escala, indicacdo de Norte, indicagéo da folha, etc.).

Para o aproveitamento do material em ambiente de SIG foi
necessaria uma etapa de estruturacdo da base cartografica digital, de forma a
possibilitar a realizacdo das analises necessarias e a geracao das informacdes
de interesse, conforme descrito por Sarmento et al. (2008). Esta etapa
envolveu a selecdo e extracdo dos layers (camadas) Uteis de cada folha do
aerolevantamento, sua concatenacédo e a edicdo das bordas das folhas para a

unido dos elementos. Como resultado, obteve-se um conjunto de planos de
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informacéo individuais e continuos (Figura 14), topologicamente estruturados e

vinculados a tabelas com os principais atributos dos elementos.

Figura 14. Rede de drenagem superficial e curvas de nivel com equidistancia
vertical de 5 metros, extraidas da base cartogréfica digital disponivel para a
area de estudo (Sarmento et al., 2008).

3.2.3. Modelo Numérico do Terreno

O Modelo Numeérico do Terreno (MNT) disponivel para a area de
estudo foi gerado a partir do plano de informagédo contendo as curvas de nivel
com eqidistancia vertical de 5 metros, através de interpolacéo linear baseada
em uma rede triangular irregular (Triangulated Irregular Network - TIN).

Conforme descrito por Sarmento et al. (2008), para melhorar a qualidade do
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resultado, empregou-se uma funcdo parabdlica para ajustar as quebras de
relevo e eliminar os efeitos de “ponte” e de “tinel” (estimar a altitude do fundo
dos vales e do topo de elevacdes). A opcao pela interpolacdo TIN levou em
consideracgdo as vantagens que esse tipo de modelo introduz na representacéo
de &reas com relevo complexo (Camara & Medeiros, 1996). Redes triangulares
podem facilmente incorporar descontinuidades no terreno e s&@o estruturas
eficientes porque a densidade dos tridngulos pode variar para se ajustar a
rugosidade do terreno (Moore et al., 1991; Wilson & Gallant, 2000).

Para facilitar o uso posterior do MNT no calculo de atributos do
terreno (variaveis topogréficas e hidrolégicas), os valores de elevagdo
derivados da rede triangular irregular foram interpolados e convertidos para o
modelo raster (matricial) adotando-se uma resolucao espacial de cinco (5)
metros (célula de 5 m x 5 m). A Figura 15 mostra uma visualizacdo em
perspectiva do MNT da area de estudo.

267m
289m
312m
334m
357m
380m
402m
425m
448m
470m
493m
515m
538m
561m
583m
606m
629m

Figura 15. Visualizagdo em perspectiva do MNT da &rea de estudo, vista de
sudoeste para nordeste.
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3.2.4. Softwares

Um ndmero relativamente grande de softwares tem sido utilizado
nos estudos de mapeamento digital de solos, mas nenhum deles é capaz de
satisfazer todas as necessidades de andlise. O problema é que cada pacote é
especializado em um determinado conjunto de operacdes, estatisticas ou
espaciais, e ndo ha muitos que suportem plenamente ambas. Por essa razéo,
freqlientemente torna-se necessario lancar mao de varios softwares para levar
a cabo um trabalho de mapeamento digital de solos.

Hengl & Heuvelink (2004), enfocando os desafios para o
mapeamento preditivo de solos, afirmam que uma limitacdo importante é que
essas ferramentas ndo sao facilmente utilizaveis por ndo-especialistas. Embora
muitos métodos sejam testados e documentados, ainda ha uma grande lacuna
entre o que é possivel para alguns e o0 que esta disponivel para muitos. Os
autores compararam 10 softwares estatisticos e de SIG amplamente
disseminados e concluiram que somente o ldrisi redne, de forma integrada, um
amplo conjunto de operacdes espaciais e estatisticas sofisticadas, importantes
para modelagem e predi¢do robusta. Rossiter (2008) também o destaca como
ferramenta analitica robusta e de baixo custo.

Entretanto, esse software tem sido pouco utilizado em trabalhos de
mapeamento digital de solos. Neste estudo empregou-se o software de SIG
Idrisi Taiga, versdo 16.02 (Eastman, 2009b) para a execucdo de todos os
céalculos e analises. A UFRGS possui uma licenca institucional do Idrisi, com

permissdo de acesso e uso ilimitado por pesquisadores e estudantes.

3.3. Metodologia
A Figura 16 representa esquematicamente, através de um

fluxograma, os principais passos metodolégicos empregados neste estudo.

O primeiro passo foi o agrupamento do mapa convencional de solos
para o primeiro nivel categérico do Sistema Brasileiro de Classificacdo de
Solos (Embrapa, 2006). No segundo passo, foram gerados o0s pontos
amostrais, utilizando-se cinco densidades de amostragem dentro do intervalo
recomendado para levantamentos detalhados de solos, que varia de 0,2 a 4
observacfes por hectare (IBGE, 2007). O terceiro passo envolveu a geracéo do
conjunto de variaveis a serem utilizadas como preditoras das ordens de solos,

em um total de sete, sendo seis derivadas do MNT e uma derivada da rede de
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drenagem superficial. O quarto passo envolveu o cruzamento dos pontos de
amostragem com as ordens de solos e com as variaveis preditoras, para o
treinamento dos algoritmos de classificacdo, e a predicao de ocorréncia das
ordens de solos. O ultimo passo envolveu a avaliacdo de acuracia, através do
cruzamento entre 0os mapas estimados e o mapa original de ordens de solos,
obtendo-se trés medidas quantitativas sobre o desempenho de cada algoritmo
de classificacdo com as diferentes densidades de amostragem. Cada um dos

passos acima € descrito em maior detalhe a seguir.

Mapa de solos original

Map conv (37 classes)
Pontos amostrais
0,5 ptha y g— Mapa de sol(:s agrupa)do - ordens
tlh 1 A JLOS
g pEaa CAMBISSOLOS
1,5 pts/ha B CHERNOSSOLOS
2 pts/ha \ NEOSSOLOS
4 ptsha Altitude

Declividade

Orientacao e
Modelo &

numérico —>Curvatura

# Redes Neurais artificiais:
4 Fuzzy ARTMap

Cruzamento dos pontos
com solos e variaveis

do terreno
(MNT) Acumulo de fluxo

Direcéao de fluxo

Rede de Distancia
drenagem da drenagem
MLP (Multi Layer Perceptron)
SOM (Kononen’s Self Organizing Map)
Predu;.ao Arvore de decisao (Gini)
Mapa Mapas
original estimados

Matrizes de erro
Exatidao geral
indice Kappa

Avaliacao
de acuracia

Figura 16. Fluxograma com os principais passos da metodologia utilizada.

3.3.1. Agrupamento do mapa de solos

A classificagdo em nivel de unidade de mapeamento é baseada em
um grande nimero de caracteristicas fisicas e quimicas, obtidas através de
observactes diretas de perfis de solo e de amostras coletadas em campo e
analisadas em laboratério. Como neste estudo pretendeu-se estimar
informacdes de solos a partir de variaveis relacionadas a atributos do terreno,
derivadas de dados cartograficos, o mapa convencional de solos disponivel
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necessitou ser simplificado para um nivel de detalhe tematico coerente com
essas variaveis.

A simplificacdo do mapa foi feita através do agrupamento das
unidades de mapeamento individuais em classes mais genéricas, com 0
objetivo de reduzir a complexidade do mapa convencional de solos e dar maior
consisténcia a essas classes. As 36 unidades de mapeamento do mapa
original foram agrupadas para o primeiro nivel do Sistema Brasileiro de
Classificacao de Solos (Embrapa, 2006), através da funcdo RECLASS do Idrisi,
resultando em um mapa de 4 classes, correspondentes as ordens de solos.

Segundo Santos et al. (2005), as caracteristicas diferenciais para os
niveis categéricos mais elevados da classificacdo de solos devem ser
propriedades dos solos que resultam diretamente dos processos de génese do
solo ou que afetam, diretamente, a génese do mesmo, porque estas
propriedades apresentam um maior numero de caracteristicas acessorias. As
diversas classes no 1° nivel categdrico sdo separadas pela presenca ou
auséncia de determinados atributos, horizontes diagnésticos ou propriedades
gue sdo passiveis de serem identificadas no campo mostrando diferencas no
tipo e grau de desenvolvimento dos processos que atuaram na formacédo do
solo. Assim, como o relevo é um fator de formacéo preponderante na area de
estudo, é esperado que a distribuicao das ordens de solos possa ser estimada
a partir de variaveis relacionadas a atributos do terreno.

A Tabela 4 relaciona a superficie em hectares e a propor¢éo da area
de estudo ocupada pelas ordens de solos no mapa simplificado e a Figura 17
mostra 0 mapa original e o mapa simplificado, resultante do agrupamento. O
mapa de solos simplificado constituiu a informacdo de referéncia para o
estabelecimento das relagcdes entre as variaveis preditoras e a distribuicdo
espacial dos solos, a partir de um conjunto de pontos de amostragem

aleatoriamente distribuidos na area de estudo.



58

Tabela 4. Area em hectares e propor¢do ocupada na area de estudo pelos
solos agrupados para o primeiro nivel (Ordem).

Ordem de solos Area ocupada (ha) Proporc¢éo (%)
Argissolos 101,6 15,08
Cambissolos 281,3 41,77
Chernossolos 228,7 33,96
Neossolos 61,9 9,19
Total 673,5 100,00

B Argissolo
3 cambissolo
B Chemossolo
[ Neossolo

Figura 17. Mapa convencional de solos, com 36 unidades de mapeamento, e
mapa agrupado para o primeiro nivel (Ordem), com 4 classes.

3.3.2. Geracgéo dos pontos de amostragem

A geracdo dos pontos de amostragem foi feita com a rotina
SAMPLE, propria para amostragem espacial, que produz como resultado um
arquivo vetorial de pontos. O esquema de amostragem adotado foi
completamente aleatdrio, ou seja, uma distribuicdo aleatdria dos pontos na
superficie da area de estudo. Com vistas a avaliar a sensibilidade dos
algoritmos de classificacdo a densidade de amostragem foram gerados
conjuntos de pontos em cinco diferentes densidades de amostragem, dentro do
intervalo recomendado para levantamentos detalhados de solos (IBGE, 2007).
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As densidades utilizadas foram de 0,5 ponto por hectare (1 ponto a
cada 2 hectares), 1 ponto por hectare, 1,5 pontos por hectare (3 pontos a cada
2 hectares), 2 pontos por hectare e 4 pontos por hectare. Os arquivos vetoriais
de pontos foram convertidos para o modelo raster, através da rotina
RASTERVECTOR, e os arquivos raster resultantes usados para identificar a
ordem de solos correspondente a posicdo de cada ponto, usando-se a rotina
EXTRACT, tendo o mapa simplificado como referéncia. A relacdo entre cada
ponto e a respectiva ordem de solo foi salva em um arquivo de valores (values
file), uma lista de duas colunas em que a primeira contém o nimero do ponto e
a segunda a ordem de solo. Essa lista foi entdo utilizada para classificar cada
ponto na respectiva ordem de solo, com a rotina ASSIGN.

Como resultado obteve-se cinco mapas raster, um para cada
densidade de amostragem, onde os pontos encontram-se classificados com o
cédigo da ordem de solo correspondente a sua posicdo. A Tabela 5 relaciona
as cinco densidades de amostragem (pontos.ha™), o niimero total de pontos e
a distribuicao do nimero de pontos por ordem de solo em cada densidade. A
Figura 18 mostra o mapa de solos simplificado seguido da sobreposicdo dos
pontos referentes as cinco densidades de amostragem, ilustrando a sua

distribuicdo espacial.

Tabela 5. Densidade de amostragem, numero total de pontos e ndmero de
pontos por ordem de solos.

Densidade N° de N° de pontos por ordem de solos
(pontos.ha™)  pontos

Argissolos Cambissolos Chernossolos Neossolos

0,5 322 45 145 105 27
1 644 113 278 204 49
15 966 166 396 320 84
2 1.288 209 544 419 116

4 2.576 419 1036 888 233




Figura 18. Mapa de solos simplificao sobreost com 0s pontos das
cinco densidades de amostragem.
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3.3.3. Calculo das variaveis preditoras

Como o relevo é um dos fatores de formacao dos solos e a area de
estudo apresenta topografia movimentada, € esperado que variaveis
descritoras do relevo possam explicar a ocorréncia de ordens de solos. Além
da altitude (MNT), foram calculadas trés variaveis topogréaficas propriamente
ditas (declividade, orientacdo e curvatura) e duas variaveis hidroldgicas,
decorrentes da topografia (direcdo de fluxo e acimulo de fluxo). A partir da
planimetria, constante na base cartogréfica, foi calculada ainda a distancia da
rede de drenagem superficial.

Estas variaveis descrevem importantes aspectos relacionados a
génese do solo e a distribuicAo de sua ocorréncia na paisagem, tais como
regime hidrico, eroséo e deposi¢cao de sedimentos, escarpamento de morros,
concentracdo de matéria organica, profundidade do horizonte A, entre outros
(Florinsky et al., 2002).

3.3.3.1. Elevacédo (MNT)

A elevacao expressa a energia potencial do relevo e esta também
relacionada a gradientes climaticos locais (Wilson & Gallant, 2000; Romano &
Chirico, 2004). E usualmente representada através de um MNT, arquivo
matricial (raster) onde o valor armazenado em cada célula (pixel) representa a
altitude do terreno.

A elevacdo da area de estudo varia de 267 metros a 629 metros
acima do nivel do mar, com uma distribuicdo espacial heterogénea devido ao
relevo movimentado (Figura 19). Os locais de menor elevagéo situam-se junto
no vale do arroio Leopoldina e os mais altos correspondem ao topo de algumas

elevacdes situadas na porcao norte e nordeste da area.
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200 m

Figura 19. Mapa de elevacao (MNT) da area de estudo.

3.3.3.2. Declividade

A declividade foi calculada com a rotina SURFACE. Segundo
Eastman (2009a), essa rotina determina a declividade de uma célula com base
na sua resolugdo, na sua altitude e na altitude das células imediatamente
adjacentes ortogonalmente a mesma: ao topo (norte), a base (sul), a esquerda
(oeste) e a direita (leste). A declividade é calculada como o vetor resultante da
declividade ao longo do eixo X e da declividade ao longo do eixo Y, conforme a
Equacéo 7 abaixo:

2
tan dec =, |/ [esquerda - direita 2+ superior - inferior
B res x 2 res x 2

@)
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onde tan_dec é a tangente do angulo que apresenta a maxima
inclinacdo no sentido da pendente; esquerda, direita, superior, inferior sédo os
valores das células imediatamente adjacentes e res € a resolugéo da célula. O
valor de tan_dec multiplicado por 100 produz o resultado em percentagem,
enquanto o arco tangente de tan_dec produz o resultado em graus. Do ponto
de vista matematico, a declividade representa a primeira derivada da altitude
em funcao da distancia horizontal.

Neste estudo a declividade foi calculada em percentagem. Conforme
mostra a Figura 20, a declividade na area de estudo varia de 0,11%, em locais
praticamente planos situados em alguns patamares e em topos de elevagoes,
até 237,31%, em pareddes ingremes encontrados no vale do arroio Leopoldina

e alguns outros locais.
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Figura 20. Mapa de declividade da area de estudo, expressa em percentagem.
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3.3.3.3. Orientacéo

A orientacéo foi calculada com o médulo SURFACE, com base nos
mesmos elementos da Equacdo 7 anteriormente descrita. Em areas onde a
declividade é perfeitamente plana (declividade = 0%) ndo existe propriamente
uma orientacdo da superficie. Nestes locais € utilizado o valor —1, com vista a
diferencia-los das demais areas que possuem realmente uma orientacéo.

Conforme mostra a Figura 21, hd uma grande variagdo na
orientacdo das encostas na area de estudo, conseqiiéncia do relevo
movimentado. E possivel visualizar os fundos de vales correspondentes a rede
de drenagem superficial e os divisores de agua, ambos representados por
cores contrastantes, pois ocorrem entre células de orientagdes opostas.
22°
45°
67°
90°
112°
135°
157°
180°
202°

225°
247°

360°

Figura 21. Mapa de orientacdo das encostas na area de estudo.
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3.3.3.4. Curvatura

Neste estudo foi calculada a curvatura de perfil (ou curvatura
maxima), empregando-se a rotina CURVATURE. Os calculos da curvatura
baseiam-se no ajuste de uma superficie polinomial sobre uma area de 3 x 3
células, obtendo para a célula central a magnitude da taxa de mudanca de uma
linha tangente a curva matematicamente ajustada na direcdo da sua
orientacao. Os valores séo positivos quando a superficie é convexa, pois a taxa
de variacdo da declividade aumenta ao longo da encosta, e negativos quando a

superficie é cbncava, pois a taxa de variacdo da declividade diminui ao longo

da encosta, (Figura 22).

200 m

Fyees &

Figura 22. Mapa de curvatura da area de estudo.

Conforme mostra 0 mapa da Figura 22, a maior parte da area
apresenta valores da curvatura de perfil em torno de zero, o que significa
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encostas com declividade aproximadamente constante. Os valores mais
afastados de zero estéo relacionados principalmente a inflexdo do relevo junto

as bordas dos derrames basalticos, convexos no topo e cdncavos na base.
3.3.3.5. Direcéo de fluxo

A direcdo de fluxo foi calculada com a rotina FLOW. O algoritmo
desta rotina examina uma janela de trés por trés células, comparando a altitude
da célula central com a altitude das oito vizinhas, e atribui a direcdo que
corresponde & maior declividade encontrada. No caso de &reas planas, a janela
de 3 por 3 células é aumentada a fim de possibilitar a avaliacdo da forma da
superficie além dessa area. A Figura 23 mostra o0 mapa de direcdo de fluxo

calculado para a area de estudo.

Figura 23. Mapa de dire¢éo de fluxo da &rea de estudo.
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Assim como a orientacdo da superficie, os valores de dire¢cdo do
fluxo variam de 0° a 360° no sentido horario a partir do Norte, mas ndo séo
continuos. Como eles indicam a célula que recebe o fluxo, as dire¢cdes sao
limitadas a oito possibilidades, correspondentes as oito células vizinhas de uma
determinada célula em analise. Assim, a direcdo de fluxo varia de 45° em 45°,

conforme o quadrante em que se encontra a célula de destino.

3.3.3.6. Acumulo de fluxo

O acumulo de fluxo foi calculado com a rotina RUNOFF, que adota o
algoritmo descrito por Jenson & Domingue (1988), de amplo uso em SIG.
RUNOFF permite levar em conta a precipitacdo, a taxa de infiltracdo, a duragéo
da precipitacdo e da infiltracdo e os valores iniciais de absorcao pela superficie
para calcular o volume de escoamento superficial que chega a uma
determinada célula do MNT. Neste trabalho foi realizada uma andlise mais
simples, considerando-se que toda a precipitacdo que cai em uma célula escoa
para a célula situada imediatamente abaixo na encosta, totalizando-se o
namero de células a montante que potencialmente podem contribuir para o
volume de agua concentrado em uma determinada célula, ou seja, o tamanho
da bacia de contribuicéo para esta célula.

A Figura 24 mostra o mapa de acumulo de fluxo, onde a cada célula
€ atribuido o valor equivalente ao niimero de células das quais ela recebe fluxo.
As células com os maiores valores de fluxo acumulado constituem as linhas de
fluxo, que formam a rede de drenagem, representadas por cores escuras no
mapa. A célula com o maior acimulo de fluxo na area de estudo recebe a
contribuicdo de 204.765 células, mas a legenda do mapa foi escalonada para
diminuir o contraste visual entre o maior e 0 menor acimulo de fluxo. Se uma
célula possui o valor zero significa que nenhuma outra célula escoa para ela,
de forma que ela constitui um maximo local, correspondendo a um pico ou a
linha do divisor de aguas (Li et al., 2005). Estas células sao representadas por

cores claras no mapa.
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3.3.3.7. Distancia darede de drenagem

A distancia da rede de drenagem superficial foi calculada a partir dos
cursos d'agua constantes na base cartogréafica digital da area de estudo. O
arquivo vetorial da rede de drenagem foi inicialmente convertido para o modelo
raster, através da rotina RASTERVECTOR, e o célculo da distancia entdo
realizado com a rotina DISTANCE.

O mapa de distancias obtido (Figura 25) contém em cada célula o
valor da sua distancia euclidiana, em linha reta no plano horizontal, até a célula
de rede de drenagem mais proxima. As distancias sdo obtidas nas mesmas
unidades do sistema de referéncia, no presente caso em metros, uma vez que

a base cartografica se encontra na projecdo UTM. Conforme mostra a legenda
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no mapa de distancias, o local mais afastado da rede de drenagem na &rea de

estudo encontra-se a uma distancia de 608,77 metros.

Figurai 25. Mapa de distancias da rede de drenagem na &rea de estudo.

3.3.4. Treinamento dos algoritmos de classificacao e predicéo
da ocorréncia das ordens de solos

Para o estabelecimento das relagbes entre as variaveis
anteriormente descritas e a distribuicdo espacial das ordens de solos foram
utilizados quatro algoritmos de classificacdo baseados no conceito de
aprendizagem de maquina, sendo trés implementacbes de redes neurais
artificiais e uma arvore de decisdo. De acordo com Lippitt et al. (2008), os dois
tipos de algoritmos de aprendizagem de maquina sao abstracfes do processo

de aprendizagem humana, mas diferem fundamentalmente na sua abordagem.
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Redes neurais simulam a estrutura de neurbnios e conexdes do cérebro
humano, enquanto arvores de decisdo simulam o processo de abstracdo
humana através de uma categorizacao hierarquica.

O treinamento dos algoritmos foi realizado empregando os pontos de
amostragem classificados com o cédigo da ordem de solo e os mapas das
variaveis. Durante o treinamento, em cada ponto sdo extraidos os valores de
cada variavel utilizada, visando o estabelecimento das relacdes entre as
variaveis preditoras e a distribuicdo espacial das ordens de solos. Todos os
algoritmos foram treinados empregando 0os mesmos conjuntos de pontos
amostrais classificados com o c6digo da ordem de solo, em cinco densidades
de amostragem. Depois de treinado com os pontos de amostragem, o algoritmo
foi entdo usado para classificar as ordens de solos no restante da area de

estudo, a partir dos valores das variaveis preditoras.

3.3.4.1. Rede neural Multi-layer Perceptron (MLP)

Redes neurais do tipo Multi-layer Perceptrons (MLP) séo calibradas
através de um algoritmo de retropropagacéo baseado em um procedimento de
aprendizado recursivo que busca minimizar o erro de treinamento da rede.
Inicialmente os neurbnios da camada de entrada e da(s) camada(s) oculta(s)
sdo ponderados aleatoriamente e cada pixel de treinamento € atribuido a um
neurdbnio de saida com base na maxima ativacao obtida. Esse processo é
repetido iterativamente e, em cada iteracdo, o resultado é comparado a solucdo
prévia, sendo retida a estrutura de pesos que resultar no menor erro de teste. A
iteracdo continua até que os pesos atinjam uma solucdo com erro de teste
aceitavel para particionar as variaveis de entrada em classes de saida, ou até
gue o usuario interrompa o processo de treinamento. Essa rede “treinada” é
entao usada para classificar o restante da area com base no nivel de ativagcéo
do neurbnio de saida induzido por um determinado pixel de entrada
(Kanellopoulos & Wilkinson, 1997).

A Figura 26 mostra os parametros de treinamento da rede neural
MLP para a densidade de amostragem de 1 ponto por hectare. Para as demais
densidades o numero minimo de pixels de treinamento por classe foi
estabelecido com base na distribuicdo do nimero de pontos por ordem de solo
em cada densidade de amostragem (Tabela 5), adotando-se o menor valor

verificado entre as quatro ordens. Em todas as densidades utilizou-se duas
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camadas ocultas de 5 neurbnios cada. O niumero de neurbnios da camada de

entrada e da camada de saida é atribuido automaticamente.

MLP - Multi-layer perceptron classifier
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Figura 26. Parametros de treinamento da rede neural MLP com densidade de
1 ponto por hectare.

3.3.4.2. Rede neural Adaptive Resonance Theory (ART)

Redes neurais do tipo Adaptive Resonance Theory (ART) foram
projetadas para modelar e resolver o dilema da plasticidade-estabilidade,
simulando a habilidade do cérebro de aprender rapidamente e de forma estavel
sem esquecer o conhecimento previamente adquirido (Mas & Flores, 2008).
Elas possuem um alto grau de estabilidade, possibilitando a retencédo de
grande parte do aprendizado passado, mas sao suficientemente adaptaveis
para incorporar nova informacdo na estrutura da rede sempre que for
necessario.

Redes neurais ART incorporam um procedimento de aprendizado
incremental, onde cada observacao (pixel) da camada de entrada é atribuida a
um neurbnio da camada de saida. Se nenhum neurdnio da camada de saida
atender ao limiar de similaridade de uma dada observacdo da camada de
entrada, um novo neurdnio é criado na camada de saida a fim de particionar

subconjuntos em um grau de homogeneidade definido pelo usuario através de
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um parametro de “vigilancia”. Redes neurais ART tem mostrado baixa
sensibilidade aos parametros de treinamento e ao tamanho do conjunto de
treinamento, overfitting, e também apresentam pequeno volume de intervencéo
necessario (Mannan et al., 1998; Chan et al., 2001).

A Figura 27 mostra os parametros de treinamento da rede neural
ART para a densidade de amostragem de 1 ponto por hectare. Diferente da
rede neural MLP, o nimero de neurbnios de todas as camadas é atribuido
automaticamente e varia com as diferentes densidades de amostragem. Da

mesma forma, ndo € necessario definir um ndmero minimo de pixels de

treinamento.
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Figura 27. Parametros de treinamento da rede neural Fuzzy ARTMap com
densidade de 1 ponto por hectare.

3.3.4.3. Rede neural Self Organizing Map (SOM)

Redes neurais do tipo Self Organizing Map (SOM) sdo um modelo
de aspectos especificos das redes neurais bioldgicas, inspirado nas
caracteristicas dos mapas cognitivos no cérebro. Elas sdo baseadas em
aprendizado competitivo, isto é, os neurdnios competem entre si para serem
ativados, e constituem um novo paradigma em inteligéncia artificial e
modelagem cognitiva (Kohonen, 1990).

O processo de aprendizado de uma rede SOM ocorre em quatro
fases: inicializacdo, competicdo, cooperacdo e adaptacdo sinaptica. Nesse
processo uma camada bidimensional Unica de neurdnios € inicializada com
pesos aleatérios e € subseqilientemente organizada através de uma

amostragem sistematica dos dados de entrada. O procedimento de
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organizacao usa ajustes progressivos dos pesos, com base nas caracteristicas
dos dados de entrada e no ajuste aos dados de saida, e possui interacdo
lateral de forma que neurbnios com pesos similares se agrupam
espacialmente. O processo € repetido até que nao sejam mais observadas
mudancas, ou seja, até a convergéncia (Mas & Flores, 2008). Como padrdes
de entrada similares tendem a produzir resposta em neurénios vizinhos, redes
SOM preservam as mais importantes relacbes topoldgicas e métricas dos
dados. Assim, diferente de redes MLP e ART, redes SOM reconhecem
relagbes entre classes, o que lhes confere uma alta capacidade para
discriminacdo de classes multimodais e as torna um método promissor para a
classificacdo de dados multivariados (Kohonen, 1990; Li & Eastman, 2006).

A Figura 28 mostra, como exemplo, os parametros de treinamento
da rede neural SOM para a densidade de amostragem de 1 ponto por hectare.
O numero de neurdnios na camada de entrada é atribuido automaticamente e

nao € necessario definir um nimero minimo de pixels de treinamento. Em

todas as densidades utilizou-se uma camada de saida com 45 neuronios.

SOM - Kohonen's Self-Organizing Map
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Figura 28. Parametros de treinamento da rede neural SOM com densidade de
1 ponto por hectare.
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3.3.4.4. Arvore de decisdo

Arvores de decis8o ou de classificacdo usam um procedimento no
qual os dados séao particionados recursivamente para formar subconjuntos
homogéneos, resultando em uma arvore hierarquica de regras de decisao. As
arvores de decisé@o inicialmente analisam todas as varidveis de entrada e
determinam uma divisdo binaria de uma variavel isolada que minimize o desvio
da variavel dependente (classe) dos nos (bifurcacbes) recém-criados,
ignorando particionamentos futuros e todos os dados de treinamento
anteriormente particionados. Assim, enquanto o particionamento inicial é feito
com todos os dados de entrada, cada particdo subseqiente é executada com
um subconjunto de dados de treinamento cada vez menor, e por isso alheio as
amostras fora do seu n6 de origem. Da mesma forma que as redes neurais,
arvores de decisdo ndo assumem uma distribuicdo prévia dos dados e podem
rapidamente caracterizar relagbes néo lineares, com a vantagem de produzir
regras de decisao facilmente interpretaveis (Rogan et al., 2003).

Existem varios algoritmos de particionamento nas arvores de
deciséo. Neste estudo foi utilizado o algoritmo Gini, que emprega uma medida
de impureza para tentar encontrar a maior categoria homogénea dentro do
conjunto de dados e isola-la do restante dos dados, criando um novo né
(Zambon et. al., 2006). O indice Gini surgiu na economia, na tentativa de medir
desigualdades. Aplicado a classificacdo de dados, uma categoria sera tanto
mais homogénea quanto menor for o indice Gini, que alcanga o valor maximo
guando todas as células estiverem igualmente distribuidas entre todas as
classes.

A Figura 29 mostra, como exemplo, os parametros de treinamento
da arvore de decisdo para a densidade de amostragem de 1 ponto por hectare.
Diferente das redes neurais, 0 Unico parametro de controle € a menor

propor¢ao ocupada por uma classe (folha), que foi fixada em 1% da area total.
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Figura 29. Parametros de treinamento da arvore de decisdo Gini com
densidade de 1 ponto por hectare.

3.3.5. Avaliacédo da acuracia

A concordancia entre os mapas estimados com os quatro algoritmos
e 0 mapa convencional de solos usado como referéncia foi avaliada através de
matrizes de erro, da exatidao geral e do indice Kappa (Cohen, 1960; Pontius,
2000). A comparacao entre cada mapa estimado e o mapa de referéncia foi
efetuada com a rotina CROSSTAB, que executa uma andlise de tabulacéo
cruzada entre mapas matriciais contendo variaveis categoéricas. O resultado é
uma tabela completa de classificagdo cruzada, chamada de matriz de erro,
acompanhada de uma estatistica Chi quadrado e do respectivo nivel de

significancia, além do indice Kappa.
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4. RESULTADOS E DISCUSSAO

4.1. Mapas estimados
A Figura 30 mostra o conjunto de 20 mapas estimados através da

predicdo de ocorréncia das ordens de solos com os quatro algoritmos de
aprendizagem de maquina e as cinco densidades de amostragem. No topo da
figura estéo identificados os algoritmos e as letras na sua lateral esquerda
estdo relacionadas as densidades de amostragem correspondentes a cada
mapa estimado.

Observando a Figura 30 constata-se que varios mapas estimados
apresentam uma forte similaridade aparente, mas alguns aspectos, entretanto,
podem ser destacados visualmente. A rede neural Fuzzy ARTMap, por
exemplo, estimou a classe Argissolo em maior propor¢do que 0s outros trés
algoritmos em todas as densidades de amostragem inferiores a 4 pontos.ha™.
A rede neural MLP, por outro lado, estimou apenas duas classes na densidade
de amostragem de 0,5 ponto.ha‘l, Cambissolos e Chernossolos. Estas classes
sdo as que apresentam maior ocorréncia na area de estudo, respectivamente
41,77% e 33,96% da superficie, o que sugere que para este algoritmo a
densidade de 0,5 ponto.ha™ gera um nimero de amostras de treinamento
insuficiente para caracterizar as relagdées entre as variaveis preditoras e as
ordens de solos com menor ocorréncia.

Em todos os casos 0s mapas estimados apresentam maior
detalhamento espacial que o mapa convencional de solos (Figura 17), ou seja,
os algoritmos de classificacdo utilizados individualizaram delineamentos de
solos menores que aquelas constantes no mapa convencional de solos. Esses
resultados concordam com os estudos de Zhu (2000), Chagas et al. (2007),
Hempel et al. (2008) e MacMillan (2008), onde os autores concluiram que o0s
mapas estimados por métodos quantitativos tendem a mostrar muito mais
detalhes espaciais do que o mapa convencional de solos. Entre as razdes para
essa diferenca concorrem as limitagdes tipicas do mapa convencional, como as
generalizacbes decorrentes da necessidade de delimitar poligonos contendo
unidades de mapeamento homogéneas e discretas, e a adogdo de um limite de
area minima mapeavel, fazendo com que unidades de solos com dimensdes
inferiores a esse limite sejam ignoradas ou incorporadas as classes

predominantes no seu entorno.
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Figura 30. Mapas estimados através dos quatro algoritmos de aprendizagem
de maquina e cinco densidades de amostragem: (a) 0,5 pontos.ha™; (b) 1
ponto.ha™; (c) 1,5 pontos.ha™®; (d) 2 pontos.ha™; (e) 4 pontos.ha™.
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Em contrapartida, a analise das variaveis preditoras em SIG para
estimar os solos é executada pixel a pixel, de forma que as dimensdes deste, e
ndo de um poligono, constituem a menor unidade de mapeamento. Outro
aspecto relevante é que, uma vez estabelecido um modelo quantitativo para
predicdo dos solos a partir das variaveis selecionadas, ele é aplicado
uniformemente sobre toda a area a ser mapeada. No mapeamento
convencional freqlientemente ha locais inacessiveis ou que nao foram
visitados, para os quais torna-se necessario inferir as relagdes solo-paisagem a
partir de observacbes feitas em outros locais, induzindo a uma maior
generalizacdo na delimitacdo dos poligonos de solos.

Assim, é razoavel assumir que as variaveis preditoras utilizadas
permitiram estabelecer com maior precisdo as relacdes solo-paisagem que
ocorrem na area de estudo, possibilitando a obtencdo de mapas espacialmente
mais detalhados. O maior detalhamento é um aspecto positivo dos mapas
estimados, uma vez que permite reconhecer unidades de mapeamento

impossiveis ou dificeis de delimitar em um mapa convencional.

4.2. Matrizes de erro
As tabelas 6 a 25 mostram as matrizes de erro obtidas através da

comparacdo de cada mapa estimado com o mapa convencional de solos. Em
todos os casos, Chi quadrado foi significativo em nivel de probabilidade inferior
a 1% (p < 0,01). Entretanto, como a rede neural MLP estimou apenas as duas
classes de maior ocorréncia na densidade de amostragem de 0,5 ponto.ha‘l, a
comparacao dessa matriz de erro (Tabela 7) com as demais deve ser feita com
cautela.

Os valores nas matrizes de erro estdo expressos como propor¢céao da
area total mapeada, onde as colunas mostram os dados da verdade de campo
(classes do mapa convencional de solos) e as linhas o resultado da predicédo
(classes estimadas). O total da coluna mostra a proporcao da area ocupada
pela respectiva classe no mapa convencional de solos e o total da linha mostra

a proporcao da respectiva classe no mapa estimado.
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Tabela 6. Matriz de erro obtida com o algoritmo de rede neural Fuzzy ARTMap
e densidade de amostragem de 0,5 ponto.ha™.

Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0971 0,1807 0,1978 0,0586 0,5342 0,8182
S Cambissolo 0,0446 0,2035 0,0243 0,0173 0,2897 0,2975
@
£ Chernossolo 0,0087 0,0276 0,1107 0,0113 0,1583 0,3007
E Neossolo 0,0004 0,0059 0,0068 0,0047 0,0179 0,7318
Total 0,1508 0,4177 0,3396 0,0919
Omissé&o 0,3561 0,5128 0,6740 0,9489
Tabela 7. Matriz de erro obtida com o algoritmo de rede neural MLP e
densidade de amostragem de 0,5 ponto.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo -- -- -- -- -- --
9 Cambissolo 0,1364 0,4022 0,1071 0,0434 10,6892 0,4163
.g Chernossolo 0,0144 0,0155 0,2325 0,0485 0,3108 0,3372
E Neossolo -- -- -- -- -- --
Total 0,1508 0,4177 0,3396 0,0919
Omissé&o 1,0000 0,0371 0,3154 1,0000
Tabela 8. Matriz de erro obtida com o algoritmo de rede neural SOM e
densidade de amostragem de 0,5 ponto.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0415 0,0452 0,0386 0,0061 0,1313 0,6847
S Cambissolo  0,0813 0,2991 0,0627  0,0332 0,4764 0,3719
@
£ Chernossolo  0,0236 0,0534 0,2280 0,0366 0,3416 0,3325
E Neossolo 0,0044 0,0200 0,0102 0,0160 0,0506 0,6838
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,7248 0,2839 0,3283  0,8259
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Tabela 9. Matriz de erro obtida com o algoritmo de Arvore de decisdo Gini e
densidade de amostragem de 0,5 ponto.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0694 0,0845 0,0365 0,0094 0,1999 0,6523
Cambissolo  0,0541 0,2689 0,0333 0,0188 0,3752 0,2830
Chernossolo  0,0143 0,0324 0,2444  0,0234 0,3145 0,2229
Neossolo 0,0129 0,0318 0,0254  0,0403 0,1104 0,6350
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,5391 0,3560 0,2803 0,5615

Tabela 10. Matriz de erro obtida com o algoritmo de rede neural Fuzzy
ARTMap e densidade de amostragem de 1 ponto.ha™.

Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0927 0,1545 0,1773 0,0531 0,4776 0,8021
g Cambissolo  0,0401 0,2161 0,0287  0,0175 0,3025 0,2853
.g Chernossolo  0,0162 0,0243 0,12v1  0,0117 0,1793 0,2911
E Neossolo 0,0018 0,0227 0,0065 0,0095 0,0405 0,7654
Total 0,1508 0,4177 0,3396  0,0919
Omisséo 0,3853 0,4824 0,6257  0,8955
Tabela 11. Matriz de erro obtida com o algoritmo de rede neural MLP e
densidade de amostragem de 1 ponto.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0500 0,0532 0,0493 0,0031 0,1556 0,6787
g Cambissolo  0,0844 0,3370 0,0255 0,0365 0,4833 0,3029
@
E Chernossolo  0,0156 0,0270 0,2375 0,0249 0,3050 0,2213
E Neossolo 0,0008 0,0005 0,0273  0,0275 0,0561 0,5098
Total 0,1508 0,4177 0,3396  0,0919
Omisséo 0,6684 0,1932 0,3006  0,7018
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Tabela 12. Matriz de erro obtida com o algoritmo de rede neural SOM e
densidade de amostragem de 1 ponto.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo

Argissolo 0,0625 0,0732 0,0531 0,0091 0,1979 0,6842
g Cambissolo  0,0633 0,2932 0,0448 0,0291 10,4304 0,3188
@
E Chernossolo  0,0233 0,0381 0,2239 0,0346 0,3199 0,3001
E Neossolo 0,0017 0,0131 0,0178 0,0192 0,0518 0,6293

Total 0,1508 0,4177 0,3396 0,0919

Omisséo 0,5855 0,2978 0,3407 0,7922

Tabela 13. Matriz de erro obtida com o algoritmo de Arvore de decisdo Gini e

densidade de amostragem de 1 ponto.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0820 0,0617 0,0322 0,0095 0,1854 0,5577
Cambissolo  0,0423 0,3131 0,0435 0,0153 0,4142 0,2441
Chernossolo  0,0178 0,0203 0,2301 0,0253 10,2935 0,2160
Neossolo 0,0087 0,0226 0,0338 0,0417 0,1069 0,6070
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,4562 0,2504 0,3224  0,5452

Tabela 14. Matriz de erro obtida com o algoritmo de rede neural Fuzzy
ARTMap e densidade de amostragem de 1,5 pontos.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0934 0,1347 0,1201 0,0404 10,3886 0,7595
Cambissolo  0,0362 0,2407 0,0317 0,0209 0,3295 0,2695
Chernossolo  0,0154 0,0237 0,1796 0,0125 0,2312 0,2232
Neossolo 0,0058 0,0186 0,0082 0,0181 0,0507 0,6430
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,3806 0,4237 0,4711 0,8030
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Tabela 15. Matriz de erro obtida com o algoritmo de rede neural MLP e
densidade de amostragem de 1,5 pontos.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo Total  Inclusédo
Argissolo 0,0367 0,0203 0,0194 0,0030 0,0793 0,5385
S Cambissolo  0,0996 0,3791 0,0628 0,0388 0,5803 0,3467
@
£ Chernossolo  0,0145 0,0181 0,2368 0,0262 0,2956 0,1989
E Neossolo 0,0001 0,0002 0,0206  0,0239 0,0448 0,4665
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,7573 0,0924 0,3027  0,7399
Tabela 16. Matriz de erro obtida com o algoritmo de rede neural SOM e
densidade de amostragem de 1,5 pontos.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0705 0,0631 0,0439 0,0086 0,1861 0,6212
9 Cambissolo  0,0555 0,3074 0,0438 0,0308 0,4375 0,2974
E Chernossolo  0,0227 0,0368 0,2405  0,0327 0,3326 0,2772
E Neossolo 0,0022 0,0104 0,0114  0,0197 0,0438 0,5479
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,5331 0,2641 0,2918  0,7845

Tabela 17. Matriz de erro obtida com o algoritmo de Arvore de decisé&o Gini e
densidade de amostragem de 1,5 pontos.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0874 0,0747 0,0292 0,0096 0,2009 0,5650
Cambissolo  0,0375 0,2884 0,0276 0,0143 10,3678 0,2159
Chernossolo 00,0205 0,0278 0,2521 0,0264 10,3268 0,2286
Neossolo 0,0054 0,0267 0,0307 0,0416 0,1044 0,6015
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,4204 0,3093 0,2577 0,5473
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Tabela 18. Matriz de erro obtida com o algoritmo de rede neural Fuzzy
ARTMap e densidade de amostragem de 2 pontos.ha™.

Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0936 0,1085 0,1010 0,0363 0,3394 0,7242
S Cambissolo  0,0372 0,2644 0,0365 0,0191 0,3572 0,2597
@
£ Chernossolo  0,0170 0,0269 0,1914  0,0147 0,2499 0,2341
E Neossolo 0,0031 0,0178 0,0107 0,0218 0,0535 0,5931
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,3799 0,3668 0,4364  0,7632
Tabela 19. Matriz de erro obtida com o algoritmo de rede neural MLP e
densidade de amostragem de 2 pontos.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0533 0,0472 0,0184 0,0063 0,1252 0,5743
9 Cambissolo  0,0711 0,3272 0,0318 0,0327 0,4629 0,2929
.g Chernossolo  0,0257 0,0430 0,2654  0,0254 0,3595 0,2617
E Neossolo 0,0007 0,0002 0,0240 0,0274 0,0524 0,4752
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,6465 0,2164 0,2185  0,7008

Tabela 20. Matriz de erro obtida com o algoritmo de rede neural SOM e
densidade de amostragem de 2 pontos.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0657 0,0448 0,0336 0,0067 0,1507 0,5647
Cambissolo  0,0620 0,3267 0,0464  0,0308 0,4659 0,2988
Chernossolo  0,0204 0,0365 0,2497 0,0323 10,3389 0,2632
Neossolo 0,0027 0,0097 0,0099 0,0221 10,0445 0,5011
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,5643 0,2179 0,2647 0,7595
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Tabela 21. Matriz de erro obtida com o algoritmo de Arvore de decisdo Gini e
densidade de amostragem de 2 pontos.ha™.

Estimado

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0921 0,0521 0,0182 0,0074 10,1698 0,4578
Cambissolo  0,0387 0,3200 0,0351 0,0144 10,4083 0,2163
Chernossolo  0,0141 0,0256 0,2561 0,0252 0,3211 0,2024
Neossolo 0,0059 0,0200 0,0301 0,0448 0,1008 0,5558
Total 0,1508 0,4177 0,3396 0,0919
Omissao 0,3894 0,2339 0,2459 0,5129

Tabela 22. Matriz de erro obtida com o algoritmo de rede neural Fuzzy
ARTMap e densidade de amostragem de 4 pontos.ha™.

Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0971 0,0703 0,0659 0,0263 0,2596 0,6260
9 Cambissolo  0,0363 0,2992 0,0307 0,0199 0,3861 0,2251
.g Chernossolo  0,0132 0,0305 0,2311  0,0158 0,2906 0,2047
E Neossolo 0,0042 0,0177 0,0120  0,0299 0,0637 0,5322
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,3561 0,2837 0,3198 0,6746
Tabela 23. Matriz de erro obtida com o algoritmo de rede neural MLP e
densidade de amostragem de 4 pontos.ha™.
Referéncia
Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo
Argissolo 0,0431 0,0224 0,0203  0,0009 0,0867 0,5029
S Cambissolo  0,0917 0,3734 0,0401 0,0392 0,5444 0,3141
@
£ Chernossolo  0,0149 0,0217 0,2686  0,0275 0,3327 0,1927
E Neossolo 0,0012 0,0002 0,0106  0,0243 0,0362 0,3315
Total 0,1508 0,4177 0,3396  0,0919
Omissé&o 0,7148 0,1061 0,2091  0,7356
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Tabela 24. Matriz de erro obtida com o algoritmo de rede neural SOM e
densidade de amostragem de 4 pontos.ha™.

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo

Argissolo 0,0653 0,0403 0,0326 0,0049 0,1431 0,5437

8 Cambissolo  0,0619 0,3322 0,0394 0,0315 10,4650 0,2856
@
E Chernossolo  0,0199 0,0337 0,2552 0,0312 0,3400 0,2494
E Neossolo 0,0037 0,0114 0,0124 0,0244 10,0518 0,5309
Total 0,1508 0,4177 0,3396 0,0919
Omisséo 0,5670 0,2044 0,2485 0,7356

Tabela 25. Matriz de erro obtida com o algoritmo de Arvore de decis&o Gini e
densidade de amostragem de 4 pontos.ha™.

Referéncia

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo

Argissolo 0,1114 0,0866 0,0500 0,0100 0,2580 0,5682

g Cambissolo  0,0226 0,2843 0,0202 0,0132 10,3402 0,1646
.g Chernossolo  0,0081 0,0251 0,2453 0,0232 10,3017 0,1869
E Neossolo 0,0088 0,0217 0,0241 0,0455 0,1001 0,5454
Total 0,1508 0,4177 0,3396 0,0919
Omisséo 0,2619 0,3194 0,2777 0,5049

Os dados das tabelas 6 a 25 mostram que o algoritmo de arvore de
decisdo Gini foi o que melhor conseguiu reproduzir no mapa estimado (total
das linhas) a distribuicdo espacial e a proporcdo ocupada pelas diferentes
classes no mapa convencional de solos (total das colunas), com a densidade
de amostragem de 2 pontos.ha™ (Tabela 21). Neste caso a classe Argissolo
totaliza 16,98% da area de estudo no mapa estimado e 15,08% no mapa
convencional, a classe Cambissolo 40,83% no mapa estimado e 41,77% no
convencional, a classe Chernossolo 32,11% no mapa estimado e 33,96% no
convencional e a classe Neossolo 10,8% no mapa estimado e 9,19% no mapa
convencional.

Os erros de inclusdo (linhas) variaram de 0,1646, para a classe
Cambissolos estimada com o algoritmo de arvore de decisdo Gini na densidade
de amostragem de 4 pontos.ha® (Tabela 25), a 0,8182, para a classe

Argissolos estimada com o algoritmo de rede neural Fuzzy ARTMap na
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densidade de amostragem de 0,5 ponto.ha* (Tabela 6). Os erros de omiss&o
(colunas) variaram de 0,0924, para a classe Cambissolos estimada com o
algoritmo de rede neural MLP na densidade de amostragem de 1,5 pontos.ha™
(Tabela 15), a 0,9489, para a classe Neossolos estimada com o algoritmo de
rede neural Fuzzy ARTMap na densidade de 0,5 ponto.ha™ (Tabela 6).

Considerando-se as classes estimadas, os menores erros de
inclusdo para as classes Argissolo (Tabela 21), Cambissolo (Tabela 25) e
Chernossolo (Tabela 25) foram obtidos com a arvore de decisdo Gini,
respectivamente nas densidades de amostragem de 2, 4 e 4 pontos.ha™,
enquanto o menor erro de inclusédo para a classe Neossolo (Tabela 23) foi
obtido com a rede neural MLP na densidade de 4 pontos.ha™. Com relacéo aos
erros de omissdo, os menores valores para as classes Argissolo e Neossolo
foram obtidos com a arvore de decisdo Gini (Tabela 25) na densidade de
amostragem de 4 pontos.ha® e para as classes Cambissolo (Tabela 15) e
Chernossolo (Tabela 23) pela rede neural MLP, respectivamente nas
densidades de 1,5 e 4 pontos.ha‘l.

As classes Cambissolo e Chernossolo apresentaram 0s menores
erros de omissédo e de inclusdo em praticamente todas as densidades de
amostragem e algoritmos. Esse resultado é consistente com o esperado ja que
as duas classes ocupam a maior superficie, respectivamente 41,77% e 33,96%
da area de estudo, e tém, portanto, maior probabilidade de serem corretamente
mapeadas. A exce¢do ocorreu com a rede neural Fuzzy ARTMap, onde os
menores erros de omissdo foram obtidos para as classes Argissolo e
Cambissolo em todas as densidades de amostragem inferiores a 4 pontos.ha™.
Entretanto, em oposicdo aos baixos erros de omisséo, os erros de incluséo
para os Argissolos neste caso foram mais altos que em todos os demais
algoritmos, sugerindo uma superestimativa desta classe. Como os Argissolos
ocupam apenas 15,08% da area de estudo, é possivel que as densidades de
amostragem inferiores a 4 pontos.ha® ndo tenham sido suficientes para
caracterizar satisfatoriamente as relacdes solo-paisagem desta classe para a
rede neural Fuzzy ARTMap.

Em todos os quatro algoritmos testados observa-se que, a medida
gue aumenta a densidade de amostragem, tanto os erros de inclusdo quanto

0s erros de omissao tendem a diminuir, para todas as classes estimadas. Isso
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significa que a medida que séo fornecidas mais amostras de treinamento para
os algoritmos, as relagdes entre as variaveis preditoras e as classes em
guestdo sdo mais bem caracterizadas, tornando as regras de classificacdo

mais consistentes e diminuindo a confusao entre as classes.

4.3. Exatidao geral
A Tabela 26 relaciona a exatiddo geral obtida com os quatro

algoritmos de aprendizagem de maquina e as cinco densidades de
amostragem. Como as matrizes de erro jA estdo expressas em proporcao, a
exatidao geral é obtida pela soma simples dos elementos da diagonal principal
de cada matriz. Os valores variaram de 42%, com a rede Neural Fuzzy
ARTMap e densidade de amostragem de 0,5 ponto.ha‘l, a 71%, exatidao
obtida tanto com a arvore de decisdo Gini, na densidade de amostragem de 2
pontos.ha*, quanto com a Rede neural MLP, na densidade de amostragem de
4 pontos.ha’. Com a densidade de amostragem mais elevada (4 pontos.ha™)
0s quatro algoritmos convergiram (Figura 31) e apresentaram valores préximos,
variando de 66 a 71%.

Tabela 26. Exatiddo geral (%) dos mapas estimados através dos quatro
algoritmos de aprendizagem de maquina em cinco densidades de amostragem.

Densidade de amostragem (pontos.ha™)

Algoritmo de classificacdo

0,5 1 15 2 4 Média
Rede neural Fuzzy ARTMap 42 45 53 57 66 52,6
Rede neural MLP ---* 65 68 67 71 67,8
Rede neural SOM 58 60 64 66 68 63,2
Arvore de decisdo (Gini) 62 67 67 71 69 67,2
Média 540 59,3 63,0 653 685

* Estimou apenas duas classes: Cambissolos e Chernossolos

A Figura 31 mostra que a arvore de decisdo Gini e a rede neural
MLP apresentaram exatiddo geral semelhante em todas as densidades de
amostragem, com valores superiores aos das redes neurais Fuzzy ARTMap e
SOM. Além disso, os dois algoritmos apresentam uma curva com pouca
inclinacdo, denotando uma resposta pouco acentuada ao incremento na

densidade de amostragem. Esses resultados sugerem que a arvore de deciséo
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Gini e a rede neural MLP sdo menos sensiveis a densidade de amostragem
gue as outras duas redes neurais, embora a rede neural MLP néo tenha sido
capaz de estimar todas as classes na densidade de amostragem de 0,5
ponto.ha™. Esse resultado sugere que a rede neural MLP tem um limite inferior
critico, enquanto os demais algoritmos apenas reduzem a acuracia a medida
gue diminui a densidade de amostragem. A rede neural Fuzzy ARTMap foi o
algoritmo com a resposta mais acentuada ao incremento na densidade de

amostragem, como pode ser constatado pela curva acentuadamente inclinada.
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Figura 31. Exatidao geral dos mapas estimados através dos quatro algoritmos
de aprendizagem de maquina em cinco densidades de amostragem.

4.4. Indice Kappa
A Tabela 27 relaciona o indice Kappa obtido com os quatro

algoritmos de aprendizagem de maquina e as cinco densidades de
amostragem. O indice Kappa expressa o grau de concordancia entre os mapas
estimados e o mapa de referéncia, apds a concordancia devido ao acaso ter

sido eliminada.
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Tabela 27. indice Kappa dos mapas estimados através dos quatro algoritmos
de aprendizagem de maquina em cinco densidades de amostragem.

Densidade de amostragem (pontos.ha™)

Algoritmo de classificacéo

0,5 1 15 2 4 Média
Rede neural Fuzzy ARTMap 0,214 0,2476 0,3502 0,3959 0,5069 0,3429
Rede neural MLP ---* 0,4775 0,4955 0,5057 0,5482 0,5068
Rede neural SOM 0,3711 0,4073 0,4616 0,4940 0,5135 0,4495
Arvore de decis&o (Gini) 0,4586 0,5169 0,5248 0,5813 0,5566 0,5276
Média 0,3479 0,4124 0,4581 0,4943 0,5313

* Estimou apenas duas classes: Cambissolos e Chernossolos

O indice Kappa variou de 0,214, para a rede neural Fuzzy ARTMap
na densidade de amostragem de 0,5 ponto.ha'l, a 0,5813, para a arvore de
decisdo Gini na densidade de 2 pontos.ha™. Entre os algoritmos de redes
neurais, a melhor concordancia foi obtida com a rede neural MLP na densidade
de amostragem de 4 pontos.ha, com um valor de Kappa de 0,5482, seguida
da rede neural SOM, com Kappa de 0,5135, também na densidade de 4
pontos.ha™*. Com a densidade de amostragem mais elevada (4 pontos.ha®) os
quatro algoritmos convergiram (Figura 32) e apresentaram valores préximos,
variando de 0,5069 a 0,5566.
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Figura 32. indice Kappa dos mapas estimados através dos quatro algoritmos
de aprendizagem de maquina em cinco densidades de amostragem.
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Segundo a escala sugerida por Luoto & Hjort (2005), nenhum dos
mapas estimados apresentou concordéancia forte (0,61 — 0,80) com o mapa
convencional usado como referéncia, mas a arvore de decisdo Gini chegou
proximo do limite, com Kappa de 0,5813, e apresentou concordancia moderada
em todas as densidades de amostragem. O mapa estimado com a rede neural
MLP apresentou concordancia moderada com densidade de amostragem a
partir de 1 ponto.ha?, a rede neural SOM a partir de 1,5 pontos.ha e a rede
neural Fuzzy ARTMap apenas com 4 pontos.ha‘l.

Os dados da Tabela 27 e da Figura 32 mostram também que a
arvore de decisao Gini apresentou indice Kappa superior aos trés algoritmos de
redes neurais em todas as densidades de amostragem. Em outras palavras,
retirado o acaso, a arvore de decisdo Gini obteve concordancia superior aos
trés algoritmos de redes neurais, 0 que nao é evidente na exatidao geral, que
desconsidera o efeito do acaso. Além disso, a arvore de decisao apresentou
indice Kappa acima do limiar de 0,5, considerado bom, em todas as
densidades de amostragem a partir de 1 ponto.ha™*. Entre os trés algoritmos de
redes neurais, a rede neural MLP apresentou indice Kappa acima de 0,5 com
densidade de amostragem a partir de 2 pontos.ha*, embora com 1,5 ponto.ha™*
praticamente tenha atingido esse limiar. As redes neurais Fuzzy ARTMap e
SOM apresentaram indice Kappa acima de 0,5 somente com densidade de
amostragem de 4 pontos.ha™.

Quanto a sensibilidade a densidade de amostragem, a resposta dos
algoritmos medida pelo indice Kappa praticamente nao se alterou em relacéo
aos resultados expressos na exatidao geral. A arvore de deciséo Gini e a rede
neural MLP foram menos sensiveis a densidade de amostragem, enquanto a
rede neural Fuzzy ARTMap apresentou a resposta mais acentuada ao
incremento na densidade de amostragem. Entretanto, a arvore de decisao Gini
apresentou exatiddo geral e indice Kappa decrescentes ap6s 2 pontos.ha™,
sugerindo que o limite superior para 0 nimero de amostras de treinamento foi
atingido. E necessario testar densidades de amostragem maiores para verificar
se isto é verdadeiro.

Na etapa final da avaliacdo foi realizada a comparacdo entre o
desempenho da classificacdo pelos dois algoritmos menos sensiveis a

densidade de amostragem. A Tabela 28 mostra a matriz de erro entre 0 mapa
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estimado com a arvore de decisdo Gini com densidade de amostragem de 2
pontos.ha™* (indice Kappa de 0,5813) e 0 mapa estimado com a rede neural
MLP com densidade de amostragem de 4 pontos™ (indice Kappa de 0,5482).
Chi quadrado foi significativo para nivel de probabilidade inferior a 1% (p<0,01).

Considerando-se a arvore de decisdo Gini como referéncia, a
exatiddo geral do mapa estimado com a rede neural MLP foi de 73,22%, ou
seja, da superficie total de 673,5 ha da area de estudo, 493,14 ha foram
coincidentes entre os mapas estimados com os dois algoritmos. O indice
Kappa foi de 0,5896, o que demonstra que a concordancia entre 0s mapas
obtidos com os dois algoritmos é maior do que aquela obtida devido ao acaso.
Embora diferentes quanto a natureza dos seus modelos matematicos, os dois
algoritmos mostraram-se capazes de mapear de forma semelhante uma
parcela expressiva das quatro classes na area de estudo. A classe
Chernossolos foi a mais coincidente entre os dois algoritmos, totalizando
32,11% da area de estudo no mapa estimado com a arvore de decisao Gini e

33,27% no mapa estimado com a rede neural MLP.

Tabela 28. Matriz de erro entre 0 mapa estimado com a arvore de decisédo Gini
com densidade de amostragem de 2 pontos.ha™ (colunas) e o mapa estimado
com a rede neural MLP com densidade de amostragem de 4 pontos.ha™
(linhas).

Arvore de decisdo Gini

Argissolo Cambissolo Chernossolo Neossolo  Total  Inclusédo

Q. Argissolo 0,0484 0,0197 0,0186 0,0000 0,0867 0,4418
% Cambissolo  0,1064 0,3800 0,0163 0,0417 0,5444 0,3020
E Chernossolo  0,0151 0,0086 0,2769 0,0321 10,3327 0,1677
g Neossolo 0,0000 0,0000 0,0093 0,0269 0,0362 0,2569
& Total 0,1698 0,4083 0,3211 0,1008

Omisséo 0,7155 0,0691 0,1377 0,7321

4.5. Discusséo geral

4.5.1. Sobre as variaveis preditoras

A escolha das variaveis preditoras € uma tarefa complexa e requer
um bom grau de conhecimento sobre a importancia relativa dos fatores de
formacdo de solos na regido de estudo (Zhu, 2000), além de depender de

informacBes disponiveis. O conjunto de variaveis utilizado neste estudo néo
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pode ser considerado completo em termos de fatores de formacéo dos solos,
mas procurou incluir aquelas que caracterizem o ambiente de formagéo dos
solos em areas declivosas e que sejam possiveis de derivar e analisar em
ambiente de Sistema de Informacdo Geografica.

Variaveis climaticas ndo foram utilizadas porque o clima dominante é
homogéneo para a escala do estudo, embora o relevo local propicie variacdes
locais no clima do solo, como alteracdo da temperatura e umidade do solo. Em
funcéo do relevo movimentado, as variagdes microclimaticas sao pronunciadas,
mas sdo bem expressas pelas variaveis do terreno, principalmente pela
elevacdo e orientagdo (Zhu, 2000). A vegetacdo, que poderia representar os
organismos, néo foi utilizada porque a formacgéo original dominante, a Floresta
Estacional Decidual (IBGE, 1986), € homogénea para a area de estudo, além
de encontrar-se muito alterada pela acdo antrépica. Esta por sua vez, é
altamente condicionada pelo relevo, especialmente pela declividade. O material
de origem, representado pela geologia, também n&o foi considerado por ser
homogéneo para as escalas de mapeamento disponiveis (IBGE, 1986). Nao ha
mapas em escala detalhada que possam representar eventuais variagbes
dentro da area de estudo. Por ultimo, o fator tempo néo foi contemplado porque
nao ha uma forma definida de computar esse fator para cada pixel da area de
estudo, embora Zhu (2000) e Chagas et al. (2007) lembrem que muitas vezes
ele esteja implicito em outros fatores.

A avaliacdo de acuracia mostrou que o conjunto de variaveis
utilizado foi adequado, uma vez que a exatiddo geral e o indice Kappa
encontrados situam-se em patamares considerados satisfatorios. Como o
relevo € o fator preponderante na area de estudo, varidveis que representam
bem a forma e energia do relevo tendem a funcionar como boas preditoras dos
tipos de solos. Conforme destacado por Rossiter (2004a), o fato de aproveitar o
conhecimento de especialistas com experiéncia local (Flores et al., 2007;
Sarmento et al., 2008) na selecao de variaveis que caracterizam as forcas
dominantes de formacado dos solos também colabora neste sentido.

Provavelmente a inclusdo de variaveis adicionais possa elevar a
acuracia dos mapas estimados, uma vez que as variaveis preditoras utilizadas
ndo contemplam todos os fatores de formac&do e ndo explicam totalmente a

distribuicdo das ordens de solos na area de estudo. Entretanto, identificar
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variaveis complementares relevantes, evitando a inclusdo de dados pouco
significativos ou redundantes, requer uma avaliacdo prévia com técnicas
apropriadas. Evitar a sobreposi¢cdo de dados é importante para prevenir uma
demanda de processamento desnecessario e uma caracterizacdo deficiente
das relacdes entre as variaveis selecionadas e as classes desejadas. Nesse
sentido, a adocdo de uma etapa de pré-processamento tem sido sugerida
como alternativa para reduzir a dimensionalidade dos dados e elevar a
gualidade das predi¢cdes (Qi & Zhu, 2003; Qi, 2004; Ehsani & Quiel, 2008;
Kavzoglu, 2009, Lopez & Dematté, 2009).

4.5.2. Sobre os mapas estimados e o mapa convencional de

solos

E importante ressaltar que os resultados encontrados expressam a
capacidade dos algoritmos testados em reproduzir o0 mapa convencional de
solos usado como referéncia. Em funcao das incertezas inerentes a delimitacéo
das unidades de solos no mapa convencional, € provavel que se obtenha
acuracia mais elevada caso sejam utilizadas observacbes de referéncia feitas
em campo para treinar os algoritmos e avaliar os mapas estimados, em vez de
se extrair os dados de poligonos de um mapa convencional existente.

Segundo Lopez (2009), os erros inerentes aos mapas convencionais
interferem no treinamento, reduzindo o desempenho de predi¢do. De acordo
com Zhu (2000), a generalizacdo tipica do mapa convencional resulta em
incompatibilidades entre a classe de solo e os atributos do terreno em muitos
locais, 0 que introduz inconsisténcias nas amostras situadas proximo aos
limites entre duas classes distintas. Assim, quanto mais proximo ao limite entre
duas classes, maior tende a ser a chance de discordancia entre a classe
estimada e a classe do mapa convencional (Grimm & Behrens, 2010).
Conforme destacado por Zhou et al. (2004), o ideal é realizar o teste de
acuracia com pontos observados em campo, mas restricées de tempo, custo e
pessoal freqiientemente tornam inviavel a coleta de pontos em numero
suficiente para essa finalidade.

Nesse contexto, como o objetivo do estudo foi avaliar e comparar o
desempenho dos algoritmos, o uso do mapa convencional como referéncia
justifica-se pelo custo e tempo que seriam necessarios para levantar

informacBes em campo em todos os pontos de amostragem, o que acabaria
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por inviabilizar o estudo. Os resultados encontrados fornecem, ainda assim,
indicativos valiosos para racionalizar a coleta de dados em estudos futuros com

observagbes em campo.

4.5.3. Sobre as densidades de amostragem

A arvore de decisao Gini foi o algoritmo que apresentou a menor
sensibilidade a densidade de amostragem, resultado que concorda com
trabalhos anteriores sugerindo que arvores de decisdo sdo capazes de obter
boa acuracia mesmo com conjuntos reduzidos de amostras de treinamento (Pal
& Mather, 2002; Lippitt et al.,, 2008). A maior sensibilidade verificada para as
redes neurais concorda com o observado por Richards & Jia (1999) de que o
nimero de amostras de treinamento afeta a acuracia do resultado das redes
neurais. Assim, do ponto de vista pratico, a arvore de decisao Gini mostra-se
mais vantajosa para a predicdo de ordens de solos na area de estudo em
escala detalhada, pois permite obter resultados de boa qualidade com menor
densidade de amostragem que as redes neurais.

Levar em conta o tamanho do conjunto amostral torna-se critico, ndo
apenas pelo esforco que a coleta de amostras representa, mas porque a
sensibilidade de diferentes métodos de predicdo tende a se acentuar quando
os dados apresentam relacdes néo lineares, o que freqliientemente ocorre no
mapeamento digital de solos. Segundo Kavzoglu (2009), no caso de algoritmos
de aprendizagem de maquina, uma classificacdo bem sucedida depende do
namero de variaveis em questédo e do tipo de dados usado para representar
cada uma, além do numero e da representatividade das amostras de
treinamento, entre outros fatores.

Zhu (2000) sugere adotar como limite inferior um ndamero de
amostras equivalente a pelo menos trinta vezes o niamero de classes que se
deseja estimar, independente da escala. Hjort (2008), por outro lado, afirma
gue o tamanho da amostra afeta significativamente a capacidade de predicdo
dos algoritmos, cuja acuracia tende a aumentar com a adicdo de mais
informacéo, até atingir um platb. A partir desse ponto a adicao de novos dados
resulta em um incremento cada vez menor na acuracia, podendo inclusive
ocorrer uma inflexdo caso o0 aumento indiscriminado no numero de
observacbes promova a redundancia e a sobreposicdo dos dados. Portanto,

obter informacfes que sirvam de referéncia e auxiliem na tomada de deciséo
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sobre o volume de dados de entrada necessarios para a obtencdo de um
resultado aceitavel com um determinado algoritmo € extremamente Util.

Neste sentido, Perlich et al. (2003) conduziram uma extensa e
aprofundada comparacao entre arvores de decisdo e regressdes logisticas,
avaliando suas curvas de aprendizado. Considerando um mesmo dominio, os
autores constataram que regressbes logisticas funcionam melhor com
conjuntos de dados menores, enquanto arvores de decisdao suportam extensos
volumes de dados, mas ha um ponto em que suas curvas de aprendizado se
cruzam. Os autores concluem que sem examinar as curvas de aprendizado,
afirmar que um determinado método € superior a outro em um dominio
especifico €, no minimo, questionavel.

Os resultados encontrados mostraram que 0s quatro algoritmos
testados tendem a convergir a partir da densidade de amostragem de 4
pontos.ha’, o que sugere que as densidades recomendadas para
levantamentos convencionais também podem ser adotadas como referéncia
para 0 mapeamento digital de solos. Segundo IBGE (2007), os limites de
densidade de amostragem recomendados para levantamentos detalhados de
solos variam de 0,2 a 4 pontos.ha™. Obter indicativos concretos para
amostragem em diferentes escalas € importante na busca de procedimentos
padronizados para o mapeamento digital de solos, os quais ja existem ha mais

de 50 anos para os levantamentos convencionais.

4.5.4. Sobre os algoritmos de classificacéo

A arvore de decisdo Gini foi o algoritmo que apresentou o melhor
desempenho, obtendo acuracia mais elevada para os mapas estimados em
todas as densidades de amostragem. Além disso, suas regras de classificacéo
mostram explicitamente os limites utilizados em cada subdivisdo nos valores
das variaveis, o que as torna compreensiveis e facilita a interpretacéo por parte
do usuario. Esse aspecto permite avaliar a consisténcia das regras que
descrevem as relagbes solo-paisagem, confrontando-as com o conhecimento
pratico de pedologos com experiéncia local, e também serve para recuperar o
conhecimento contido em mapas de solo existentes.

Nas redes neurais as relacbes solo-paisagem s&o descritas
implicitamente através de pesos entre as conexdes dos neurdnios, inacessiveis

para o usuario. Segundo Lippitt et al. (2008), esse aspecto rende a principal
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critica feita as redes neurais artificiais: 0 seu carater de “caixa preta”. Todavia,
o fato de néo exibir regras de classificacdo ndo significa que as redes neurais
devam ser descartadas, pois seu desempenho pode ser avaliado pela
qualidade do resultado final obtido.

Com relacdo aos valores de acuracia obtidos, os resultados
encontrados concordam com estudos anteriores que obtiveram desempenho
superior para arvores de decisdo em comparacdo com outros algoritmos de
aprendizagem de maquina, além de gerar regras de classificacdo facilmente
compreensiveis (Foody, 1995; Pal & Mather, 2002; Gahegan, 2003, Lippitt et
al., 2008; Sarmento et al., 2009).

Entretanto, h& discordancias com relagcdo ao desempenho das redes
neurais artificiais. Lippitt et al. (2008), por exemplo, comparando duas arvores
de decisdo e trés redes neurais na classificacdo de imagens de sensoriamento
remoto, obtiveram acuracia mais elevada com a arvore de decisdao Gini. Entre
as redes neurais o melhor desempenho foi obtido com a rede neural SOM,
sendo bastante proximo ao da arvore de decisdo. Esse resultado esta de
acordo com o esperado, ja que redes neurais SOM representam uma evolucéo
das redes neurais artificiais por se basearem em aspectos cognitivos
especificos das redes neurais bioldégicas. No presente estudo, entretanto, o
melhor desempenho entre as redes neurais foi obtido com a rede neural MLP.
Essa diferenca pode estar relacionada as caracteristicas intrinsecas dos tipos
de dados utilizados nos dois casos ou as diferencas na configuracdo da
estrutura das redes neurais. Com relacdo a esta, redes neurais MLP, embora
mais simples na concepcéo, permitem mais modificagbes na estrutura do que
redes SOM, tanto no nimero de camadas ocultas quanto no numero de
neurdnios das diferentes camadas, o que afeta o seu desempenho final.

7

Independente do algoritmo utilizado, é importante ter consciéncia
gque sempre havera limitagcbes quanto a sua capacidade de representar a
realidade. Como ressaltado por Perlich et al. (2003), citando Box (1979), ndo se
pode perder de vista que “todos os modelos estdo errados, mas alguns séo
Uteis”. O que interessa, em Ultima analise, € encontrar um algoritmo que
permita estimar os dados desejados com um adequado grau de acuracia a
partir das variaveis disponiveis. Apesar do grande numero de trabalhos em

mapeamento digital de solos, testando diferentes métodos para estimar classes
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ou propriedades de solos, ainda ha poucos estudos comparando o
desempenho de diferentes algoritmos de aprendizagem de maquina entre si ou
com métodos paramétricos para a predicao de classes de solos.

Buscando fornecer subsidios para a escolha do algoritmo de
classificagcdo mais adequado, Rogan et al. (2008) sugerem alguns critérios de
avaliacdo. Os autores consideram importante avaliar o impacto do tamanho do
conjunto de treinamento (curva de aprendizado), o efeito de variagbes no
conjunto de treinamento, o efeito da presenca de ruido no conjunto de
treinamento e a interpretabilidade dos resultados do algoritmo de classificagéo.
Critérios de escolha tém particular relevancia para o mapeamento digital de
solos, onde grandes variacbes nos conjuntos de dados de treinamento e a
ocorréncia de paisagens heterogéneas requerem alta capacidade de

generalizagéo por parte dos algoritmos.
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5. CONCLUSOES

Este estudo acrescenta uma contribuicdo para o conhecimento do

desempenho de alguns algoritmos de aprendizagem de maquina na estimativa

de classes de solos em escala de detalhe, tanto do ponto de vista da acuracia

obtida quanto da sensibilidade a densidade de amostragem. Os resultados

obtidos fornecem indicativos Uteis para trabalhos futuros e podem ser

resumidos nas seguintes conclusdes:

Vi.

E possivel estimar a distribuicdo de ordens de solos em escala de
detalhe empregando algoritmos de aprendizagem de maquina e
atributos do terreno derivados de MNT como variaveis preditoras;
Tomando o mesmo conjunto de variaveis preditoras, a acuracia do mapa
estimado depende do algoritmo utilizado e do nimero de pontos de
amostragem usado para o treinamento do algoritmo;

A arvore de decisdo Gini apresentou o melhor desempenho, obtendo
acuracia mais elevada em todos os indicadores e menor sensibilidade a
densidade de amostragem;

A rede MLP apresenta potencial para predicdo de ordens de solos em
escala de detalhe, embora necessite de um nimero maior de pontos
amostrais para treinamento. Por permitir mais modificacdes na estrutura
do que as outras redes neurais, ela também deve ser mais estudada
para avaliar o efeito do nimero de neurbnios e de camadas sobre o seu
desempenho;

Tanto a arvore de decisdo quanto as redes neurais apresentam uso
relativamente simples e de processamento rapido, constituindo
ferramentas com potencial de aplicacéo pratica para estimar classes de
solos em &reas carentes de mapeamentos;

Embora apenas dois tenham alcangcado bom desempenho, os quatro
algoritmos de aprendizagem de maquina testados mostraram-se de facil
uso por estarem implementados de forma integrada em um software
acessivel e de baixo custo. Isso evitou a necessidade de converter o0s

dados para varios formatos de varios softwares e mostrou que as
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ferramentas disponiveis para o mapeamento digital de solos estdo se
tornando mais acessiveis;

Os limites de densidade de amostragem recomendados para
levantamentos convencionais em escala detalhada podem ser usados
como referéncia para dimensionar a amostragem em trabalhos de
mapeamento digital de solos na mesma escala;

Os mapas digitais estimados foram produzidos em intervalo de tempo
reduzido, apresentaram maior detalhamento espacial que o mapa
convencional existente e sdo prontamente utilizaveis em SIG;

Estudos futuros devem testar outros algoritmos e também testar a
inclusdo de variaveis preditoras adicionais, além de comparar 0s
resultados com dados observados em campo com vistas a avaliar o grau

de aproximacdo dos mapas estimados com a realidade.
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