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RESUMO

Este estudo busca compreender a contribuicdo da descoberta de conhecimento em bases de
dados ao suporte a decis@o de concessao de crédito. Para tanto, tem como objetivo principal a
criacdo de um modelo preditivo capaz de identificar informagdes utilizando mineragdo de
dados, bem como explorar as possibilidades de uso de tal modelo. Sao seus objetivos
especificos explorar como se planeja e se realiza cada uma das etapas e atividades necessarias
para a criagdo de um modelo preditivo e implementa-lo através de uma metodologia para
mineragdo de dados. Buscou-se também compreender como o uso do modelo se encaixa no
ambito de processos mais amplos de descoberta de conhecimento sobre o risco de crédito em
instituicdes financeiras. Identificou-se um processo de conhecimento em que os dados
historicos representam a memoria organizacional, a mineracao de dados representa o processo
de aprendizagem e o conhecimento extraido ¢ um novo conhecimento de dominio. Conclui-se
que o uso de mineracao de dados, que se concentra nos processos de extracao e aplicagdao da
descoberta de conhecimento em bases de dados, apoiada nos conceitos e definigdes para

escoragem de crédito pode auxiliar no processo de decisdo de crédito.

Palavras-chave: informacao; conhecimento; descoberta de conhecimento em bases de dados;

mineracdo de dados; escoragem de crédito.



ABSTRACT

The present study searches the understanding of the contribution of the knowledge database
discovery on supporting the credit decision. For this purpose, its general objective is to create
a predictive model capable of identifying information through data mining, as well as to
explore how the model can be used. The study’s specific objectives are to explore how to plan
and execute each one of the tasks required to create the predictive model and to implement it
using a data mining methodology. This study also seeks to understand the role of this model
on a broader knowledge discovery process over the credit risk at financial institutions. A
knowledge process was recognized in which the historical data represents organizational
memory, the data mining represents the learning process and the knowledge extracted is the
new domain knowledge. The use of data mining, which focuses on the extraction and
application processes of knowledge database discovery, can support the credit decision when

guided by the credit scoring definitions.

Keywords: information; knowledge, knowledge discovery in databases, credit score
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1. Introducao

O mercado de crédito brasileiro sofreu muitas mudangas na ultima década apds o plano real.
Conforme apontam PINHEIRO & MOURA (2001), parte da atual ineficiéncia dos mercados
de crédito se deve aos poucos incentivos para o investimento em instrumentos de analise de
crédito para concessdes de médio e longo prazo para empresas e individuos até o inicio do
plano real em 1994. Até esta data, cerca de 50% dos lucros dos bancos era proveniente de
receitas com operacdes de floating' e o crédito era tradicionalmente concedido por bancos
estatais. Isto levava os bancos privados a concederem pouquissimos empréstimos,
concentrando tais atividades em operagdes de curto prazo como cheques especiais e
financiamento com capital de giro, garantidos pelos fluxos de caixa dos tomadores que eram
gerenciados pelas mesmas instituigdes. A decisdo de crédito era julgamental, baseada em

fatores subjetivos e na experiéncia do analista de crédito.

Com a redug¢do nas taxas de inflacdo apos o Plano Real, reduziu-se a receita com floating, a
economia se reaqueceu e deu-se um aumento da demanda por crédito. Entretanto, a redugao
das receitas com floating e a falta de mecanismos adequados para mensurar o risco de crédito
trouxeram sérios problemas de sobrevivéncia para os credores, levando a extingdo ou

absorcdo de varios deles.

A explosdo da oferta de crédito ocorreu sem que tivesse havido qualquer mudanga
essencial nas praticas de concessdo de crédito, que continuavam a utilizar métodos
antiquados para a selecdo dos tomadores. [...] Assim, ndo foi surpresa quando os
indices de inadimpléncia aumentaram dramaticamente nesse segmento do mercado,
levando a faléncia credores que apenas ha alguns meses exibiam recordes de
vendas e de receitas de juros. [...] Os bancos também ndo ficaram imunes: tanto os
publicos quanto os privados — nacionais e estrangeiros — testemunharam um
aumento das taxas de inadimpléncia nos seus empréstimos para pessoas fisicas.
(PINHEIRO E MOURA, 2001, p.68).

! Floating - aplicagio feita pelos bancos no periodo de hiperinflagdo no Brasil. Dentro das 72 horas em que os
depositos levavam para entrar na conta dos clientes, os bancos se utilizavam desses valores para aplicagdes no
mercado especulativo, ganhando dinheiro e devolvendo ao cliente seu deposito original acrescido de uma parcela
de lucros menor do que conseguiam no mercado.
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O desenvolvimento dos mecanismos de apoio a decisdo sobre o crédito ¢
importante para permitir a expansdo das decisdes de gasto privado e para o
investimento produtivo, mas segundo relatorio do Ministério da Fazenda no Brasil
os indicadores de volume de crédito, custo e os instrumentos de financiamento
existentes ainda estdo bem aquém do que seria adequado para o nivel de
desenvolvimento da nossa economia. (DUARTE et al, 2004).

Lourengo (2005) afirma que o segmento varejista de crédito ao consumidor tem como
.. - . o, - 2
caracteristicas “o grande volume de transacdes, o baixo valor unitario por transa¢do, spread

elevado e a necessidade de velocidade na decisdo”.

Segundo GALINDO e MILLER (2001), em muitos paises o mercado financeiro passou por
um periodo de fusdes e consolida¢des, onde ocorre a perda do conhecimento sobre os clientes
na absorcdo das instituicdes menores pelas maiores, que freqlientemente centralizam o
processo de crédito. Estes fatores, entre outros, aumentam a importancia dos modelos de
extracdo de informacdes e geracdo de conhecimento a partir dos registros de dados sobre as

operacdes de crédito.

Borko (1968) aponta na Ciéncia da Informagao (CI) ndo apenas componentes de ciéncia pura,
que estuda um assunto sem considerar sua aplicacdo, mas também componentes de uma
ciéncia aplicada, que desenvolve servigos e produtos. Questdes como a geracao, interpretacao
e uso da informacao ¢ do conhecimento em sistemas naturais ¢ artificiais devem ser estudados

pela CIL.

Esta dissertacdo propde a pesquisa sobre a construcdo e a interpretacdo de informagdes a
partir da minera¢do de dados (MD), que consiste no conjunto de técnicas e tecnologias que

possibilitam a descoberta de novas informagdes, procurando, em certos casos, “aprender” a

? Diferenca entre o pre¢o de compra e de venda de um titulo ou moeda.
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partir de relacionamentos escondidos, padrdes’, correlagdes e interdependéncias existentes em

grandes bases de dados.

3 Padrdes — abstragdes de um subconjunto dos dados em alguma linguagem descritiva de conceitos.
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1.1 Problema e justificativa

Uma das principais dificuldades para a concessdo de crédito ¢ a identificagdo do risco de
inadimpléncia ou ndo cumprimento dos contratos. Isto decorre da incapacidade em estimar-se
adequadamente a probabilidade dos agentes envolvidos em cumprir os compromissos

assumidos.

Por vezes, as instituicdes de crédito ndo sabem avaliar risco de crédito e se baseiam apenas

em listas de crédito negativo mantidas pelos BIC*.

Os ambientes de analise de crédito sdo caracterizados pela dinamica na tomada de
decisdes e pela grande variedade de informagdes vindas das mais diversas fontes.
Essas informagdes muitas vezes podem ser incompletas, ambiguas, parcialmente
incorretas ou de relevancia dubia. A forma subjetiva como se da a analise dessas
informagdes faz com que ndo se consiga explicar o processo de tomada de decisdes
embora seja sabido que existem fatores que influenciam essas decisdes. (SENGER e
CALDAS JUNIOR, 2001, p.19).

Senger ¢ Caldas Junior (2001) afirmam que as decisdes de crédito devem ser criteriosas, pois
podem provocar prejuizos as instituicdes financeiras, além de prejuizos morais aos clientes.
Quanto mais amplas e precisas as informagdes sobre a probabilidade de pagamento, melhores
serdo as condi¢des para a correta avaliagdo do risco de cada operacdo. Com isso, as
instituicdes financeiras terdo maior propensdo a emprestar, os custos dos empréstimos serao

menores e todos os agentes econdomicos obterdo condi¢des de realizar melhores resultados.

As empresas reconhecem a necessidade de extrair informagdo e conhecimento presentes em

suas bases de dados. Métodos manuais sdo dispendiosos e invidveis quando aplicados a

4 BIC — Bureau de Informacdo de Crédito. Existem varios no Brasil ha varias décadas. Tradicionalmente
mantém essencialmente informacdes negativas, obtidas dos cartorios judiciais e de titulos, das associacdes de
diretores lojistas e do registro do Banco Central sobre cheques devolvidos. O cadastro apenas de informacdes
negativas desqualifica esta fonte, tornando suas informagdes pouco uteis no contexto deste trabalho. Entre os
maiores BIC do Brasil estio o SERASA e o SPC.
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grandes bases de dados. A mineracao dos dados registrados sobre os clientes e o historico das
operacdes realizadas nas empresas ¢ uma alternativa para suprir esta necessidade de

informagao.

Existem atualmente poucos estudos aprofundados na literatura brasileira sobre as etapas
necessarias a criacdo de um modelo preditivo de MD para apoio a decisdo de crédito sob a
otica dos conceitos da Ciéncia da Informagdo. Sendo a CI, de acordo com Saracevic (1996),
um campo dedicado as pesquisas cientificas dos problemas da comunicagdo do conhecimento
e seus registros, encontra-se, no seu contexto, terreno fértil para o estudo dos processos de

descoberta de conhecimento em bases de dados (DCBD).

A Ciéncia da Informagdo ¢ um campo dedicado as questdes cientificas e a pratica
profissional voltada para os problemas da efetiva comunicacdo do conhecimento e de
seus registros entre os seres humanos, no contexto social, institucional ou individual
do uso e das necessidades de informagdo. No tratamento destas questdes sdo
consideradas de particular interesse as vantagens das modernas tecnologias
informacionais. (SARACEVIC, 1996, p.7).

Wersig (1993) aponta que a CI necessita de uma compreensao basica dos “atores” e dos
processos de criacdo e transformacao do conhecimento. Eles podem ser individuos,
organizagoes, culturas e até configuragdes tecnologicas. Além disso, os modelos e conceitos
devem ser confrontados com os processos da realidade para a avaliagdo de seus potenciais

propositos na CI.

Chen e Liu (2004) afirmam que a MD abriu novos caminhos para a CI, possibilitando a
pesquisa por informagdes valiosas em grandes volumes de dados, assim apoiando as
organizagdes na tomada de decisdes mais rapidas e com maior grau de confianga. Segundo os
autores, as tarefas de MD tém sido implementadas em muitos dominios de aplicagao,
podendo apoiar a CI em ambientes personalizados, comércio eletronico € mecanismos de

busca. Portanto, a pesquisa dos métodos de MD revela-se pertinente no contexto dos
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processos de decisdo de crédito, que, conforme visto anteriormente, tém influéncia

econdmica e social sobre o cotidiano.

Saracevic (1996) diz que os estudos sobre sistemas inteligentes, bases de conhecimento,
hipertextos e sistemas relacionados, interfaces inteligentes e interagdo homem-computador e
mesmo a reutilizagdo de software tém significativo componente informacional, associado com
a representagdo da informagdo, sua organiza¢do intelectual e encadeamentos; busca e
recuperagdo de informagdo; qualidade, valor e uso da informacdo - todos tradicionalmente

tratados pela Ciéncia da Informagao.

1.2  Objetivos

O objetivo deste trabalho ¢ criar um modelo preditivo capaz de identificar padrdes uteis, i.e.,
informagdes, para suporte a decisdo utilizando MD, bem como explorar as possibilidades de
uso de tal modelo. Pretendeu-se pesquisar as etapas necessdrias para a preparagdo e para a

transformag¢@o dos dados em informacao e geracao de conhecimento.

Os seguintes objetivos especificos foram destacados:
= Explorar como se planeja e se realiza cada uma das etapas e atividades necessarias
para a criacdo de um modelo preditivo para a decisdo de crédito a partir de dados
historicos de operagdes de crédito realizadas por uma instituicdo financeira;

* Implementar o modelo preditivo através de uma metodologia para MD.

Na investigag¢do do uso e valida¢do do modelo pretendeu-se verificar, principalmente, se:
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* O modelo criado promove ganhos ao processo de decisdo, com boa aplicabilidade
e bom coeficiente de aderéncia para este tipo de aplicagdo, ou seja, se o uso de MD
pode apoiar a decisdo sobre o risco de crédito.

» Uma vez que se verifique positivamente a utilizacdo de MD, buscar-se-a
compreender como o uso do modelo se encaixa no ambito de processos mais
amplos de descoberta de conhecimento sobre o risco de crédito em instituicdes

financeiras.

Em resumo, pretendeu-se investigar a seguinte questdo: ¢ possivel construir, a partir da MD,
. . y g4, 5 , . . o~ .

um modelo inspirado na escoragem de crédito” que apoie efetivamente a decisdo sobre o risco

de crédito? Em seguida, busco-se verificar como o modelo de apoio a decisdo se relaciona

como com o0s processos de descoberta de conhecimento.

> Escoragem de crédito (EC) — atribuicdo de pontos aos candidatos ao crédito para classifica-los em grupos de
risco. Tradugdo do termo em inglés credit scoring.
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1.3  Classificacdo da Pesquisa

Trata-se de uma pesquisa aplicada que visa identificar elementos para a construgdo de um
modelo de DCBD, utilizando como caso o histérico dos empréstimos pessoais de uma
determinada instituicdo financeira brasileira. O seu nome foi omitido por questdes de politica
de seguranca. O universo da pesquisa consiste dos dados registrados no histérico desta
instituicdo e dos usuarios e analistas que detém o conhecimento do dominio necessario a

criacdo do modelo.

1.4 Metodologia

Para atender aos objetivos propostos, as seguintes etapas basicas foram desenvolvidas:

Etapa 1 — Revisdo bibliogrdfica sobre MD e sua contribuicdo para o ciclo de vida da
informacao.

Estudou-se o ciclo de vida da informagdo sob o ponto de vista da Gestdo da Informagdo
passando de dado a informagao e ao conhecimento e as contribui¢gdes das ferramentas de MD
apoiando a DCBD e o ciclo de vida da informagdo. Estudou-se a metodologia para MD

CRISP-DM de Chapman et al (1999) e a metodologia proposta por Fayyad et al (1996).

Etapa 2 — Estudo do papel da informagdo no apoio a decisdo da concessio de crédito
pessoal e ao entendimento do negdcio.
Caracterizou-se o registro e o uso das informagdes sobre os clientes no contexto da institui¢ao

financeira pesquisada e identificaram-se as necessidades de informacao para melhor apoiar as
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decisdes e proporcionar o entendimento do cenario de informagao e dos processos de negdcio
envolvidos. Foram estudados os conceitos e uma metodologia para a criagcdo de modelos de

EC para relacionar seus fundamentos e praticas aos objetivos desta pesquisa.

Nesta etapa foram realizadas analises de documentos e informagdes, além de entrevistas com

especialistas do dominio na institui¢do pesquisada.

Etapa 3 — Construgdo do modelo de MD

Criou-se um modelo de MD inspirado na EC utilizando ferramentas de software para
explicitar as informagdes € o conhecimento contidos nos registros do historico de transagdes
da instituicdo financeira. Os trabalhos de Sicsu (1998) e Herszkowicz (1998) foram as

principais referéncias para os conceitos sobre EC.

Foram seguidas as metodologias CRISP-DM, apresentada na figura 1, e a proposta por
Fayyad et al (1996) que definem que o processo envolve a realizacdo de varias atividades
como:

» Identificacdo do dominio;

= Selecgdo e limpeza dos dados;

» Redugao do volume de dados;

» Escolha da fun¢do de MD;

» Escolha do algoritmo de MD;

» Busca por padroes;

» Avaliacdo do conhecimento;

= Refinamento do conhecimento
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Figura 1 — Fases do Modelo CRISP-DM

Fonte: CHAPMAN, P. et al (1999)

Etapa 4 — Validacio do modelo

Foi avaliado o desempenho do modelo quando aplicado a uma base de dados de testes onde o

comportamento dos tomadores de empréstimo ¢ conhecido.

Nesta etapa foram feitos testes do modelo de MD e avaliagdo da precisao das informagdes
geradas. Foi avaliado estatisticamente o grau de acerto do modelo criado comparando o risco

previsto com o resultado de operacdes realizadas.
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Etapa 5 — Discussao sobre o modelo.

Discussao e conclusdo sobre sua eficiéncia, sua aplicabilidade e sua viabilidade no suporte a

geracdo de informacao.

1.5 Organizacio do trabalho

Esta dissertacdo ¢ estruturada em quatro capitulos. A introduc¢do, aqui apresentada no
primeiro capitulo, ¢ seguida por um referencial tedrico sobre descoberta de conhecimento em
bases de dados, mineracdo de dados, tomada de decisdo sobre concessdao de crédito e
escoragem de crédito, no segundo capitulo. A constru¢do do modelo de mineracao de dados ¢
discutida no terceiro capitulo. As conclusdes obtidas sdo expostas no quarto capitulo, que €

seguido pelas referéncias bibliograficas, no quinto capitulo.
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2. Referencial teorico

2.1. Definicoes e conceitos

2.1.1. Dado, informacao e conhecimento

99 Gy

Os conceitos relativos aos termos “dado”, “informagao” e “conhecimento” serdo inicialmente
estabelecidos, sob a oOtica deste trabalho, posto que sdo varias as suas defini¢des na literatura

da Ciéncia da Informacgao.

Miranda (1999) define dado como “um conjunto de registros qualitativos ou quantitativos
conhecido que, organizado, agrupado, categorizado e padronizado adequadamente,
transforma-se em informacdo”. Davenport (1998) afirma que um dado corresponde a

"observagoes sobre o estado do mundo".

Segundo Barreto (1996), informagdes “sdo estruturas significantes com a competéncia de
gerar conhecimento no individuo, em seu grupo, ou na sociedade”, e a qualifica como “um
instrumento modificador da consciéncia do homem e de seu grupo social”. Miranda (1999)
define informagdo como dados organizados de modo significativo, sendo subsidio ttil a

tomada de decisdo.

Para Barreto (1996) o conhecimento ¢ ‘“a alteragdo provocada no estado cognitivo do
individuo, isto ¢, no seu estoque mental de saber acumulado, proveniente de uma interagao

positiva com uma estrutura de informacao”.
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4

Para Davenport e Prusak (1998), o conhecimento ¢ a mistura fluida de experiéncia
condensada, valores, informacao contextual e insight experimentado, a qual proporciona uma

estrutura para a avaliacdo e incorporagao de novas experiéncias e informagdes.

Sirihal e Lourengo (2002) resumem, em sua pesquisa sobre varios autores da Ciéncia da
Informacgdo, que “informagdo é conhecimento fragmentado para sua melhor assimilagdo e
disseminag¢do, principalmente em meio eletronico; e conhecimento ¢ todo o saber existente
nos seres € na natureza que ¢ explicitado através de sua fragmentacdo em informacao”. Os
autores afirmam também que “é impossivel falar-se em informagao sem contemplar o termo
conhecimento. Para grande parte dos autores da Ciéncia da Informagdo, a informagdo se

inter-relaciona com termos tais como comunicagdo, mensagem, conhecimento”.

Nonaka e Takeuchi (1997), afirmam que “o conhecimento tacito ¢ o conhecimento pessoal,
que ¢ dificil formalizar ou comunicar a outros. E constituido do know-how subjetivo, dos
insights e intuigdes que uma pessoa tem depois de estar imersa numa atividade por um longo
periodo de tempo. Conhecimento explicito ¢ o conhecimento formal, que ¢é facil transmitir
entre individuos e grupos. E fregiientemente codificado em formulas matematicas, regras,

especificagdes, e assim por diante. Os dois conhecimento sao complementares”.

Conhecimento tacito ¢ o acimulo de saber pratico sobre um determinado assunto, que agrega
convicgdes, crengas, sentimentos, emog¢des e outros fatores ligados a experiéncia e a
personalidade de quem o detém. O Conhecimento explicito € o conjunto de informagdes ja
em algum suporte (livros, documentos, etc.) e que caracteriza o saber disponivel sobre tema

especifico.
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Nonaka e Takeuchi (1997) estruturaram um modelo para as conversdes possiveis do
conhecimento entre tacito e explicito através dos processos de exteriorizagdo, combinacao,
internalizacdo e socializag@o. Estas conversdes nas dimensdes ontoldgica, epistemoldgica e

temporal ddo origem a Espiral do Conhecimento, representada na figura 2.

Tacito Tacito
o | Sociali- Externali- n)
'S | zacéo Zagao =1
i o
[
(AR
\hy o
[

& g
"~ | Internali- | Combi- g
Zagao nacgao
Explicito Explicito

Figura 2 — A espiral do conhecimento.

Fonte: Nonaka e Takeuchi (1997).

As pessoas das diferentes unidades de trabalho que compdem uma organizagio tém
necessidade de dados, informagdo e conhecimento para desenvolverem suas tarefas
cotidianas, bem como para tracarem estratégias de atuacdo. Portanto, dados,
informag@o e conhecimento sdo insumos basicos para que essas atividades obtenham
resultados satisfatorios ou excelentes. Para gerenciar esses fluxos informacionais,
quer formais ou informais, é necessario realizar algumas acdes integradas
objetivando prospectar, selecionar, filtrar, tratar e disseminar todo o ativo
informacional e intelectual da organizagdo, incluindo desde documentos, bancos ¢
bases de dados etc., produzidos interna e externamente a organizagdo até o
conhecimento individual dos diferentes atores existentes na organizagdo.
(VALENTIM, 2002, p.4).

Davenport e Prusak (1998) dizem que o conhecimento pode se desenvolver através da
experiéncia, que se refere ao que acontece ¢ ao que aconteceu no passado. O conhecimento
nascido da experiéncia reconhece padroes familiares e pode inter-relacionar os
acontecimentos atuais com os passados.

Sistemas informatizados prestam-se muito mais para gerenciar o conhecimento
explicito do que o tacito Apesar deste fato deve-se considerar que a criagdo do
conhecimento tacito ¢ facilitada com o uso de sistemas de informagdo, pois a
medida que o conhecimento explicito é mais bem gerenciado, sua disponibilizagdo
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¢ melhorada e ha maior interacdo entre os dois tipos de conhecimento, o que ¢
essencial para o processo de criagdo de conhecimento. (FERREIRA, 2003, p.44).

Segundo, Ferreira (2003), a tecnologia da informacdo lida principalmente com o
conhecimento explicito, mas seria incorreto afirmar que a gestdo do conhecimento tacito nao
¢ apoiada. O autor sugere também que ocorre “desnecessaria dicotomia entre gestdo e
tecnologia”, afirmando que a tecnologia “alavanca e potencializa os instrumentos e praticas de

gestao”.

2.1.2. Regras organizacionais para tomada de decisao

Slovic et al (1977) dizem que “devido a limitada capacidade de processamento de informacao
e por ignorancia de regras para processamento de informacdes na tomada de decisdo, o

julgamento € sujeito a desvios sistematicos”.

Choo (2003) afirma que como ha limitagdes de tempo, de recursos e, acima de tudo, de
energia intelectual para identificar as alternativas, prever as conseqiiéncias e esclarecer as
preferéncias, a atenc¢do torna-se um recurso escasso, que influencia a decisdo, assim como a
quantidade e a qualidade da informacdo na qual ela se baseia. O mesmo autor diz que a
realidade ¢ comparada com padrdes baseados em tendéncias passadas, projecdes, situagdes

comparadas, expectativas de outros e modelos teoricos.

Mintzberg et al (1996) afirmam que “os tomadores de decisdo buscam reduzir a decisdo em

subdecisdes nas quais eles aplicam conjuntos de procedimentos ou rotinas gerais”.
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Simon (1976) afirma que os homens sdo racionalmente limitados: quando tentam agir de
maneira racional, a racionalidade de seu comportamento é limitada por suas capacidades
cognitivas e por restricdes organizacionais. Algumas caracteristicas da racionalidade humana
relacionadas ao processo decisorio se organizam por programas ou estratégias, devendo os

tomadores de decisdo construir modelos mentais.

Segundo Kim (1993), a andlise da memoria ativa da organiza¢do define em que se deve
prestar atencao, como decidir e qual parte da sua experiéncia selecionar e lembrar. Assim se
constituem os modelos mentais compartilhados e individuais. A explicitacio e o
compartilhamento destes modelos facilitam a criagdo do conhecimento através da experiéncia
e apéiam o aprendizado organizacional. O aprendizado ocorre quando as organizagdes

codificam inferéncias da historia em rotinas que orientam o comportamento.

2.2. Descoberta de conhecimento em bases de dados

A automatizacdo dos processos de negocio das empresas criou um fluxo enorme de dados que
se multiplica em poucos meses. A andlise destes dados ¢ impossivel a olho nu, sendo
necessaria a criagdo de sistemas automatizados para a descoberta de informacdo e

conhecimento nestas bases de dados.

Diversas empresas ¢ institui¢des utilizam e demandam melhores métodos e ferramentas para

analisar suas bases de dados a procura de padrdes uteis e interessantes.
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A DCBD, ou o termo em inglés KDDS, ¢ a extragdo da informagdo implicita, ndo trivial,
previamente desconhecida de uma base de dados. Dado um conjunto de dados F, uma
linguagem L, e uma medida de certeza C, define-se um padrdao como uma declaracdo S em L
que descreve relacionamentos entre um subconjunto Fs de F' com uma certeza ¢, na qual S ¢
mais simples (de alguma forma) do que a enumeracdo de todos os dados em Fs. Um padrao
que ¢ interessante (de acordo com uma medida de interesse do usuario) e certo o suficiente
(novamente de acordo com critérios do usudrio) ¢ chamado conhecimento. A saida de um
sistema que monitora um conjunto de dados em uma base de dados e produz padrdes de
acordo com o significado definido acima ¢ chamada conhecimento descoberto. A arquitetura

de um sistema DCBD est ilustrada na figura 3.

O campo de estudos do KDD é, em um nivel abstrato, voltado para o
desenvolvimento de métodos e técnicas objetivando dar sentido aos dados. O
problema basico trabalhado pelo processo do KDD ¢ o mapeamento de dados brutos
(que tipicamente sdo muito volumosos para se entender e assimilar) em formas que
devem ser mais compactas (como um relatorio), mais abstratas (como um modelo de
aproximagdo descritivo do processo que gerou os dados), ou mais util (como um
modelo preditivo de estimag@o de valores para casos futuros). (FAYYAD et al, 1996,
p-37).
A DCBD exibe quatro caracteristicas principais:
= Deve ser representada em linguagem de alto nivel, compreensivel para os usuarios;
= Exatiddo: as descobertas devem representar o conteudo da base com exatidao. A
extensao desta representatividade ¢ expressa pela certeza;
= Resultados interessantes: o conhecimento descoberto serd interessante de acordo
com critérios definidos pelo usuario. Normalmente o conhecimento sera

interessante se for novo, potencialmente 1til, e se o procedimento de descoberta for

ndo-trivial;

8 KDD — Knowledge Discovery in Databases, termo inglés muito utilizado na literatura, traduzido como
descoberta de conhecimento em bases de dados.
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= Eficiéncia: os tempos de execucdo para grandes bases de dados devem ser

previsiveis e aceitaveis.

A figura 3 ilustra a arquitetura de um sistema para DCBD.

Aplicacao

Usuario

Influéncias

Base e
Drados

Conhecimeanto
Cescoberto

Método de Descoberta
Procura
Avaliagio

Conhecimento
de Dominio

Figura 3 — Arquitetura de um modelo para descoberta de conhecimento.

Fonte: FRAWLEY et al (1992).

No nucleo do sistema estd o0 método de descoberta, que processa e avalia os padroes a medida
que estes sdo reconhecidos. A entrada para o método de descoberta inclui registros de dados
da base de dados, informagdo do dicionario de dados, conhecimento de dominio’ adicional, e
influéncias definidas pelo usudrio que definem o foco de andlise. A saida do processo € o
conhecimento descoberto que pode ser devolvido para o usudrio ou, em alguns casos, pode ser

devolvido para o sistema como um novo conhecimento de dominio.

7 Conhecimento de dominio - é aquele que auxilia o processo de descoberta restringindo e direcionando a
pesquisa.
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Inicialmente uma base de conhecimento pode ser construida com poucas regras,
mas, dependendo da complexidade do ambiente e das necessidades de informagdes
variadas, esta base podera eventualmente crescer para milhares de regras e fatos.
Assim, € preciso que se tenha o cuidado de implementar instrumentos internos de
refinamento que possibilitem podas na arvore de decisdo e cortes na base de
conhecimento, para que o processo de busca localize segmentos cujas regras ¢
fatos contemplem os instrumentos necessarios que conduzam a solugdo dos
problemas em questdo. (MENDES, 1997, p.41).

O sistema pretende apoiar a tomada de decisdes pelo analista, ou seja, pelo usudrio. A
resposta se relaciona com o conhecimento de dominio especifico de uma certa comunidade
profissional. Desta forma, o receptor do sistema idealmente deve compartilhar uma base de
conhecimento de dominio para que possa interpretar e usar a resposta do sistema
construtivamente, ou até rejeita-la, se esta lhe parecer fora do contexto. Ou seja, o usuario
deve ter a capacidade de tomar decisdes informadas sobre a relevancia do conhecimento

descoberto.

2.2.1. A natureza interdisciplinar da DCBD

Segundo Gonzaléz de Goémez (2001), o encontro interdisciplinar ¢ o momento da
comunicacdo ¢ do intercimbio entre areas do conhecimento diferenciadas, mas com um
interesse compartilhado que impulsiona a convergéncia em direcdo a reflexdo sobre um

problema comum.

Segundo Fayyad et al (1996), a DCBD evolui da intersegdo de campos de pesquisa sobre

rour . . . 8 . ~ . N .
estatistica, aprendizado de maquina”, reconhecimento de padrdes, bases de dados, inteligéncia

8 . N . . . . . .
Do inglés machine learning: é o estudo de algoritmos cujo desempenho em determinada tarefa melhora com a
experiéncia.



30

artificial, geracdo de conhecimento para Sistemas Especialistas, visualizagdo de dados e
performance computacional, entre outros. O objetivo comum ¢é extrair conhecimento de alto
nivel partindo de grandes volumes de dados. Enquanto estes campos de pesquisa fornecem
métodos aplicados no processo de MD, a DCBD visualiza o processo em um nivel mais
amplo, incluindo:

» Como os dados sdo registrados e acessados;

» Como os algoritmos podem ser eficientemente usados em grandes bases de dados;

» Como os resultados podem ser interpretados e visualizados;

* Como a interacdo homem-maquina pode ser modelada e apoiada.

As interpretagdes dos padrdes e das regras descobertas t€m um interesse especial no processo
de DCBD. Algumas técnicas como as redes neurais produzem modelos mais dificeis de serem
apresentados aos usudrios, mas sao competentes na redu¢do de ruido nos dados analisados.
Por outro lado, técnicas como as arvores de decisdo, que sera estudada nesta pesquisa,

apresentam resultados de facil compreensao.

As técnicas estatisticas fornecem linguagem e padrdes utilizados na quantificagdo da incerteza
inferida sobre as amostras de dados analisadas. Apoiada sobre técnicas estatisticas para a
selecdo de hipoteses, a DCBD deve seguir métodos estatisticamente corretos e deve ser

aplicada sobre amostras estatisticamente validas ou o resultado serd comprometido.

O desenvolvimento de algoritmos para manipulagdo eficiente, acesso, agrupamento e
otimizagdo de consultas a bases de dados apoia o processo de manipulacdo de grandes bases

de dados necessarios para a DCBD.
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Inmon (1992) define o conceito de armazém de dados como uma cole¢do de dados orientada
ao assunto, integrada, variante no tempo e nao volatil para suporte a decisoes. Iniciativas de
armazém de dados contemplam a andlise das areas de negocio da instituicdo para a defini¢ao
dos seus indicadores de performance e de suas dimensdes’. Os dados presentes em diversos
sistemas operacionais da instituicdo sdo integrados em um modelo de dados tinico alinhado a
visdo tatica e estratégica das atividades da instituicdo. A disponibilidade deste ambiente ¢
favoravel para a DCBD, pois esta base de dados ¢ rica quanto aos conhecimentos que dali

podem ser extraidos.

Segundo Mendes (1997), os Sistemas Especialistas sdo sistemas baseados em conhecimento,
construidos, principalmente, com regras que reproduzem o conhecimento do perito e sdo
utilizados para solucionar determinados problemas em dominios especificos, possibilitando
aumento na produtividade de um especialista na execucao de tarefas especializadas, quando
assistido por estes sistemas. Os Sistemas Especialistas sdo constituidos pelos mesmo trés
elementos fundamentais do DCBD: base de conhecimento, motor de inferéncia e interface

com 0 usuario.

Sob nosso ponto de vista, a Ciéncia da Informagdo ¢ muitas outras areas podem
encontrar nos Sistemas Especialistas, eficientes ferramentas para o gerenciamento
da informacédo. Disponibilizar ferramentas para suporte a tomada de decisdo, neste
caso, vai mais além do que fornecer graficos e tabelas ao usuario significa prestar-
lhes orientagdo, na identificagdo de suas necessidades, simulando cenarios e
possibilitando maior exatiddo e confiabilidade nos seus resultados. (MENDES,
1997, p.40).

Furnival (1995) diz que os melhores Sistemas Especialistas foram construidos com o usuario

em mente, codificam conhecimento de um dominio especializado bem delimitado e foram

? As dimensdes sdo as entidades que caracterizam as operagdes de negocio (fatos) da instituicdo no ambiente de
analise. Como exemplo em uma companhia aérea um bilhete (fato) é emitido para: um trecho, um cliente, em
uma data (dimensdes).
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construidos para serem usados por especialistas destes dominios, que possuiriam a base de

conhecimento tacito necessario para interpretar as respostas do sistema.

2.3. Mineracao de dados

A MD ¢ um processo de suporte a decisao no qual se procura por padroes escondidos em
grandes volumes de dados. Seus objetivos principais sdo a previsdo ¢ a descrigdo. A MD
preditiva faz uso de varidveis existentes na base de dados para prever valores desconhecidos
ou futuros. A MD descritiva é voltada para a busca e a apresentagdo de padrdes que

descrevem os dados.

O conhecimento extraido deve ser compreensivel, potencialmente 1til e valido para um novo
. . . 10 J N
conjunto de dados com um determinado grau de incerteza ~, podendo ser utilizado no apoio as

decisoes.

A MD ¢ uma fase da DCBD. O processo tem natureza iterativa (para melhor ajuste dos
parametros a cada iteracdo) e interativa (baseado no conhecimento dos especialistas e dos

usuarios).

"Deve-se distinguir o “risco” da “incerteza”: o primeiro existe quando a tomada de decisdes é baseada em
probabilidades objetivas para a estimagdo de diferentes resultados. Desta forma a expectativa se fundamenta em
dados historicos, permitindo que as decisdes sejam tomadas a partir de estimativas consideradas aceitaveis. A
incerteza é observada quando ndo se tem a disposigdo os dados historicos acima mencionados, levando a
decisdes baseadas em observacdes subjetivas.
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Segundo Fayyad et al (1996), a descoberta de conhecimento de bases de dados envolve a
realizagdo possivelmente iterativa de vérias atividades como:

» Identificacdo do dominio: define-se o escopo, objetivos, metas ¢ o conjunto de
dados;

= Selegdo e limpeza dos dados: obtengdo, unificagdo e transformagdo para eliminar
ruidos e garantir a qualidade dos dados;

» Redug¢do do volume de dados: selecao de exemplos (através de métodos como a
amostragem aleatéria), reducdo de atributos e de seus valores (através de
discretizacao de seus valores, por exemplo);

» Escolha da fungdo de MD: fungdo preditiva ou descritiva;

» Escolha do algoritmo de MD: ocorre de acordo com a fun¢do e com a linguagem
de representacdo dos padrdes encontrados;

» Busca por padrdes: consiste na aplicagao dos algoritmos selecionados para a busca
dos padrdes contidos nos dados;

» Avaliacdo do conhecimento: aplicagdo de medidas para critérios como precisao e
compreensibilidade sobre o conhecimento gerado;

» Refinamento do conhecimento: combinag¢do de conhecimentos obtidos através de
varios modelos e a classificagdo destes visando obter melhores resultados a cada

iteragao.
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Figura 4 — Etapas da DCBD

Fonte: Fayyad et al (1996).

Inicialmente uma base de conhecimento pode ser construida com poucas regras,
mas, dependendo da complexidade do ambiente e das necessidades de informagdes
variadas, esta base podera eventualmente crescer para milhares de regras e fatos.
Assim, ¢é preciso que se tenha o cuidado de implementar instrumentos internos de
refinamento que possibilitem podas na arvore de decisdo e cortes na base de
conhecimento, para que o processo de busca localize segmentos cujas regras ¢
fatos contemplem os instrumentos necessarios que conduzam a solugdo dos
problemas em questdo. (MENDES, 1997, p.41).

Segundo Rezende et al (2003), o processo de MD ¢ um ciclo dividido em trés grandes etapas:

Pré-processamento, Extragdao de Padrdes e Pos-Processamento, que sdo precedidas pela fase

de Identificagdo do Problema, que sdo sucedidas pela fase de Utilizagdo do Conhecimento. A

figura 5 ilustra o ciclo das etapas do processo de MD.
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Figura 5 — Etapas do processo de MD.

Fonte: Rezende et al (2003).

2.3.1. Tarefas de mineracao de dados

A MD pode ser usada para varios tipos de tarefas. Baseado no tipo de conhecimento a ser
descoberto, o processo pode ser supervisionado ou ndo supervisionado. O primeiro tipo requer
que os dados tenham atributos que indiquem a qual classe os registros na base de dados
pertencem. O algoritmo de extracdo faz uma identificacdo das caracteristicas comuns entre os
membros de uma classe e fornece uma descrigdo para cada classe. O modelo ¢ construido
através dos exemplos, da defini¢do de classes e do fornecimento de exemplos para cada uma.
O processo deve achar uma descricdo de cada classe, tal como as propriedades comuns dos
exemplos. Uma vez que a descri¢do tenha sido formulada, a descri¢do e a classe formam uma
regra de classificacdo que pode entdo ser utilizada para a previsao de classes de objetos ainda

nao vistos. Esta técnica ¢ similar a analise discriminante em estatistica. Um tipo de descri¢ao
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utilizada, que usa uma representagdo a partir de regras ¢ a descri¢do caracteristica, como se
sugere no exemplo:

E_animal(x),tem_asas(x),pode_voar(x)—¢ péassaro

O segundo tipo ndo requer pré-classificagdo. Serdo formados grupos com caracteristicas
comuns. O modelo ¢ construido através de observacdo e descoberta. O processo ¢ suprido
com os dados, mas nenhuma classe ¢ definida, de forma que o modelo deve observar os

exemplos e reconhecer padrdes (descrigdo das classes) por si mesmo. O processo resulta em

O~

um conjunto de descrigdes de classes, uma para cada classe descoberta. Novamente, isto

similar a analise de grupos em estatistica.

A figura 6 ilustra algumas das tarefas de MD, classificando-as em atividades preditivas e
descritivas. E usual a utilizacdo de vérias delas em uma mesma base de dados visando a

combinag¢do do conhecimento extraido por cada tipo de tarefa.

A presente pesquisa se baseia no uso de arvores de decisdo através de regressdo e
classificagdo para a criagdo do modelo de decisdo de crédito. Além das técnicas discutidas nas
préximas segoes, existem outras tarefas de MD fora do escopo desta pesquisa, como redes

neurais, por exemplo.
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MINERACAO
DE DADOS

REGRAS

REGRESSACQ DE ASSOCIACA

SUMARIZAGAD

AGRUPAMENTO GUTRAS

Figura 6 — Atividades e tarefas de MD.

Fonte: Rezende et al (2003).

2.3.1.1. Regras de Associacio

Regras de Associagdo sdo usadas para encontrar relacionamentos significativos ou
caracteristicas que ocorrem juntas em uma grande base de dados. O objetivo €é encontrar e
descrever as correlagdes escondidas nos dados registrados. Segundo Agrawal & Srikant
(1994), uma regra de associacdo caracteriza o quanto um conjunto de itens nos registros de
uma base de dados ¢ associado, com certo grau de seguranca, a presenca de algum outro

conjunto distinto de itens nos mesmos registros.

O formato de uma Regra de Associagdo pode ser representado como uma expressao da forma:
LHS —RHS, onde LHS e RHS sao, respectivamente, o lado esquerdo e o lado direito da regra,

definidos por conjuntos distintos de itens.
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Para ilustragdo, em um problema hipotético em que se investigam consumidores de pipoca e
guarana, a regra de associagdo poderia ser:

»  75% dos consumidores que compram pipoca também compram Guarana.

O indice 75% refere-se a confianga, uma medida do poder preditivo da regra. O item do LHS
¢ pipoca, enquanto que Guarana estd no RHS. O algoritmo produz uma grande quantidade
destas regras e deve-se observar a percentagem dos registros que observam esta regra (suporte)

e selecionar os subconjuntos de regras que tém maiores graus de confianga.

No exemplo da figura 7, as regras sdo exibidas em coordenadas, onde o inicial é o eixo

horizontal que representa a confianga da regra e o eixo vertical representa o seu suporte.

«
50 3070 4060 5050 6040 7030 s0.20 90.10

Figura 7 — Exemplo de visualizacio de regras de associacio

Fonte: DCC/UFMG - Projeto Tamandua - Manual de Ajuda (2006).
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2.3.1.2. Agrupamento

Agrupamento consiste na divisdo dos dados em grupos de objetos similares. Cada grupo
consiste de objetos similares entre si e diferentes dos objetos em outros grupos. Sao
identificadas classes de itens em uma base de dados de acordo com alguma medida de
similaridade. Agrupamento ¢ entdo uma tarefa ndo supervisionada para a descoberta de
padroes nos dados, e pode ser usado em situagdes onde os registros ndo estejam pré-
classificados. O objetivo ¢ descrever os dados disponiveis. Esta técnica tem a vantagem de
revelar tendéncias desconhecidas, correlagdo, padrdes e ndo sdo necessarias suposigdes sobre
a estrutura dos dados. A técnica de agrupamento costuma ser utilizada em Gerenciamento de
Relacionamento com Clientes como uma etapa para a segmentacdo de clientes, e estd

ilustrada na figura 8.

Renda
Qe @
@ .

A = Pessoas que dirigem para ir ao trabalho
B = Pessoas (que usam a bicicleta para ir ao trahalho

ldade

Figura 8 — Exemplo de um agrupamento

Fonte: Microsoft SQL Server 2005 Books Online (msdn.microsoft.com)

2.3.1.3. Classificacio

A Classificagdo, um processo supervisionado, tenta descobrir padrdes preditivos baseados nos
atributos dos registros. Deve ser identificado o conjunto minimo das caracteristicas

conhecidas de um determinado conjunto de dados que seja suficiente para prever uma
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caracteristica desconhecida. O objetivo ¢ prever as caracteristicas dos dados futuros, com base

nos dados disponiveis.

2.3.1.4. Arvore de Decisio

A Arvore de Decisdo possui uma estrutura ramificada onde as folhas representam
classificagdes e os ramos representam as conjuncdes das caracteristicas que levam a estas
classificagdes, baseadas nos atributos considerados (varidveis de entrada). Dentre as varias
vantagens no seu uso, destacam-se:
* Em geral, ndo ¢ necessaria uma rigorosa pré-sele¢do das variaveis de entrada para
o modelo, pois os processos de construcdo de arvores de decisdo possuem
mecanismos robustos de sele¢ao de atributos;
* O modelo resultante ¢ de simples compreensdo, interpretacdo e explicacao,
facilitando o compartilhamento do conhecimento descoberto;
"= Apds a criagdo do modelo, observa-se uma boa performance na predigdo. Isto

permite a tomada de decis@o baseada no conhecimento produzido.

A figura 9 representa uma arvore de decisdo gerada pela andlise de registros relativos a

decisdo sobre a realizagdo de uma partida de golf.
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Variavel dependente: JOGAR

Jogar 0

Nio Jogar 5

CLINA?
ensolarado / nublado \ chuvoso
Jogar 2 Jogar 4 Jogar 3
Nio Jogar 3 Nio Jogar 0 Nio Jogar 2

AN
HUMIDADE?

YENTO?

<=170 / \ >170 SIM \ NAO
/ HUMIDADE? \ \

Jogar 2 Jogar u] Jogar u] Jogar 3

Niio Jogar 0 Nio Jogar 3 Niio Jogar 2 Nio Jogar 0

Figura 9 — Exemplo de arvore de decisdo

Fonte: Wikipedia contributors (2006a)

A realizagdo da partida (variavel dependente) se d4 em funcdo das condicdes climaticas
(varidveis de entrada). E possivel realizar predi¢des simplesmente verificando em qual
posi¢do da arvore um cenario se encaixa. Em modelos maiores e mais complexos, o sistema
automaticamente posiciona cada evento questionado na posicao correta e informa a predigao

ao usuario.

2.4. Concessao de crédito e escoragem de crédito

Segundo Guimaraes (2000), a concessao de crédito significa a transferéncia da posse de um
bem ou de uma quantia em dinheiro, mediante a promessa de pagamento futuro. O crédito a
disposi¢ao de uma pessoa, fisica ou juridica, ¢ a capacidade da mesma em obter dinheiro,

produtos ou servigos mediante compromisso de pagamento em determinado periodo. A
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decisdo de colocar certo valor a disposicao de um cliente, com a promessa de seu recebimento
em data futura, levanta a questdo da capacidade de pagamento do cliente. Este ¢ um aspecto
que deve ser avaliado numa andlise de concessdo de crédito, sendo necessaria uma avaliagao
do potencial atual e futuro de recursos do tomador em relagdo ao montante de recursos

solicitado e de seus encargos.

Mario (2000) diz que cada oportunidade de retorno avaliada em operagdes de crédito esta
condicionada a um nivel de risco, sendo que, para a obten¢do de um retorno maior, tem-se que
assumir um risco maior. Entretanto, muitas vezes o risco que se tem que assumir nao ¢

compensado pelo retorno.

2.4.1. Métodos subjetivos para concessdo de crédito

A avaliagdo do risco de crédito dos proponentes pode acontecer por processo de avaliacdo
subjetiva ou por métodos quantitativos, como a escoragem de crédito (EC). Segundo
Schrinkel (1997), os modelos subjetivos sdo baseados no julgamento apoiado pela experiéncia
acumulada dos especialistas na avaliagdo de crédito. O método pode apresentar varios
problemas, como se mostrar preconceituoso: um analista de crédito pode ter restri¢cdes, por
motivos pessoais, a uma certa categoria profissional. Isto pode levéa-lo a recusar uma proposta

que seria aceita por outro analista. Nao existem medidas objetivas de risco.

Saunders (1999) aponta problemas na comparabilidade das avaliagdes de crédito e na
ponderacdo subjetiva dos fatores de risco. Quanto ao problema da comparabilidade, ele
decorre do fato de diversos analistas langarem mao de diferentes critérios para avaliar o risco

de crédito em uma mesma instituicdo. Quanto ao problema da ponderagdo, raramente sdao
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estabelecidos pesos similares a serem aplicados de modo coerente em toda a organizacao para

os fatores incluidos dentre os critérios de selecdo de créditos.

2.4.2. O uso de modelos de escoragem de crédito

Thomas (2002) relata que nos Estados Unidos, até a segunda guerra mundial, as decisdes
quanto a conceder ou ndo empréstimos eram feitas pelos analistas de crédito. A convocagao
destes para o servico militar provocou uma escassez de pessoas com a experiéncia necessaria.
Assim, as empresas fizeram com que os analistas escrevessem as regras que usavam para
decidir a quem conceder empréstimos. Essas regras foram, entdo, usadas por pessoas que nao
dominavam o assunto para ajudar na tomada de decisdes de crédito — um dos primeiros
exemplos de Sistemas Especialistas. Pouco depois da guerra, isto foi relacionado com as
pesquisas feitas na biologia para diferenciacdo de grupos em populagdes através de estatistica.
Na década de 50 surgiu a primeira empresa de consultoria nesta area atendendo a financeiras,
varejistas e empresas de compras por mala direta. No final da década de 60 a explosdo da
demanda pela emissdo de cartdes de crédito exigiu a decisdo de crédito automatizada e
realgou a utilidade de métodos de EC. As quedas nas taxas de inadimpléncia observadas

comprovaram suas Vantagens.

Em meados da década de 70, o Congresso Americano tornou ilegal a discriminagao de crédito,
a menos que houvesse justificativa estatistica para ela, o que desencadeou a adogdo de EC.
Nos anos 80, o método foi expandido para outros produtos, como crédito pessoal e
empréstimo imobiliario. Foram introduzidos métodos estatisticos mais avangados, como a

regressao logistica. Nos anos 90, a expansdo do marketing e das ferramentas computacionais
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possibilitou o uso de EC para direcionamento de campanhas e se iniciaram os primeiros testes
com técnicas de inteligéncia artificial, tais como Sistemas Especialistas e redes neurais.
Thomas (2002) afirma que a EC é uma ferramenta que permite reconhecer diferentes grupos que

compdem uma populacio, quando nao é possivel identificar as caracteristicas que os separam, mas

apenas correlatas.

A atual énfase ¢ em avaliar como a empresa pode maximizar o lucro com um cliente. Procura-
se estimar a resposta (a probabilidade de um cliente reagir positivamente a uma mala direta
sobre um novo produto), utilizagdo (a chance de um cliente usar o produto), retencao (a
probabilidade de um cliente continuar utilizando o produto ap6s o término do periodo da
oferta introdutdria), atrito (a possibilidade de o cliente migrar para outro credor) e
gerenciamento de divida (a chance de sucesso de diversas abordagens a prevencdo de

inadimpléncia no principio dos problemas com o cliente).

Vasconcellos (2002) diz que o termo EC ¢ um termo que descreve métodos estatisticos que

classificam candidatos ao crédito em grupos de risco.

Segundo Pereira et al (2002), a EC ¢ como o sistema de pontuacdo dos dados demograficos e
cadastrais de um proponente ao crédito. Com base nesse sistema, as propostas sao aprovadas,
rejeitadas, recomendadas ou ndo recomendadas, dependendo do ponto de corte do modelo

implementado e da al¢ada de decisdo de crédito.

O sistema avalia as caracteristicas do cliente e, em alguns casos da proposta, atribuindo um
determinado peso a cada caracteristica, variando conforme seu valor. Estas podem ser o

historico de pagamentos de dividas, nimero e tipo de contas, acdes de cobranca, renda,
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imoveis proprios, permanéncia em empregos (no caso de pessoas). Alguns fatores t€m efeito
positivo e outros negativos sobre o escore. Atraso no pagamento, suspensdo de limites de
crédito e faléncia afetam negativamente, enquanto que posse de casa propria, longa
permanéncia em empregos e baixo endividamento contribuem de forma positiva. Os pesos sao
obtidos a partir de estatisticas, e normalmente expressam uma percentagem. Assim, por
exemplo, se 35% dos clientes “bons” pertencem a uma certa faixa etaria, a um proponente
com idade correspondente ¢ atribuido o peso 0,35. Os pesos (coeficientes) sao multiplicados
pelos valores das respectivas variaveis e somados aos outros valores assim calculados,

obtendo-se um valor, denominado escore.

O escore ¢ o indicativo para a decisdo de conceder, ou ndo, o crédito. Para tomar tal decisdo, o
escore ¢ comparado com um valor previamente estabelecido, chamado ponto de corte. E na
obtencdo deste ultimo que reside a maior parte dos problemas enfrentados pelos profissionais
envolvidos. O ponto de corte deve ser confiavel a ponto de evitar perdas para a empresa, tanto
pela aceitacdo, errada, de clientes que venham a se tornar inadimplentes, quanto pela rejeigao,

igualmente errada, de clientes que se revelariam adimplentes.

O amplo uso de sistemas de EC ¢ devido a estes basearem suas informagdes em dados reais e
em estatisticas, que normalmente sdo mais seguros do que métodos subjetivos ou de

julgamento: o processo torna-se supostamente mais explicito, eficiente e transparente.

Os modelos de escoragem [...] apresentam aplicagdes em todas as fases do ciclo de
crédito. Permitindo que a decisdo seja tomada de forma objetiva, padronizada e
imparcial, o que ndo ¢ garantido pela analise julgamental. [...] No inicio do
relacionamento, algumas de suas aplicagdes principais incluem a prévia mensuragao
do risco do proponente e a atribui¢ao de linhas diferenciadas em fungdo do perfil do
proponente. Ja& no gerenciamento do portfolio, aplicam-se com destaque a
manuten¢do das linhas concedidas, concessdo de linhas adicionais, cross-sell e
precifica¢do diferenciada, além de acdes preventivas. Na fase de cobrancga, define a
severidade da agdo a ser tomada. Portanto o leque de aplicagdes possiveis € vasto,
permitindo o constante monitoramento do comportamento do cliente e mudangas de
rota, caso necessario. Isto é fundamental, pois o risco do tomador de crédito ndo
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termina com a aprovacdo da operagdo, mas sim apds cumprimento do contrato e de
todas as suas obrigagdes perante o credor. (LOURENCO, 2005, p.2).

Além de reduzir a subjetividade na decisdo de concessdo de crédito, o sistema reduz também
o tempo de processamento desta, liberando o decisor para outras tarefas, como a avaliacao de
outras caracteristicas ndo computadas pelo sistema, a captagdo de novos clientes ¢ a

recuperagao de créditos problematicos concedidos.

2.4.3. Desenvolvimento de um sistema de escoragem de crédito

O desenvolvimento de um sistema de EC requer as seguintes premissas, dentre outras:

= Participacdo de analistas de crédito e de informacdo da institui¢do financeira: estes
analistas conhecem as caracteristicas do produto e do mercado analisados, as
informacgdes disponiveis e onde encontra-las;

» Utilizagdo de dados e informagdes relativos aos produtos e mercados nos quais a
instituicdo atua. A utilizacdo de modelos externos requer testes rigorosos para
verificar o grau de aderéncia de tais modelos as operacdes da institui¢do;

* Dependéncia entre a qualidade das informagdes e a correta sele¢do de variaveis
cadastrais utilizadas. Sao recomendaveis processos de auditoria para verificar a
exatiddo das informacdes e a exatidio do modelo. E comum a ocorréncia de
problemas como a falta de uma base de dados confidvel e também com questdes

legais, que muitas vezes impedem o adequado levantamento das informagdes.
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Guimaraes (2000) aponta a dindmica das caracteristicas da populacdo como um dos fatores
que podem comprometer o desempenho do sistema: “um atributo indicador de situagdo

financeira estavel em determinada época pode nao ser significativo em outra”.

Os fatores considerados criticos para a implanta¢do, ¢ também para o sucesso, do
sistema sdo: a cultura da empresa, a definigdo da politica de escore, os procedimentos
operacionais vigentes e a qualidade dos sistemas de gerenciamento de informagdes.
(GUIMARAES, 2000, p. 11).

Quanto as vantagens de um método quantitativo de andlise de propostas em substitui¢do a
critérios subjetivos (julgamentais), Lawrence (1984) aponta as seguintes:

= Apdia o processo decisorio de deferimento de propostas de crédito;

» Auxilia na detec¢ao de tendéncias economicas;

* Permite a implementa¢do eficiente de mudangas na politica de crédito.

Sicst (1998) expde etapas que constituem uma metodologia para o Desenvolvimento e

Validagao de um Sistema de EC, que serdo discutidas nos topicos seguintes deste capitulo.

2.4.3.1. Planejamento e definicoes

» Quanto as finalidades de uso

O objetivo pode ser a aprovagao ou a pré-aprovacgao do crédito. Sistemas para a pré-aprovagao
limitam-se as informagdes historicas cadastrais e, geralmente, ndo incluem caracteristicas da
operagdo, como valor e nimero de parcelas da operacdo em questdo. Nestes casos o escore €
uma informagdo adicional para o analista de crédito responsdvel pela decisdo. Este
procedimento ¢ recomendavel para operagdes com montantes significativos para a institui¢ao,

que exigem analises mais complexas.

> Produtos e mercados
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Quanto mais abrangente o modelo, menor serd a sua eficiéncia. Deve-se definir para quais
produtos de crédito e para quais mercados o modelo serd construido. Modelos analisando
varios produtos ou mercados acabam desprezando suas caracteristicas especificas na
formagao do calculo do escore. Se uma instituicdo possui dois produtos de crédito distintos
oferecidos ao proponente, ela ndo poderd utilizar o mesmo modelo de EC para os dois
produtos, pois ambos possuem caracteristicas diferentes e seus clientes terdo,

conseqiientemente, comportamentos diferentes.

» Horizonte de previsao
De maneira analoga a abrangéncia dos produtos ¢ mercados considerados, quanto maior o
horizonte de previsdo do sistema, menor serd a sua eficiéncia. Esta definicdo ¢ importante

para a definicao do periodo e tamanho da amostra de dados para alimentar o modelo.

» Tipos de clientes

Deve-se distinguir se o sistema vai operar com dados de novos clientes ou de clientes que ja
se relacionam com a institui¢do. No ultimo caso, informagdes relativas as outras operagdes do
cliente, como atrasos nos pagamentos, tém maior valor preditivo para a decisao de crédito do

que as variaveis cadastrais.

» Conceito de inadimpléncia

O risco de inadimpléncia da operacdo de crédito ¢ utilizado para calcular a rentabilidade
esperada da operacdo e evitar perdas. Deve-se chegar a um consenso entre os analistas sobre o
que caracteriza os clientes em “bons clientes” ou “maus clientes”, os inadimplentes. O
objetivo ¢ definir exatamente como as opera¢des de crédito seriam classificadas como

desejaveis ou indesejaveis para a instituicao.
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Institui¢des conservadoras poderiam considerar “bons” os clientes que nunca tiveram atrasos
em um periodo determinado de observagdo. Outras, menos conservadoras, admitiriam atrasos
entre 30 e 60 dias. Os critérios variam de acordo com o tipo de produto e com a cultura da

empresa.

Os “maus clientes” teriam inadimpléncia avancada e poderiam ser definidos, por exemplo,
como 0s que estariam com mais de sessenta dias de atraso, que tenham participado de
programas de renegociacdo de divida ou que tenham exigido atencdo especial legal ou

gerencial.

Normalmente a base de dados também contém registros de clientes que tiveram seus créditos

recusados pela instituicao.

» Classificacdes intermediarias

Os estudos de EC costumam se limitar, como ponto de partida, a classificacdo das operagdes
de crédito em duas categorias (“boas” ou “mas”). Pode ser interessante classificar as
operacdes em diferentes categorias intermedidrias em fungdo de critérios pré-definidos e
classificar as novas propostas em fungdo dessas classes. Entretanto, isto aumenta a

complexidade do modelo e da metodologia estatistica necessaria.

2.4.3.2. Identificacio das variaveis potenciais

As variaveis que serdo utilizadas devem satisfazer as seguintes condi¢des:
= Possuir validade estatistica;

* Nao transgredir nenhuma lei vigente;
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= Devem, sempre que possivel, ser quantitativas ou em condi¢des de serem tratadas

como tal.

O processo deve ser interativo, com a equipe do projeto e os analistas fornecendo
conhecimento técnico e de dominio para a identificagdo e escolha das varidveis. O
desempenho do modelo depende principalmente da qualidade da informacao e da habilidade

em classificar as variaveis.

» Caracterizacio do proponente e da operagio
Procura-se calcular o escore de uma operacdo através das varidveis que caracterizam o
proponente e, quando possivel, a opera¢ao. Sdo analisados:
= Dados cadastrais;
» Histdrico de operagdes realizadas pelo proponente;
» f[ndices de liquidez, rentabilidade, etc., calculados a partir dos demonstrativos
financeiros quando se tratar de pessoa juridica e suas coligadas, e informagdes

negativas tais como protestos, cheques devolvidos, concordatas, entre outros.

Quanto a operagdo sdo consideradas varidveis sobre o produto e ao tipo de financiamento,
como as abaixo para o caso de um financiamento de automovel, por exemplo sdo
consideradas as seguintes condi¢des, entre outras:

* Tipo de veiculo

* Ano de fabricacao

» Percentual de entrada

* Comprometimento da renda do proponente
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» Identificacio e definicao das variaveis

A equacdo discriminante ¢ montada a partir da amostra de créditos selecionados na empresa
usando as variaveis relevantes. Sao relevantes as variaveis que contém informagao capaz de
discriminar os grupos.

Os analistas de crédito e os profissionais da informagdo devem identificar as varidveis
potenciais consideradas para a constru¢do do modelo. E natural escolher inicialmente um
conjunto muito amplo de dados cadastrais, quando alguns dos analistas objetivam captar
caracteristicas que consideram importantes, mas que posteriormente irdo se mostrar

irrelevantes.

Num segundo momento a lista de varidveis potenciais deve ser reduzida baseada na
experiéncia dos envolvidos no projeto, para eliminar a dimensionalidade do problema e

viabilizar a aquisi¢do dos dados.

A definicao das varidveis deve ser muito clara para todos os analistas. Os metadados, como
dicionario de dados e modelo conceitual corporativo, devem informar precisamente a relagao
entre o atributo e a sua codificacdo para estabelecer contexto e linguagem padrio entre os

envolvidos no projeto.

2.4.3.3. Planejamento amostral e coleta de dados

Esta ¢ uma das etapas mais importantes no desenvolvimento de um modelo. O modelo seré a
imagem da sua experiéncia retratada na amostra. Presume-se que o comportamento passado se
repetird no futuro. Para tanto, os créditos e os proponentes analisados para a criagdo do
modelo devem ser os mais proximos possiveis aos créditos e proponentes futuramente

avaliados pelo modelo.
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» Quanto a base de dados
A base de dados utilizada para selecionar a amostra contém registros de clientes cujos créditos
foram negados ou concedidos em um periodo de observacdo. Se o periodo de observagao for

muito antigo, as amostras podem ndo representar bem a realidade atual.

» Sele¢ao e o dimensionamento da amostra
A amostra deve ser selecionada de forma aleatoria. S3o compiladas as informagdes
disponiveis sobre os proponentes e o crédito. Assim como no caso de operagdes muito antigas,

dados sobre operagdes muito recentes ndo sao inseridos nas amostras.

Sao selecionados dados sobre clientes que pagaram seus débitos regularmente, sobre clientes
que se tornaram inadimplentes durante o periodo de concessao e, quando disponivel, deve-se
também tratar ¢ analisar dados sobre clientes que foram rejeitados no acesso ao crédito. Estes
podem ser incluidos como “maus clientes” assumindo que a decisdo do analista de crédito que
recusou a proposta foi perfeita. Outra estratégia ¢ inclui-los no estudo apenas em uma segunda
iteracdo, aplicando sobre ela a formula obtida pelo modelo e classificando-os como
“pseudobons” ou “pseudomaus”. Nesta segunda iteragdo os “pseudoclientes” e o0s
“pseudobons” assim como os “maus clientes” e os “falsos clientes” seriam agrupados para
recalcular a formula do modelo baseada nestas novas amostras. Geralmente o numero de
“pseudobons” ¢ pequeno, a menos que a analise tradicional de aprovagdo da instituicdo seja

de baixa qualidade.
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O tamanho da amostra depende de varios fatores, como o numero e o tipo de variaveis que
serdo analisadas. Normalmente a amostra ¢ dividida em dois grupos: um para calculo do

modelo e um para verificagdo do mesmo.

Apesar da eficiéncia do uso de amostragens, ¢ pratica usual no desenvolvimento de modelos
de EC a selecdo de censos, ou seja, todos os clientes durante o periodo de observagdo. Isto

implica em maior demanda por recursos técnicos € computacionais.

» Quanto aos aspectos operacionais

Normalmente as informagdes estdo dispersas em varios sistemas e arquivos espalhados pela
instituicdo. Isto requer uma iniciativa para reunir, tratar ¢ validar os dados utilizados na
criacdo do modelo e consome grande parte do esfor¢o humano e computacional de todo o

projeto.

Os Metadados como os presentes em um Modelo de Dados Corporativo, com todas as
entidades de negécio documentadas e um rigido processo de cadastro e validagdo das
informagdes dos clientes sdo os maiores facilitadores para este processo, mas sdo raramente

implementados pelas institui¢des.

2.4.3.4. Determinacido da formula de escoragem

A primeira tarefa para a determinacdo da formula de escoragem ¢ a andlise e o tratamento das
variaveis potenciais escolhidas pelos analistas. Além dos aspectos técnicos, esta andlise
permite a familiarizacdo com os dados e uma maior sensibilidade para o desenvolvimento do

sistema.
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> Analise e o tratamento das variaveis
As variaveis potenciais escolhidas anteriormente sdo analisadas com trés objetivos:
» Identificar eventuais inconsisténcias. Por exemplo, um individuo com vinte e dois
anos de idade dificilmente teria mais de dez anos de emprego;
* Analise de informagdes indisponiveis. A interpretagdo e o tratamento para
auséncia de valores podem ser diferenciados entre as varidveis do modelo;
» Detectar a presenga de valores discrepantes que, mesmo sendo reais, poderiam

comprometer a estimativa dos pesos das variaveis.

Técnicas estatisticas sdo freqiientemente utilizadas para selecionar, filtrar e agrupar as
variaveis. Um exemplo de técnica empregada ¢ a analise bivariada, que ¢ uma andlise
exploratéria da positividade, negatividade ou neutralidade de uma varidvel (ex.: “casado”,
“solteiro”, “divorciado” ou “viivo”), quanto a sua tendéncia a discriminar a variavel alvo
(“bom” ou “mau” cliente). E usada para agrupar duas ou mais caracteristicas com tendéncias

semelhantes em uma s6 variavel, aumentando sua significancia.

» Determinac¢ao da féormula de escoragem
Segundo Lewis (1992), a EC é uma técnica estatistica de pontua¢do dos proponentes de
crédito, tendo por base as informacdes cadastrais ou de comportamento do cliente e visando a

segregacdo de caracteristicas que permitam distinguir os bons dos maus riscos de crédito.

As técnicas estatisticas como a analise discriminante, a regressdo linear e a logistica, entre
outras, podem ser utilizadas para determinar os pesos das varidveis. Varios softwares
baseados em célculos estatisticos disponiveis no mercado realizam esta tarefa e sdo capazes

de selecionar as variaveis que participam da formula do modelo. Modelos preliminares podem
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ser desenvolvidos até¢ mesmo através de planilhas eletronicas. Diferentes critérios e métodos

devem ser experimentados para se chegar até a formula final.

Pode-se aplicar a Andlise Discriminante, uma técnica multivariada usada na resolugdo de
problemas que envolvem a separagdo de conjuntos distintos de objetos, ou observagoes, ¢ a
alocagdo de novos objetos, ou observagdes em um grupo especifico. A Analise Discriminante

integra o conjunto de técnicas usadas no reconhecimento de padroes.

A figura 10 representa dois grupos que se interceptam em dois eixos que representam valores
comuns de duas de suas variaveis. Os grupos podem ser distintos projetando os seus membros

na equacao discriminante.

L J

Figura 10 — Representacio de uma analise discriminante

Fonte: Davis (1986)
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Um dos objetivos da Anélise Discriminante ¢ determinar a que grupo, dentre dois ou mais
definidos a priori, pertence um novo elemento, com base em caracteristicas observadas para o
mesmo, evitando a superposi¢ao observada nos eixos da figura 10. Os dados dos elementos de
cada um dos grupos sdo coletados e procura-se derivar uma fun¢do linear para melhor
discriminar os grupos entre si. O resultado almejado ¢ a obtengdo de um conjunto Gnico de
coeficientes para cada uma das variaveis independentes e que classifique, com a maxima

precisdo, cada elemento observado em um dos grupos previamente definidos.

De maneira anédloga, a analise de regressdo logistica utiliza a base de dados para prever a
inadimpléncia, assumindo que a probabilidade de inadimpléncia segue uma distribui¢ao
logistica, com resultado binomial, 0 ou 1, ¢ ndo uma distribui¢gdo normal como ¢ preconizado
pela andlise multivariada. Varios estudos foram realizados sobre a aplicagdo de ambos os
métodos, e ambos produziriam classificagdes semelhantes em termos de classificacdo de
“bons” e “maus” clientes. A figura 11 mostra exemplos de curvas caracteristicas da

distribui¢cdo normal e logistica.
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Figura 11 — Curvas caracteristicas da distribuicio normal (a) e logistica (b)

Fonte: Wikipedia contributors (2006c e 2006b)
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O detalhamento das técnicas estatisticas para a criagdo do escore nao ¢ objetivo deste trabalho,
assim como também nao se objetiva aqui o detalhamento dos algoritmos existentes para MD.
A inten¢do ¢ listar a contribuicdo de ambos nas respectivas etapas para descoberta de

conhecimento.

Varios analistas experientes com a analise tradicional de crédito sentem desconforto com a
auséncia de algumas variaveis na formula do modelo ou pela presenga de algumas outras,
algumas vezes com elevado peso, que anteriormente ndo mereciam tanta atengdo. A nao
explicitagdo de alguma variavel na formula ndo significa que ela ndo ¢ ou deixou de ser
importante: significa que outras varidveis ja& incluidas na formula contém direta ou
indiretamente a informagdo representada por esta variavel. Os analistas de crédito podem
experimentar trocar algumas das variaveis na cria¢do do modelo e, se isso ndao aumenta a
eficiéncia do mesmo, pode pelo menos chegar a uma férmula equivalente e melhor aceita

pelos analistas de crédito.

2.4.3.5. Determinacio do ponto de corte

O ponto de corte representa a pontuagdo que divide a populagdo entre aprovados e rejeitados.
Proponentes com pontuacdo superior ao ponto de corte seriam aprovados € 0s outros seriam
rejeitados. As propostas submetidas a avaliacdo t€m seu escore calculado a partir dos dados

do cliente e, em alguns casos, da operagao.

Saunders (1999) afirma que o escore obtido da equagdo do modelo de EC pode ser
interpretado como a probabilidade de inadimpléncia, ao se comparar a pontuacdo de um
crédito qualquer com determinada pontuagdo estabelecida como ponto de corte ou pontuacao

minima aceitavel. Neste sentido o escore também pode ser utilizado para a classificacdo dos
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créditos entre bons e maus, desejaveis e rejeitados conforme seja superior ou inferior aquela

pontuacao.

O ponto de corte determina a agressividade da institui¢do frente ao mercado. Instituigdes mais
conservadoras trabalham com pontos de cortes mais altos, com menores perdas potenciais,
menores taxas de aprovacdo e, conseqilentemente, menor risco. O ponto de corte permite
controlar quantidade (volume) e qualidade (inadimpléncia e lucratividade) do estoque de
operacdes da instituigao.
O uso de EC pode incorrer em dois tipos de erros:

= ERROI: recusar uma operagdo que seria lucrativa;

= ERRO II: aprovar uma operacio que sera problematica.

Existem trés métodos para estabelecimento do ponto de corte:
» Por taxa de aprovagao;
= Por taxa de “maus”;

=  Por rentabilidade da carteira.

O primeiro método limita a possibilidade de incorrer no ERRO I. E 0 método mais simples e
conservador. A relagdo entre o percentual de clientes aprovados e um valor minimo de escore
faz com que a propor¢do entre “bons” e “maus” clientes aumente, elevando a lucratividade da

carteira.

O segundo método também ndo ¢ muito sofisticado e fixa a taxa de maus clientes aceitavel
(ERRO 1I). Este método nem sempre significa alta rentabilidade, ja que esta depende de

fatores como receita e perdas por conta.
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O terceiro método ¢ o mais sofisticado e permite maximizar a relagdao risco x lucro. Para
calcular a rentabilidade da carteira sdo utilizados dados corretos sobre as operagdes dos
clientes. As seguintes informagdes podem ser utilizadas para calcular a rentabilidade da
carteira de clientes:

= Receitas geradas pelas contas “boas” e “mas” (até mesmo um “mau” cliente pode

gerar receitas, através do pagamento de juros antes da inadimpléncia completa);
=  Perdas de contas mas;
= Despesas do produto estudado;

= Spreads praticados.

O objetivo ¢ calcular a rentabilidade de cada escore, classificando-os em rentdveis e nao
rentaveis. O ponto de corte pode entdo ser fixado no primeiro valor de escore que possuir
resultado positivo. O quadro 1 contém dados hipotéticos para auxilio na determinacdo do

ponto de corte:

Boss Clientes Mans clicntes Total de Cliestes Taxa de Tazxa de mans
Faizas de N N N aprovagio N Margem de
Postwagic Ha Faixa Acamulado Ha Faixa Acumulade Ha Faixa Acumulado Faixa Total contribuigio
2 £ x £ 2 * x £ x X 2 £ £ £ £

151-155 245 1172 245 1,07% 53 5.44% 55 544% 296 2,01% 236 2,01% 100,00% 17, 91%| 6.40% [57.005,25)
156-160 35 0,71% S41 0,71% 21 215%] T4 T.08% 113 0,51% 415 2,825 a7,54% T65%| 6,574 [51.612,04)
161-163 200 146% 541 146%) 56 36a% 10 11,25% 236 161% 65 4,43% a7,15% 15,25%|  6,31% [41.533.43)
166-1T0 G6G 2,64% a04 2,64% 45 4,92%| 158 16,21% 411 2,60% 1062 T,.22% 35,57% N68%| 616X [&1.6:30,50)
1T1-17% 642 4 655 1546 465%) 6T B,67%) 225 23.08% 103 4,525 1711 12,04% H2,78% 9.45%) 589% [27.509,24)
1T6-160 142 &§.52%| 2688 §52%| 155 14,15%| 363 3123 1280 8.71% F051 20,75% &1,96% 0,78%| 580% [31.733,51)
181-18% 1725 12,59%] 4416 12,59%| 153 15,63% 56 52,92% 1551 12,79% 4332 FE54% T3,25% §,13%| 5,25% 56,254,397
186-130 2135 15,57 BAE4 1557 155 15,30%| 671 BE82% 2293 15,59% T225 43,14% BE 465 B, TE%| 470X 1835.676,02
131-13% 2212 16.11%)  &T66 16,1158 153 13.64%| &04 G2.46%| 2547 15,35% 3570 B5,08% S0,56% 5.67%) 4,06% 231.582,15
136-200 2065 15,04%] 10531 15,04% &6 §,52%| &30 91,25% 215 14,65% i T3, M% 34,92% 4.00%]| 333% F22.544,53
201-105% 1505 10,38%| 12333 10,35% 52 553%|) 942 96,62% 1560 10,61% 13281 30,52% 20,29% 3,35%| 2,85% 235.230,70
206-210 1330 10,125 157123 0,12% 53 3.5E%)  ATs|  10000%) 1423 365%] 14104  100,00% 3,65% 2.52%|) 2.52% S45.633,56
Total 13723 [100,00% | 13729 | 100,00% | 375 | 100,00% | 375 | 100,00% | 14704 | 100.00% | 14704 | 100,00% 6,63%

Quadro 1 — Exemplo de escore para definicio do ponto de corte.

Fonte: Herszkowicz (1998).

No quadro 1, a coluna da taxa de aprovagdo equivale a todos os clientes existentes menos 0s

situados nas faixas acima do ponto de corte estipulado. Segundo Herszkowicz (1998), se o
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ponto de corte for estabelecido em 176 pontos, 87,95% dos clientes seriam aprovados; para
atingir uma taxa de maus maxima de 5%, o ponto de corte seria estabelecido em 186; baseado
na rentabilidade o ponto de corte poderia ser fixado em 181, que ¢ a primeira faixa com

margem de contribui¢do positiva.

» Faixas de escores

As faixas de escores constituem classes de risco. Agrupando os escores em trés classes, com
alto escore (e baixo risco), médio escore e baixo escore (e alto risco), o sistema pode
automaticamente rejeitar propostas para a terceira classe e aprovar propostas para a primeira
classe. As propostas da segunda faixa de escore poderiam ser enviadas para um comité para
analise mais criteriosa, o que ¢ recomendavel durante a implantagdo e estabilizagdo de um

Sistema de EC.

A tendéncia ¢é trabalhar com um minimo de dez faixas de escore para melhor classificagdao dos
proponentes. E necessario avaliar e estabelecer os limites de risco dentro de cada faixa e,

quando possivel, estabelecer os limites pela rentabilidade esperada de cada faixa.

2.4.3.6. Determinacio das regras de decisao

Algumas regras existentes na instituicdo sdo aplicadas na decisdo de crédito mesmo apos a
definicdo do escore e em qual classe de risco um proponente se encaixa. Algumas restri¢des,
como idade minima do proponente, podem vetar uma operacdo mesmo s€ O proponente

estiver classificado em uma baixa faixa de escore.

Estas restricoes sdao filtros ndo necessariamente baseados em critérios estatisticos, mas

baseados em normas adotadas pela instituicdo. Alguns deles se devem a experiéncia da
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institui¢do com casos anteriores. A instituicdo deve constantemente avaliar a pertinéncias
destes filtros para que a perpetuacdo dos mesmos nao restrinja a realizagdo de bons negécios.
O relaxamento destes filtros pode ser avaliado e testado no novo sistema, visando melhorar o

desempenho do processo.

2.4.3.7. Validacao do sistema de escoragem de crédito

O sistema deve ser testado para verificar sua eficiéncia. Amostras de testes das operacdes
concluidas devem ser utilizadas para classificagdo entre “boas” ou “mas”. E recomendéavel
analisar seu acerto para segmentos especificos de clientes ou operacdes, para verificar a
correlagdo dos escores com certas variaveis e analisar eventuais resultados aberrantes. Estes
podem sugerir a necessidade de criar formulas distintas para segmentos onde o modelo ndo

teve desempenho desejado.

O uso de casos atipicos durante a validagdo deve ser bem interpretado. A resposta do sistema
para estes casos pode ndo ser o valor real destas operacdes, pois 0 modelo foi desenvolvido

aplicando técnicas estatisticas em uma massa de operagdes, e ndo analisando casos isolados.

2.5. Sintese do referencial teorico

Esta pesquisa teve seu referencial tedrico concentrado nas metodologias para DCBD com MD
segundo Fayyad et al (1996) e também nas metodologias para EC, expostas por Sicst (1998).
Ambas serviram base para a criacdo do modelo de apoio a decisdo de crédito, considerando a

descoberta de conhecimento ¢ o ciclo de vida da informacao.
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O quadro 2 relaciona as duas metodologias, tracando um paralelo entre suas etapas.

Desenvolvimento de um DCBD por Fayyad;

Sistema de EC por Sicsu (1998) Piatesky-Shapiro; Smyth (1996)

Identificagdo do Dominio
Planejamento e Defini¢cdes

Escolha da Fungao de MD

Identificagcdo das Variaveis potenciais Selegéo e Limpeza dos Dados
Planejamento Amostral e Coleta de Dados Reducao do volume de Dados
Determinagao da Formula de Escoragem Escolha do algoritmo de MD
Determinagéo do Ponto de Corte Busca por padrées
Validagdo do Sistema de EC Avaliagdo do Conhecimento
Determinacéo das Regras de Decisao Refinamento do Conhecimento

Quadro 2 — Relacio entre as metodologias para DCBD, MD e EC

Ambas metodologias baseiam-se no trabalho sobre os dados registrados sobre os clientes e
suas operacdes, extraindo informagdes e conhecimento util para a instituigdo. Em ambas
metodologias os dados analisados devem ser selecionados e tratados para a obtencdo de
amostras validas. Os modelos resultantes sdo validados através da comparagdo das regras

descobertas com amostras de validacao.

As metodologias possuem carater descritivo e preditivo: o escore criado, por si sO, representa
uma descri¢cdo das operacdes e serve como base para a previsao da capacidade de pagamento
dos proponentes e do resultado da instituicdo. Da mesma forma, com o emprego de métodos

de MD, como a arvore de decisdo, os dados registrados sdo processados para extracdo e
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" (carater descritivo) do conhecimento requisitado, que consiste no

apresentacao
relacionamento da variavel dependente com as outras variaveis analisadas. Este conhecimento

de facil compreensao pode ser confrontado com os dados de um proponente para prever seu

comportamento.

O conhecimento obtido nas duas metodologias significa um incremento no conhecimento do

dominio, subsidiando a avaliacdo e eventual alteracdo das regras organizacionais para decisdo.

Enquanto a metodologia para EC, que ¢ considerada por diversos autores como a melhor
alternativa para apoiar a decisdo de concessao de crédito, define etapas especificas para atuar
neste dominio, a metodologia para DCBD corresponde ao estudo de processos de
armazenamento, extracdo, compartilhamento e aplicacdo de conhecimento de maneira mais

ampla.

Existem algumas metodologias para o desenvolvimento de sistemas de apoio a
decisdao. Alguns aspectos sdo comuns a todas as metodologias. Deve ser criado um
grupo de profissionais que tém por missdo o acompanhamento da evolugdo do
sistema. [...], tal sistema devera ter a sua base de conhecimento avaliada
periodicamente, bem como o seu desempenho, para adequagdo quanto as
necessidades de recursos de hardware adicionais, ou mesmo para analise de sua
eficacia. (MENDES, 1997, p.45)

Conclui-se entdo que o EC ¢é um caso especifico da DCBD, aplicada ao dominio financeiro,
especificamente ao problema de se conceder crédito minimizando o risco de inadimpléncia e
maximizando as receitas. Nesse dominio especifico, a identificacdo das varidveis depende da
experiéncia dos especialistas de crédito, a determinacdo do ponto de corte depende da analise

do negocio (podendo estabelecer metas sobre rentabilidade, taxa de aprovagdo ou composi¢ao

'O resultado final apresentado difere entre as diferentes técnicas de MD. A arvore de decisdo apresenta um
resultado de facil compreensdo para o usuario final, enquanto técnicas como as redes neurais resultam em um
modelo mais complexo de dificil visualizagdo para o analista de negdcio.
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da carteira), com objetivo de classificar os proponentes. O uso de MD apoiada nos conceitos e

defini¢cdes da EC pode auxiliar no processo de decisao de crédito.
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3. Criacao do modelo de mineracao de dados

3.1. Caracterizacio do ambiente pesquisado

A pesquisa ¢ relativa a uma empresa do setor financeiro, com sede em Belo Horizonte (MG).
Os dados analisados sdo relativos ao seu produto denominado “Crédito Pessoal”, que ¢ um
empréstimo garantido por cheques a ser pago de 3 (trés) a 12 (doze) prestagdes. Foram
realizadas entrevistas com um analista de negdcios da instituicdo, para constru¢do do
conhecimento de dominio necessario. Como existe uma padronizagdo no processo de
aprovacdo da instituicdo, as indicacdes deste analista designado foram consideradas

representativas deste processo.

Foi declarado que a politica de crédito da instituigdo define limites de empréstimos entre R$
300,00 a R$ 5.000,00 (trezentos reais a cinco mil reais) para o produto Crédito Pessoal. Foi
exposto que o processo de aprovagao de proponentes se restringe a satisfacdo de alguns pré-
requisitos fixos, entre os quais (nem todos serdo registrados nesta pesquisa por questoes de

confidencialidade):

Consultas ao SPC e SERASA;

» Jdade minima de 20 (vinte) anos;

= Posse de conta corrente bancéria com idade minima de 6 (seis) meses;

» Permanéncia no emprego atual por no minimo 1 (um) ano;

= Renda igual ou maior ao salario minimo'?;

* Comprometimento maximo de 25 % da renda com a soma do valor da presta¢do

do empréstimo e da prestacao de aluguel;

2.0 valor do salario minimo era de R$ 300,00 (trezentos reais) no periodo de coleta de dados para analise.



66

Conforme pesquisado sobre a politica da maioria das instituigdes financeiras no Brasil, a
empresa analisada também se apodia basicamente em consultas aos BIC, acrescentando ao
processo a verificagdo de uma lista fixa, composta por pré-requisitos. Estes foram
determinados por alguns analistas da instituicdo baseados nas suas experiéncias profissionais

em pesquisas de mercado.

O processo muito simplificado ndo identifica os diferentes grupos de proponentes pelas suas
caracteristicas. A instituicdo possui entdo um cadastro de clientes com operagdes aprovadas e
um cadastro de clientes recusados. A andlise continua do comportamento dos clientes,
baseada em seus atributos (variaveis para andlise), seria indicada para classificar e prever o
relacionamento da instituicdo com os proponentes, conforme se pretende verificar nesta

pesquisa.

3.2. Desenvolvimento do modelo

As etapas presentes no quadro 2, que compara os modelos para EC e MD, foram realizadas. A
MD foi utilizada como ferramenta, direcionada para a extragcdo do conhecimento buscado pelo

modelo de EC pesquisado.

Quanto ao planejamento e defini¢des, o estudo foi voltado para a extracdo do conhecimento
para pré-aprovacao de crédito, limitada a andlise das informagdes cadastrais do cliente para a
previsdo de seu comportamento, ndo considerando os dados da operagdo requisitada. O

produto em questdo ¢ o Crédito Pessoal, um empréstimo de quantias entre R$ 300,00 a
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R$ 5.000,00, garantido por cheques com prazo de pagamento entre 3 e 12 prestagdes. O
periodo de analise foi estabelecido entre julho de 2003 e julho de 2005. Os analistas da
instituicdo consideraram este um bom periodo para analise, pois apresentou condigdes
politicas e financeiras relativamente estaveis. Considera-se que a previsao do comportamento

¢ valida para um periodo de até 12 meses.

Foram analisados os dados cadastrais de uma populagdo de 15375 clientes que contrataram

Crédito Pessoal no periodo que se inicia julho de 2003 e se encerra em julho de 2005.

O saldo das operagdes consideradas na analise é de R$ 23.371.087,46. A maior parte (86,13%)
dos empréstimos analisados situa-se abaixo de R$ 2000,00 sendo que o valor médio das
operagdes ¢ de R$ 1.182,09 e o prazo médio corresponde a 8,47 prestagdes. O montante de
R$ 20.518.291,82 ¢ referente a contratos liquidados (87,88%) enquanto R$ 2.852.795,64 sao

referentes a contratos ativos.

Para avaliar o risco de inadimpléncia, os individuos sdo diferenciados em grupos de acordo
com o seu risco de crédito: é necessario chegar ao conceito de “bons clientes” e “maus
clientes”. Foram realizadas entrevistas com um analista de negdcios da instituicdo e diversas

analises quanto aos saldos das aplicagdes registradas para chegar até a definigao.

As faixas para reclassificagdo de risco de operagdes, presentes na Resolu¢do do Conselho
Monetario Nacional (CMN) 2682, de 21.12.1999, foram inicialmente adotadas pra maior
padronizagdo na defini¢do das faixas de inadimpléncia dos clientes. Segundo esta resolugao,
os créditos sdo classificados em varios niveis — decrescendo de AA até H — de acordo com a

percep¢ao do risco de crédito do tomador, das garantias oferecidas e da modalidade
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operacional. Uma variavel-chave para esta classificacdo ¢ o tempo de atraso das operagoes.
, ey, . P | .

Em cada um desses niveis é exigido um percentual de provisio'® que varia de 0% a 100%

sobre o total dos créditos registrados naquela faixa. As classes de risco estdo presentes no

quadro 3:

Atrasos Classificacao Provisao [%]
Nenhum dia Risco AA 0,0

Até 14 dias Risco A 0,5

Entre 15 e 30 dias Risco B 1,0

Entre 31 e 60 dias Risco C 3,0

Entre 61 e 90 dias Risco D 10,0
Entre 91 e 120 dias Risco E 30,0
Entre 121 e 150 dias Risco F 50,0
Entre 150 e 180 dias Risco G 70,0
Mais de 180 dias Risco H 100,0

Quadro 3 — Classes de risco para provisionamento segundo a CMN 2682.

Fonte: Banco Central do Brasil (1999).

As instituicdes financeiras freqiientemente buscam a classificacdo de seus clientes nestas
faixas de risco. A classificagdo ¢ realizada de acordo com o maior atraso registrado pelo

cliente no historico de suas operagdes.

Definidas as faixas inicias, o montante ativo e o montante liquidado da carteira foram
calculados para cada uma delas, visando determinar o comportamento da carteira, conforme

representado no quadro 4.

13 Esta pesquisa se restringe aos dados cadastrais dos clientes para a construgdo do modelo, portanto os valores
das operagGes propostas e quaisquer calculos de provisdo estdo fora de seu escopo.



Faixa de risco Montante ativo Montante Liquidado Operacgoes
AA R$ 0,00 RS 2.544.003,52 2529
A R$ 101.589,48 RS 6.978.853,45 5730
B R$ 110.717,70 R$ 3.209.870,44 2861
C R$ 109.150,36 R$ 2.824.285,01 2563
D R$ 74.112,80 R$ 1.086.392,52 1009
E R$ 101.397,78 R$ 702.666,24 666
F R$ 136.024,76 R$ 511.264,99 533
G R$ 177.138,45 R$ 437.268,50 470
H RS 2.042.664,31 R$ 2.223.687,15 3410

Quadro 4 — Distribuicdo da carteira em relacio as faixas de risco

A figura 12 mostra a média dos saldos ativos, liquidados e o valor médio de juros captado em

cada faixa de risco, considerando uma taxa de 6,46%.

Comportamento médio das operagoes nas faixas de inadimpléncia

R$ 1.250,00

R$ 1.125,00

R$ 1.000,00 4 ]

R$ 875,00 1

O ativo/oper
Oliquidado/operagao

@ spread/operagao

R$ 750,00 +—

R$ 625,00 +—

R$ 500,00 +—

R$ 375,00 4

R$ 250,00 1

R$ 125,00 1

R$ 0,00

Figura 12 — Comportamento médio das operacdes nas faixas de inadimpléncia
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O saldo médio das operagdes ativas aumenta nas faixas de risco mais elevado, enquanto o

valor médio liquidado diminui. Esta informacdo refor¢a a expectativa de maior risco com

clientes em faixas mais altas de maximo atraso observado. Buscou-se determinar qual era o

atraso maximo observado, em dias, até o qual o cliente seria classificado como “bom cliente”

e acima do qual o cliente seria classificado como “mau cliente”.

Da analise das informagdes levantadas obteve-se que a divisdo dos juros captados em cada

faixa pelo respectivo saldo em operagdes ativas, resulta em um indicador indireto de liquidez

e qualidade da carteira versus a inadimpléncia que foi considerado satisfatorio pelo analista da

instituicao. A distribui¢do da taxa juros/ativo esta apresentada na figura 13.

Distribuigao da taxa juros/ativo por faixas de risco (por cliente)

45

&

m juros por cliente
1 ativo por cliente

m—t3a jUros por ativo

25

-

05 A

D_

rErn

Figura 13 — Distribuiciio da taxa juros/ativo por faixas de risco
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r R$ 80,00

R§ 000
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Observou-se que até a faixa de risco C - clientes com até 60 dias de atraso — o indicador
obtido ¢ superior a uma unidade, valor alvo definido pelos analistas da instituicao para indicar

boa liquidez na faixa.

Para refinar o conhecimento obtido acima, foram projetados os valores deste indicador para
cada dia de atraso observado e optou-se por criar uma linha de tendéncia utilizando média

moével em cinco periodos, de acordo com a figura 14:

Distribui¢cao por dias de atraso da taxa juros/ativo
5,00

5,00

+ juros fativo

400 —— média mavel (juros fativo)

3,00

200

100

0,00

Figura 14 — Distribuicio diaria da taxa juros/ativo

O grafico na figura 14 mostra que a linha de tendéncia escolhida projeta o atraso maximo

com o indicador juros/ativo até 72 dias. Este ¢ um novo conhecimento de dominio, que ¢
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incorporado ao processo completo de descoberta do risco de crédito definindo “bons clientes”

0s que apresentam atraso maximo registrado em 72 dias. Este critério estad apresentado,

resumidamente, no quadro 5.

Tipo de Cliente

Tempo de Atraso em Qualquer Prestacao

Cliente bom

Atraso até 72 dias

Cliente mau

Atraso maior que 72 dias

Quadro 5 — Critério para a classificacio dos clientes

Para se selecionar os bons e os maus clientes, portanto, seguem-se dois passos: primeiro,

verifica-se no historico do cliente o numero de dias do seu maior atraso em todos os contratos

do periodo analisado e, segundo, agrupam-se os clientes entre “bons” e “maus” conforme seu

historico de maior atraso tenha sido inferior a 72 dias ou superior a esta marca,

respectivamente. Assim, por exemplo, se um cliente contratou 5 (cinco) operagdes no periodo

analisado e pagou em dia todas as prestagdes a excecao da ultima parcela do Gltimo contrato,

na qual ficou inadimplente por 80 (oitenta) dias, este cliente serd incluido no grupo dos maus

clientes, pois apresentou atraso superior a 72 dias no periodo analisado.

A distribuicao dos valores na carteira de acordo com o critério “cliente bom” ou “cliente mau”

¢ apresentada no quadro 6:

“Bons” Clientes | “Maus” Clientes Total
Numero de clientes 10801 4574 15375
Contratos ativos R$ 349.551,42 R$ 2.503.244,22 R$ 2.852.795,64

Contratos Liquidados

R$ 16.057.550,37

R$ 4.460.741,45

R$ 20.518.291,82

Carteira total

R$ 16.407.101,79

R$ 6.963.985,67

R$ 23.371.087,46

Quadro 6 — Distribuicio dos empréstimos por tipo de cliente
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Relacionando o quadro 6 com as informagdes de negocio fornecidas pelos analistas, ¢ possivel
visualizar o nivel de inadimpléncia da carteira, cerca de 30% do valor dos créditos, dada a
propor¢ao de maus clientes em relacdo ao total de saldos
(R$ 6.963.985,67/ R$ 23.371.087,46). A proporgao entre os maus clientes e o nimero total de

clientes ¢ de 42%, conforme apresentado no grafico da figura 15.

Carteira de operagdes por tipo de cliente

N

Mau; R$6.963.985
30%

Bom; R$16.407.101,79;
T0%

Figura 15 — Carteira de operacdes por tipo de cliente

Os 15375 clientes dividem-se na seguinte propor¢do em relagdo a variavel sexo: sao 8.481

(55,16%) mulheres e 6894 homens (44,84%), o que esta disposto no quadro 7.

Sexo Bom | % Bom Mau %Mau Total | % Total
Feminino 6242 | 73.60% 2239 [ 26.40% 8481 [ 55.16%
Masculino 4559 | 66.13% 2335 | 33.87% 6894 | 44.84%
Total 10801 | 70.25% 4574 | 29.75% 15375 15375

Quadro 7 — Distribuicao dos clientes por sexo
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A idade média dos mutuarios ¢ de 45 anos, o que significa um quadro de clientes com idade
mediana. A renda média destes clientes ¢ de R$ 949,49. E grande o niimero de clientes que
declara ndo possuir dependentes menores de 18 anos, 13.887 (90,03%) observagdes, embora a
proporc¢ao de casados, desquitados e viivos na populagdo alcance 70.54% casos, conforme o

exposto na figura 16.

Distribuicao de clientes por estado civil
1066; 7%

O Casado(a)

B Divorciado(a)
O Solteiro(a)
OViavo(a)

4530; 29%

8609; 56%

1170; 8%

Figura 16 — Distribuicio de clientes por estado civil

A institui¢do disponibilizou uma copia da base e do seu dicionario de dados, contendo as suas

entidades, os seus atributos e o significado de suas instancias.

Embora o numero total de mutuarios registrados na instituicdo seja bem maior, a amostra foi
restrita apenas aos clientes com créditos aprovados e com no minimo 6 (seis) parcelas dentro

do periodo entre julho de 2003 e julho de 2005, para que seus dados tenham
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representatividade para a correta construcdo do modelo. Como os dados dos clientes
reprovados ndo participam da sua construgdo, eles sdo usados em uma etapa posterior: a
especulagdo final sobre a resposta do modelo em relagdo a esta populacdo. Esta seria uma
especulagdo do comportamento destes clientes no caso dos seus créditos terem sido aprovados.
Os dados estao registrados em uma base de dados unica, utilizada pelos sistemas que atendem

aos operadores e analistas de crédito da instituicao.

Foi arbitrado que todos os 15375 cadastros validos seriam utilizados para criacdo e validacao
do modelo. Os registros foram divididos aleatoriamente na propor¢ao de 69% para criagdo do

modelo e 31% para validagio posterior'”.

O software Microsoft Analysis Services 2000 foi a ferramenta escolhida para construgdo do
modelo do MD. Esta escolha se deu porque esta ¢ uma ferramenta de facil acesso e uso

simplificado para reprodu¢ao dos procedimentos adotados.

3.2.1. Construcio da arvore de decisiao

Foram criadas consultas dimensionais a um cubo OLAP para proporcionar acesso rapido as
informagdes presentes na base de dados antes da construg@o da arvore de decisdo. A execugdo
de consultas dindmicas pelos analistas apoiou o processo de selecdo de varidveis para o

modelo.

'* As referéncias sobre analise multivariada indicam que o pesquisador deveria usar de 50% a 70% para a
construgdo do modelo. O método usado para distribuigdo dos clientes entre amostra para construcdo ou para a
validagdo do modelo foi baseado no digito verificador do CPF: os digitos 0, 7 e 6 correspondem a amostra de
validagdo do modelo. Os restantes correspondem a amostra de construgdo do modelo.
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A figura 17 mostra o aplicativo para criagdo de cubos OLAP com as suas dimensdes de

analise e um exemplo de consulta que pode ser submetida.

';m Analysis Manager UfI MG vI
“ﬁ File Action Wew Tools ‘Window Help
<:= * | | @ Contador Client?sl
EI@ Emprestimao ﬂ 700
D Data Sources o ———
ED Cubes o
-] w_cliente
D Partitions
B CubeRoles At
=2 Shared Dimensions . FaitaSalatio  w
3 Aluguel Cube: W_Cliente 100 RS
W2 Ano veic. recente m15a3 !
B, 300 0326
‘g’ are . . Parcelas,Bom M. [
V2 Banco ] Dimensions: Civil. Profi ve :
2, Bom ou mau fvil,Profissan, ve 200 T L LOCEO
W& Cheques Emitidos ) parcelas a0
42 Cliente 100
-1 Debita imdvel o) Bom Mau
[#-42 Dependentes
45 Emancipagdo ) Debitoimovel aposenate 1a155m
-y Empregador ou Funcionrio Erafizsional
- — P iibli Tofissional
413 Estado Civi 7 Aluguel Pensionista dE:iZI:r.;o hesa
-4} Falxa de Cep )
-4l Idade Cliente by Rendafamiliar Frofissao v |

-4 Idade da Conta Cor

Figura 17 — Cubo OLAP criado e exemplo de consulta disponivel

Com o apoio das informagdes extraidas do cubo OLAP e do seu conhecimento de dominio, o
analista de negocio selecionou os seguintes atributos como variaveis de entrada para o modelo:
Celular /Cidades / Estado / Estado Civil / Idade do cliente / Nivel de instru¢do / Numero de
dependentes / Ntimero de veiculos / Profissdo / Regido / Renda Familiar / Salario / Sexo do

Cliente / Tempo de emprego / Tipo de residéncia / Veiculos.

O Analysis Services foi também utilizado para construcdo da arvore de decisdo. O seu
algoritmo de arvore de decisdo realiza a regressdo e a classificagdo usando os atributos
informados. As variaveis sdo informadas na ferramenta, especificando quais sdo varidveis de
entrada - as varidveis potenciais citadas anteriormente — e qual € o atributo a ser previsto: a
classificagdo do cliente entre “bom” e “mau”. O algoritmo de arvore de decisdo da ferramenta

escolhida avalia os valores de cada uma das variaveis de entrada, calculando faixas de valores
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necessarias (para variaveis numéricas como salario e valor do aluguel) , quais os pesos ¢ a
hierarquia das variaveis selecionadas e quais varidveis ndo influenciam o comportamento da

varidvel a ser prevista. As variaveis de entrada foram fornecidas conforme a figura 18.

Mining Model Wizard E2
Select input and predictable columns %

Select at least one input colurn and one prediction colurn from the awvailable columns. An input column
contains the information on which you want to base your analysis, A prediction colurmn contains the
predictions the mining model makes based on the information in the inpuk column, As a convenience to you,
all predictable columns will be considered inputs as well,

Svailable columns: Predictable columns:

-[E] ESCOLARIDADE

[ EsTADO_CIVIL

[ sPCATUAL

- [E= CEPFALXA

[ 10apECcC

[F] IDADECLIENTE Input columns:

=] IDADEEMPREGD =25 dbo.W_CLIENTE_AMOSTRA -

--[E2] RENDAFAMILIAR Ll LML PROFISSAD :I

-] ALUGUEL -[B% ESCOLARIDADE

[ vEBITOIMOVEL = L| -HL ESTADO_CTVIL

[ BoM_MaU hd| i.[H1 IDADEEMPREGO hd|
[ Finish the mining model in the editor

< Back | et = | Cancel | Help |

Figura 18 — Interface para criacio da arvore de decisiao

A Ferramenta cria o0 modelo de arvore de decisdo e o processa, o que consiste em realizar o
“treinamento” do modelo. Isto significa que o algoritmo insere os registros de dados no
modelo, cria os nés da arvore de acordo com o peso dos relacionamentos de seus atributos e
calcula as probabilidades para a variavel de predi¢do em cada nd. Isto ¢ feito a partir dos
registros de dados contidos na amostra. A figura 19 mostra os comandos de acesso a dados

utilizados na criacdo do modelo.



B % Cammitted transaction in Database ‘Emprestimo

E@ Processing MiningMadel 'Decision Tree Bom_Mau' completed successfully,
i kart time: 4:41:24 P End time: 4:41:36 P Duration: 0:00:12

@ Committing transaction in Database ‘Emprestima’

MiningMode! 'Decision Tree Bom_Mau' Execute | CREATE MINING MODEL
[Decision Tree Bom_Mau'3] {[Cpf] TEXT KEY |, [Cepfaixa] TEXT DISCRETE
, [Cidade] TEXT DISCRETE , [UF] TEXT DISCRETE | [Telcelular] TEXT
DISCRETE | [Estado Ciwil] TEXT DISCRETE , [Dependentes] LONG
DISCRETE | [Veiculos] TEXT DISCRETE |, [Idadeemprego] LONG
DISCRETE |, [Idadeclisnte] LONG DISCRETE |, [Idadecc] LONG DISCRETE
, [Profissan] TEXT DISCRETE | [Tiporesidencia] DOUBLE  CONTINUOUS
[Faixa Salario] TEXT DISCRETE |, [Faixa Rendafamiliar] TEXT DISCRETE |,
[Bom Mau] TEXT DISCRETE PREDICT _CHLY, [Escolaridade] TERT
DISCRETE ) USIMG Microsoft_Decision_Trees

Yiew Trace Line B

N

MiningiMade! 'Decision Tree Bom_Mau' Execute : CREATE MIMING MODEL [Decision Tree Bom_Mau's] ([Cp
MiningMade! ‘Decision Tree Bom_Mau' Execute : INSERT INTO [Decision Tree Bom_Mau's] {SKIP, [Cepfaix
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% Committed transaction in Database 'Emprestime

= @ Processing MiningModel 'Decision Tree Bom_Mau' completed successfully,

Start time: 4:41:24 PM End time: 4:41:36 PM Duration: 0:00:12

MiningModel 'Decision Tree Bom_Mau' Execute | CREATE MINING MODEL [Decision Tree Bt
MiningModel ‘Decision Tree Bom_Mau' Execute | INSERT INTO [Decision Tree Bom_Mau's]
@ ommitting transaction in Database ‘Emprestimo’

“MiningMode! ‘Decision Tree Bom_Mau' Execute : INSERT INTO [Decision Tree &
Born_Maur's] (SKIP, [Cepfaixa], [Cidade], [UF], [Telcelular], [Estado Civil],
[Dependentes], [Veiculos], [Idadeemprega], [Idadediente], [1dadecc],
[Profissac], [Tiporesidencial, [Faixa Salario], [Faixa Rendafamiliar], [Bom
Mau], [Escolaridade]) OPENROWSETE'SQLOLEDE. 1,

'Pravider=SCLOLEDE. 1;Passward="**** Persist Security Info=True;User
ID=sqlscol;Initial Catalog=dm_emprestimo;Data Source=ods', 'SELECT
DISTIMCT "dbo”."w_CLIENTE_AMOSTRA","cpf AS "Cpf",
"dbo","W_CLIENTE_AMOSTRA", "CEPFAIRA" AS "Cepfaixa”,

"dbo”, "W _CLIENTE_AMOSTRA" "cidade” 45 "Cidade”,

| "dbo","W_CLIEMTE_AMOSTRA","uf" AS "UF", =
il | el I
Processing completed successfully. I Processing completed successfully.
Stop | Reprocess | Yiew Details | Close I Help | Stop | Reprocess | Wiews Details | Close I

Figura 19 — Comandos utilizados para na criacio e no treinamento do modelo

A arvore de decisdo resultante pode ser visualizada através de criagdo, conforme a figura 20:
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Walue [Cases |Probahilit
(Tree 1 10604 100.00
ECM 7244 53,31
MaL 3360 31,65
missing n] 0.0C

UFf not = ES 1 | |

Mode Path

Al

Tree color based on:

=~

Close |

All cases

Help |

Figura 20 — Visualizacio da arvore de decisdo
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Na figura 20, a selecdo estd no primeiro né da arvore, com todos os registros. Na porcao
superior a direita esta o mapa para localizagio em arvores com muitos ramos. A direita no
meio da tela estd o indicador de propor¢do entre “bons” e “maus” clientes para cada ramo
selecionado. Tem-se entdo que da amostra completa 31,69% dos clientes s3o “bons clientes”.
Caminhando pela arvore ¢ possivel encontrar os nds onde existem diferencas acentuadas entre
estas classificacdes. A criagdo de grupos hierarquicamente classificados de acordo com seus
riscos de inadimpléncia em fun¢do das suas variaveis caracteriza o conhecimento extraido do
modelo. Entdo ai se completa o ciclo de vida da informagao, assim composto:

= Dado bruto contido nos registros de empréstimos e variaveis dos clientes;

= Informacio extraida nas consultas dinamicas ao cubo OLAP;

= Conhecimento obtido pela metodologia e pelo algoritmo de MD, realizando a

classificagdo dos eventos na amostra de acordo com as variaveis informadas.

3.2.2. Predicao da inadimpléncia dos proponentes

A partir do conhecimento representado na arvore de decisdo foi possivel realizar a predi¢ao

do comportamento dos proponentes.

O processamento da arvore de decisdo cria uma tabela cujo conteido expressa em valores
percentuais as ocorréncias da varidvel “bom” ou “mau” de acordo com as ocorréncias das
variaveis de entrada que tiveram pesos suficientes para serem expressas pelo algoritmo

aplicado.
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O processo de predicdo pela ferramenta adotada ¢ uma simples consulta de unido entre os
registros no modelo “treinado” e os registros dos proponentes. A predi¢ao se da pelo simples

posicionamento dos novos registros nas posigoes da arvore de decisdo.

O Microsoft SQL Server 2000 possui um componente de extracao e transformagao de dados: o
Data Transformation Services (DTS). O DTS trabalha com o conceito de pacotes de

transformagao, como o exposto na figura 21.

':m S0L Server Enterprise Manager - [2:DTS Package: =Mew Package »]

J Console  Janela  Ajuda |_|_|— = il
J Package Edit Connection  Task  Workflow J & | = | 3 B | &3 alb | b u | oo Q

Connection

34X
IR
B2 d@

Figura 21 — Ferramenta para criaciio de pacotes DTS

Na figura 21 pode-se ver o grupo Connection (acima a esquerda), onde o analista informa
conexoes de entrada e saida, e o grupo Task (abaixo a esquerda), onde o analista seleciona e
informa os parametros para as tarefas de transformagdo. Existem diversos tipos de conexdes,
como para acessos a arquivos texto, arquivos HTML, planilhas Excel, entre outros. Existem

também diversos tipos de tarefas, como para execucdo de copias de registros com alteragoes
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em atributos, execucdo de comando SQL, processamento de cubos OLAP, envio de correio

eletronico e mineragao de dados, entre outros.

O DTS possui um mecanismo para comparagdo dos registros dos proponentes com a arvore
de decisdo através de uma de suas tarefas de transformacdo de dados. Foi criado um pacote

DTS com a tarefa de mineragao de dados, como na figura 22.

i2 SOL Server Enterprice Manager - (D15 Padeage New Package] L
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Figura 22 — Pacote DTS criado para a prediciao

Na figura 22 (a) estd a identificagdo do servidor, da base de dados e da arvore de decisdo
escolhida. Na figura 22 (b) ¢ informada qual ¢ a case table, i.e., a tabela que contém os

registros dos proponentes a serem previstos ¢ ¢ também informado o relacionamento entre
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suas varidveis com as variaveis do modelo. A consulta de unido e predicao resultante aparece
na figura 22 (c). E interessante notar na sua quinta linha a clausula PREDICTION JOIN,
usada neste tipo de consulta. Na figura 22 (d) estd a indica¢do para a criagdo da tabela de
saida, que contém uma copia dos registros da case table, acrescidos do valor do atributo
previsto indicado pelo conhecimento descoberto presente na arvore de decisdo. Neste caso a
resposta da varidvel prevista ¢ binaria (“bom” ou “mau’), de acordo com o os percentuais

verificados nos nos onde os registros de cada proponente se posicionar.

A figura 23 mostra o resultado da consulta a tabela de saida. A tltima coluna contém o valor

da variavel de saida.

-i:'L_ SQL Query Analyzer - [Query - ods.DM_Emprestimo.MERCANTILYE0Z2 7719 - Untitled1*]

ﬁﬁ} Eile Edit Query Tools Window Help ;[
J%'@HH{:Elﬁeﬁ|ﬂ|ﬂ'|\/}I|IGDM_EmDrestim0'I YR B
SELECT *
from sglsecol. cliente_prewvisto
WHERE CONVERT (CHAR(S0),T1 EZCOLARIDADE) <> 'DESCONHECIDO'
4] |
La|T1_Faixa Salario |Tl_Faixa BEendafamiliar |T1 Escolaridade Lecizion Tree Bom Maw ..
1 1 a 1,5 sm 1 a 1,5 =mw Segqundo grau cowpleto EOM
2 1,5 a 3 1,5 a 3 Primeiro grau incompleto| MAT
3 1 al,5 sm 1 a 1,5 sm Jegundo grau incompleto |BOM
4 mais de 10 sm mais de 10 S3uperior completo BEOHM
5 1,5 a 3 1,5 a 3 S3uperior completo EOHM
[ 1 a 1,5 sm 1 a 1,5 =mw Segqundo grau cowpleto EOM
T 1a 1,5 =m 1a 1,5 = Priwmeiro grau incowpleto| BOM
jl 1.5 a 3 1.5 a 3 Superior completo AT |
4 b
[ Grids [El] Messages|

Figura 23 — Consulta a tabela com o atributo previsto

A taxa de classifica¢do correta foi de 74%. O acerto na previsdo de bons e maus clientes foi
de 89% e 46%, respectivamente (erros tipo I e tipo II), o que foi considerado satisfatorio. A

identificagdo de 46% dos maus clientes atualmente aprovados pela instituicdo representaria
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uma melhoria significativa na qualidade da carteira da organizagdo. Marques (2002) afirma
que outros trabalhos da espécie atingiram resultados similares.

O pacote DTS pode ser executado em tempo real pelo sistema de empréstimo ou pode ser
agendado para execug¢do em lotes. Assim a previsdo obtida pela MD pode retornar ao
ambiente operacional da instituicdo com o aumento do conhecimento, como representado na

figura 24.

de Dominio de Dominio

(Eunhecimentu (Ennhecimento

Propostas

Pré-selecio Algadas
(pré-requisitos) de avaliagao

Sistema de
Crédito

.

( Dados )
(l:nnhecimentn Historicos
descoberto

([:nnhecimentn) l
descoberto Mineragiio 4

de dados

Figura 24 — Fluxo operacional com a adi¢io do conhecimento descoberto

Os dados historicos representam a memoria organizacional e a MD representa o processo de
aprendizagem. O conhecimento descoberto e exposto pelo modelo de MD também significa
um acréscimo no conhecimento de dominio. Os analistas podem avaliar a estrutura da arvore
de decisdo para avaliacdo de regras operacionais, como os atuais pré-requisitos para

concessdo de crédito.
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O quadro 8 representa o resumo das etapas e definigdes para a implementacao da MD sobre

Definicoes para a criacio do modelo de MD apoiado no modelo para
Desenvolvimento de um Sistema de EC por Sicsu (1998)

Planejamento e Definicdes

Pré-aprovacdo de crédito

Empréstimo Pessoal 3 a 12 meses
Maximo de 12 parcelas mensais

Bom cliente com atraso até 72 dias

Mau cliente com atraso superior a 72 dias

Identificacao das Variaveis
Potenciais

Celular

Cidade

Estado

Estado Civil

Idade do cliente

Idade do emprego atual
Nivel de instrugdo
Numero de dependentes
Profissdo

Regido

Renda Familiar

Salario

Sexo do Cliente
Tempo de Emprego
Tipo de Residéncia
Veiculos

Planejamento Amostral e Coleta de
Dados

Periodo de 24 meses

Apenas clientes com no minimo 6 prestagdes no periodo
Aproximadamente 70% para amostra de desenvolvimento
Aproximadamente 30% para amostra de validagdo

Determinagao da Féormula de
Escoragem

Ferramenta de arvore de decisao

Determinacio do Ponto de Corte

Por percentual de bons clientes: os clientes que se posicionarem em nos
com maioria simples de bons clientes serdo automaticamente
recomendados como bons clientes.

Validacio do Sistema de EC

Testes com a amostra de validagao

Determinacio das Regras de
Decisio

O conhecimento extraido ¢ analisado pelos analistas de crédito
para a continua avalia¢@o dos critérios de rentabilidade e de
classificagdo dos clientes.

Quadro 8 — Resumo das definicées para a implementacio da MD
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4. Conclusoes

O processo decisorio relativo a concessao de crédito ¢ totalmente baseada em informagdes e
em conhecimento. O aperfeicoamento dos processos de apoio a decisdo de crédito se
beneficia do desenvolvimento e aplicacdo de processos de conhecimento nas institui¢des
financeiras. A predi¢do do risco de inadimpléncia possibilita redug¢do dos custos, maximiza as

receitas e proporciona maior disponibilidade de recursos para operacdes regulares.

Entretanto, por vezes as instituigdes ndo analisam seus registros de dados, que compdem parte
da “memoria organizacional”. Nela poderiam ser extraidas informagdes regionais e

conhecimentos especificos sobre a pratica de cada instituicao.

Muitas instituigdes se limitam a consultas aos BIC que, pela dificuldade de gerenciar as
informagdes regionais e especificas de cada institui¢cdo, ndo provém ainda no Brasil o servigo
de analise de crédito com detalhamento de informagdes necessario a tomada de decisdo em

analise de crédito, e se limitam a manter listas de crédito negativo.

As instituicdes costumam também definir regras para a selecdo dos proponentes. Estas regras
sdo impostas devido a incapacidade dos analistas em avaliar o risco exato de cada proponente,
0 que seria a solugdo 6tima para a decisdo de crédito. Desta forma, os analistas de crédito
estabelecem critérios genéricos minimos para a aprovacgao das propostas, estabelecendo o que
seria a solugdo satisfatéria para esta necessidade de informacdo. A instituicdo deve
constantemente avaliar a pertinéncias destas regras operacionais para que a perpetuacio das

mesmas nao restrinja a realizacdo de bons negdcios.
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Ignorar o conhecimento potencial que pode ser extraido das bases de dados que contém o
registro de sua experiéncia é perder a chance de aprender sobre as melhores regras e critérios
de decisdo. Como a analise de grandes bases de dados utilizando métodos manuais ¢é inviavel,
a MD sobre o histérico das operagdes ¢ uma boa alternativa para a extracdo deste

conhecimento organizacional.

No transcorrer deste trabalho, procurou-se compreender e estabelecer a relacdo entre os
conceitos de DBCB, MD e EC, visando elucidar a contribui¢do destes ao apoio a decisdo de
crédito. A op¢ao foi pela DCBD através de um modelo preditivo usando MD inspirado nos
conceitos de EC, que é considerada por diversos autores como a melhor alternativa para
apoiar a decisdo de concessdo de crédito, definindo regras e etapas especificas para atuar neste

dominio.

O estudo dos conceitos de EC guiou a compreensao dos conceitos deste dominio especifico de
conhecimento, estabelecendo um suporte para a defini¢do das etapas e defini¢cdes realizadas
na criacdo do modelo de MD. A apresentagdo dos resultados na arvore de decisdo ¢ diferente
do resultado apresentado pela EC, que apresenta uma tabela de pontuagdes representando o
risco de inadimpléncia em cada faixa. Entretanto, o conhecimento extraido do modelo de MD
foi considerado satisfatorio tanto para a descricdo das operacdes analisadas através da
visualizacdo da arvore de decisdo quanto para a previsdo do seu risco de crédito através da
metodologia escolhida. Foi comprovado que o conhecimento extraido significa um
incremento no conhecimento do dominio, subsidiando a avaliagdo e eventual alteracdo das

regras organizacionais para decisdo.
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Conforme afirmacao anterior, conclui-se que a DCBD corresponde ao estudo de processos de
armazenamento, extracdo, compartilhamento e aplicacdo de conhecimento de maneira mais
ampla, o que leva a conclusdo de que o EC ¢ um caso especifico da DCBD, aplicada ao
dominio financeiro, especificamente ao problema de se conceder crédito minimizando o risco
de inadimpléncia e maximizando as receitas. Nesse dominio especifico, a identificagdo das
variaveis depende da experiéncia dos especialistas de crédito, a determinagdo do ponto de
corte depende da analise do negocio (podendo estabelecer metas sobre rentabilidade, taxa de
aprovagao ou composi¢ao da carteira), com objetivo de classificar os proponentes. Conclui-se
também que o uso de MD, que se concentra nos processos de extragdo e aplicagdo da DCBD,
apoiado nos conceitos e defini¢des para EC pode auxiliar no processo de decisdo de crédito. A
Tecnologia da Informagdo pode apoiar este processo simplificando vérias das tarefas como a
selecdo das variaveis de entrada, a extracdo dos padrdes e a verificagdo da performance do

modelo.

Foi concluido que a metodologia utilizada e a tecnologia que a apoiou caracterizam um
processo de conhecimento. Neste processo os dados historicos representam a memoria
organizacional e a MD representa o processo de aprendizagem. O conhecimento descoberto e
exposto pelo modelo de MD significa um acréscimo no conhecimento de dominio. Os
analistas de crédito podem avaliar a estrutura da arvore de decisdo para avaliagdo de regras

operacionais, como os atuais pré-requisitos para concessao de crédito.

Conforme afirmagdo anterior, a qualidade do modelo depende da qualidade da base de dados.
Quanto melhor a qualidade dos dados registrados, melhores as possibilidades do modelo

atingir altas taxas de acerto.
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Os sistemas especialistas e a mineragdo de dados sao hoje uma realidade. Eles respondem a
questdes, fazem recomendacgdes, e geralmente auxiliam o usuario orientando-o no processo de
tomada de decisdo. O conhecimento descoberto serd mais bem utilizado por usuarios
familiarizados com o conhecimento do dominio trabalhado, pois estes usuarios possuem o

conhecimento ticito necessario para avaliar as respostas do sistema.

O carater preditivo da MD ¢ apenas uma indicacdo baseada nos dados historicos, € nao
substitui a intuigdo, o talento e a criatividade humana. Algumas situa¢des podem ser
reconhecidas mais rapidamente pelo julgamento humano do que pelo processo de DCBD. Por
exemplo, a febre aftosa provocou, recentemente, no sul do pais a demissdo de milhares de
funciondrios em municipios com economias baseadas nas receitas de seus frigorificos. Um
analista bem informado conseguiria prever o aumento do risco de inadimpléncia naqueles
municipios antes que o fendmeno comecasse a adquirir relevancia nos modelos de EC ou de

MD, que se baseiam na analise do histérico de operagdes da instituicao.

Uma das propostas de estudos futuros para continuidade do trabalho, ¢ a avaliagdo do grau de
acerto do modelo desenvolvido em fun¢do da qualidade dos dados analisados. Atividades
como auditoria nas informagdes registradas no sistema origem, recadastramento visando
corrigir dados errdneos e preencher atributos ausentes poderiam aumentar a qualidade dos
dados na base origem. A sugestdo ¢ avaliar e procurando equacionar a relagdo entre a

qualidade de dados no sistema origem e a eficiéncia do modelo de MD.
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