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Resumo da Tese apresentada a COPPE/UFRJ como parte dos requisitos necessarios

para a obtencao do grau de Mestre em Ciéncias (M.Sc.)

PROCEDIMENTO INTERATIVO DE AGRUPAMENTO DE DADOS

Lécio Pereira de Andrade

Dezembro/2004

Orientador: Nelson Francisco Favilla Ebecken

Programa: Engenharia Civil

Este trabalho realiza a implementacdo de um procedimento interativo para
agrupamento de dados amparado em estudos sobre métodos de segmentagéo,
critérios de avaliacdo da qualidade da formacdo dos agrupamentos e técnicas de

visualizacéo.

A segmentacdo das bases de dados pode ser obtida pela aplicagcdo de um
método hierarquico aglomerativo, sendo visualizada na forma de dendrograma, ou
através do meétodo particional “K-Means”, cuja qualidade dos resultados, avaliada pelo
critério estatistico de Calinski e Harabasz leva a busca interativa do numero ideal de

grupos.

A técnica de \visualizacdo “Coordenadas Estrela” torna possivel a
representacdo de objetos com n dimens8es em um plano bidimensional, permitindo a

observacao de caracteristicas espaciais das bases de dados.

Alguns estudos de caso, sobre trés bases de dados, foram realizados para

andlise e comparacdo com outras metodologias e softwares comerciais existentes.
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INTERACTIVE PROCEDURES FOR DATA CLUSTERING

Ldcio Pereira de Andrade

December/2004

Advisor: Nelson Francisco Favilla Ebecken
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The object ive of this work is the implementation of an interactive procedure
for data clustering including the analysis of the usual methods and techniques of

visualization.

The clustering analysis is performed by an aglomerative hierarchical method,
being visualized in the form of dendrogram, or through the partitional "K-Means"
method, using the Calinski and Harabasz statistical criterium to obtain ideal number of
groups.

The visualization "Star Coordinates" technique is used to the object

representation with n dimensions in a two-dimensional domain.

Several cases are studed to compare with another strategies available in
commercial tools.
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CAPITULO 1
INTRODUCAO

1.10bjetivo

O objetivo deste trabalho foi desenvolver uma ferramenta computacional e
mostrar resultados praticos da implementacdo de técnicas para agrupamento de

dados e sua visualizagéao.

O conjunto inicial de n objetos €& dividido em um numero previamente
desconhecido e ideal de grupos, determinado através de sucessivos arranjos desses
objetos em grupos, de maneira que o centro de cada grupo guarde a maxima distancia
possivel em relacdo aos demais e 0s seus objetos tenham a minima distancia entre si,
utilizando-se para formacdo dos arranjos a técnica conhecida como “K-Means” [1] e

para o calculo da distancia entre os objetos a medida Euclidiana.

A visualizacdo de objetos com diversos atributos, n-dimensdes, em um plano
de duas dimensoes, obtida através do emprego da técnica “Coordenadas Estrela” [2],
possibilita a percepcéao virtual da distribuicdo espacial relativa dos objetos, a forma dos
grupos e a posicao de seus centros. A representacdo da classificagdo hierarquica é
feita através de dendrogramas, método onde o0s objetos ou grupos séo representados
graficamente com uma estrutura em arvore, semelhantemente a uma classificagcdo
taxondbmica. No desenvolvimento desta representacdo, foi utilizado o método

conhecido como Vizinho Mais Préximo (ou Ligagao Simples) [3].

As técnicas exploradas neste trabalho foram implementadas em um aplicativo
ao qual foi dado o nome de SearchCluster. Desenvolvido com a linguagem de
programacao Microsoft® Visual Basic 6.0, o aplicativo possui uma interface amigavel,
que permite pesquisar e analisar bases de dados com diversas configuracbes em

formato texto, de maneira interativa.



1.2 Importéancia

Desde os primérdios de sua organizacdo social, o0 homem cultiva uma
tendéncia natural de agrupar objetos segundo alguma combinacdo de atributos que
representem interesse no momento. Nas primitivas tribos de homens das cavernas,
onde 0s grupos eram separados segundo padrbes fisicos, mulheres coletavam e
homens cacavam. Criancas separam brinquedos em grupos, inicialmente pela cor e
tamanho, depois de acordo com caracteristicas com um pouco mais de refinamento,
como em um grupo os carrinhos, noutro 0os bonecos de animais. Pessoas adultas
colecionam diversos objetos: chaveiros, bonés, latas de cerveja, selos, automéveis.
Grupos de objetos muito similares entre si, mas completamente diversos, se

comparados com 0s representantes de outras coleces.

Os objetos do mundo real normalmente possuem uma grande quantidade de
atributos que, por suas semelhancas, formam classes distintas. Porém, mesmo dentro
dessas classes pode ser crucial a formacdo de subgrupos, o que pode ser de extrema
dificuldade, face a quantidade de objetos, o nimero de seus atributos, a sutileza das

diferencas apresentadas e da escassez de tempo.

Um especialista pode ter o sentimento a cerca do numero de grupos em que
se dividem os objetos de uma colecdo e até ser capaz de identificar muitos objetos
que, dentro de um grupo, tenham mais ou menos proximidade entre si para formar
aqueles grupos. O problema é dispor do tempo desse especialista na faina exaustiva
de separacao dos objetos, ao invés de utiliza-lo mais nobremente na tarefa de analisar

0s grupos formados, interpretar o conhecimento descoberto durante o processamento.

E, apbs a separacdo dos objetos em grupos, como perceber rapidamente
padrdes, linhas gerais, areas mais promissoras, em meio aos ainda muitos algarismos
que representam a informagdo? Novamente, torna-se possivel poupar tempo ao
analista apresentando uma visualizacao grafica dos dados, sua forma de agrupamento

e a hierarquia formada por eles.

Com o advento e a popularizacdo da tecnologia de bancos de dados nas
dltimas décadas, o volume de informagfes disponiveis € cada vez maior, atingindo
volumes que inviabilizam a sua analise direta por falta de recursos técnicos e tempo
para observacdo de cada unidade da informacgé&o. A separacdo de um elevado niumero

de objetos em grupos que guardem significativa semelhanca facilita a percepcéo de



padrBes, descoberta de conhecimento e manipulacdo desses e outros objetos que

venham juntar-se a populagao inicialmente observada.

As técnicas de agrupamento, que ndo sdo comprobatorias e, sim,
exploratérias por natureza, objetivam justamente realizar uma separacdo Otima entre
0s objetos de uma colecédo, permitindo a descoberta de novos padrbes, previamente
desconhecidos e insuspeitos. O resultado da segmentacdo, independentemente da
ferramenta utilizada, somente pode ser interpretado eficientemente por um especialista

na area de origem dos dados sob analise.

Apesar dessas técnicas ndo atingirem a determinacdo dos grupos com total
precisdo, é de consenso, com diversas demonstracdes bem sucedidas, que grupos
bem formados sé@o aqueles que apresentam a minima distancia entre 0s seus objetos

e a maxima distancia para os demais grupos.

1.3 Aplicacgbes

As técnicas de segmentacgéo e visualizacdo de dados séo aplicaveis, e muito
Uteis, em diversas areas do conhecimento humano onde a quantidade dos dados a
serem tratados seja elevada, o numero de seus atributos seja consideravel, haja
necessidade de proceder a varios e sucessivos arranjos para melhor analise das

possibilidades ou até diversas combinagfes entre tais aspectos.

Podem ser citados varios casos que explicitam claramente a grande
diversidade de areas onde ha o real emprego e sempre novas possibilidades de
aplicacdo das técnicas de analise de agrupamento. Alguns exemplos interessantes,
relacionados a seguir, sdo encontrados na pagina oficial da Clustan Ltd [4], citados

como areas de aplicacbes bem sucedidas do software clustan.

1.3.1 Ciéncias Sociais

Demografia: através do estudo do agrupamento de registros de nascimentos,
€ possivel deduzir as consequéncias sociais e genéticas de padrdes migratérios

ancestrais.



Arqueologia: a divisdo dos utensilios e inscricbes achados em escavagbes

arqueoldgicas em grupos distintos pode explicar as suas origens culturais.

Psicologia educacional: a modelagem das realizacbes académicas do
universo de estudantes auxilia no melhoramento de grupos de estudantes com

maiores dificuldades.

Geografia: os grupos de fazendas permitem tracar a distribuicdo de atividades

agricolas diferentes e mudancas de medida de produtividade.

Linglistica: agrupamento de idiomas e variedades de fala, auxilia no

entendimento da sua evolucdo e no desenvolvimento da taxonomia da seméantica.

Sociologia: com atitudes sociais, comportamentos e papéis dos individuos

auxiliam no desenvolvimento da tipificacdo de classes sociais.

1.3.2 Marketing

A analise de agrupamento é de importante utilidade no ramo do marketing,
podendo ter diversas aplicagdes, tais como: segmentagédo de clientes e mercados,
design de produtos e marcas, especificacdo de alvos de mala-direta e telemarketing,

converséo e retencéo de clientes, diminuicdo dos custos de marketing.

1.3.3 Ciéncias Médicas e Biologicas

Antropologia: o agrupamento de dados antropométricos revela diferencas
genéticas entre géneros humanos ancestrais e ajudam na reconstru¢do da evolugdo

da espécie.

Biogquimica: o estudo da segmentacdo de dados da composicdo de
aminoacidos e genes ajuda a explicar as sucessfes evolutivas de mutacdes que

originam uma nova espécie.

Microbiologia: os estudos de grupos de bactérias propiciaram a melhoria da
taxonomia existente, a identificacdo do aparecimento de novos Vvirus e

desenvolvimento de vacinas.



Psicologia clinica: o agrupamento de padrbes de comportamentos sociais

extremos tornou possivel identificar sindromes psicologicas associadas ao autismo.

Botanica: mostras de vegetacdo devidamente agrupadas facilitam a descricdo
da ecologia de comunidades de plantas nativas e indicam areas para desenvolvimento

agricola ou conservacao e métodos para prevencao de erosao de terrenos.

Psiquiatria: o estudo de sintomas psicopatolégicos, separados em grupos
similares, ajuda na identificacdo de sindromes de desordens psiquiatricas e no

desenvolvimento dos tratamentos.
1.3.4 Ciéncias Exatas e da Terra

Astronomia: as técnicas de analise de agrupamento aplicadas em estrelas e
galaxias ajudam no desenvolvimento de teorias sobre as origens e evolucdo de

sistemas estelares.

Quimica: o agrupamento de estruturas quimicas auxilia no entendimento de

suas propriedades biolégicas, fisicas e quimicas.

Informética: projetistas de bancos de dados tém realizado agrupamento de
dados em elementos de sistema de informacdes para aperfeicoar o desempenho das

operag0Oes de recuperacéo da informacéo.

Engenharia: diversas aplicagdes de reconhecimento de padrédo baseadas em
I6gica de andlise de agrupamento para automacao na identificacdo de caracteristicas

em imagens de satélite, impressdes digitais, sinais de radar e outras aplicacdes.

Fisica: as técnicas de agrupamento de dados aplicadas em fotografias de
camara de bolha agilizam a classificagdo das trilhas feitas por diferentes particulas

carregadas.

Meteorologia: o agrupamento de padrdes de tempo permite descobrir tipos

comuns de sequiéncias para previsoes de longo alcance.

1.3.5 Empresas e Governo

Contabilidade e Administracdo: a segmentacdo de bases de dados de contas

de empresas permite identificar tipos de negécios com capitalizagdo comum,



desempenho e aproveitamento de perfis para uso em reestruturacdo e troca de

programas de administragéo.

Bancos e administradoras de cartdes de crédito: agrupar os dados das contas
de clientes de suas gigantescas bases de dados, de acordo com perfis socio-
econbmicos e financeiros, permite melhorar a rentabilidade das instituicbes e,
analisando as caracteristicas de uso, descobrir transa¢des incomuns, indicadores de

provaveis acfes delituosas.

Além destes casos, existem diversos relatos sobre as mais diversas
aplicacdes de técnicas de agrupamento em casos concretos. Entre eles podemos

citar:

- prospeccao dos dados de acesso a um servidor de noticias na Web,
utilizada na construgdo de um sistema de publicacdo personalizada, baseada nos

perfis dos leitores [5];

- técnicas de cluster analysis na construcdo de tipologias de curva de
carga, empregadas com a finalidade de identificar a estrutura natural de agrupamentos
em um conjunto de medicdes de curvas de carga, associando cada grupo formado a

uma tipologia [6];

- inteligéncia competitiva para o ensino superior privado: uma abordagem
através da mineracdo de textos. As técnicas de agrupamento permitem identificar e
agrupar documentos que possuam informagdées em comum, proporcionando uma certa

organizacdo a uma serie de documentos dispostos de maneira desorganizada [7];

- regulacdo da qualidade de suprimento por comparacdo e impacto na
receita permitida no setor elétrico, através da formagcdo de conjuntos com
caracteristicas de atendimento semelhantes, tornando mais justas as metas

estabelecidas ap6s comparacdo com outras empresas com caracteristicas similares

[8];

- potencial de desenvolvimento dos municipios fluminenses: uma
metodologia alternativa ao indice de Qualidade dos Municipios - IQM, tornando
possivel a obtengdo de uma férmula mais equilibrada, de interpretacdo mais facil e

menos sensivel a erros [9];

- padrbes espaciais de mortalidade e diferenciais s6cio-econdmicos na

cidade do Rio de Janeiro, através da constituicdo de grupos sécio-economicamente



homogéneos para andlise da distribuicdo dos indicadores de mortalidade nos

diferentes estratos [10];

- aplicacdo de dados de deteccdo remota em ecologia: com a
classificacdo de imagens de satélite foi possivel otimizar a aplicacdo de recursos
humanos e logisticos para fundamentar a escolha dos locais de amostragem, através

da identificacdo de zonas homogéneas [10].

Um caso de particular relevancia do presente trabalho é a implementacédo de
um procedimento com capacidade de agrupar os objetos de forma pertinente, mesmo
perante a auséncia do conhecimento antecipado do nimero de grupos que compdem
toda a colecdo de dados em estudo. A necessidade do prévio conhecimento do
namero ideal de grupos onde devem ser divididos e alocados os objetos de uma base
€ um fator bastante limitador para os diversos algoritmos de segmentacdo que
dependem desse parametro para sua execug¢ao, como € o caso da aplicagdo classica

da técnica “K-Means”.

1.4 Outros capitulos

A presente tese contém 6 capitulos e estdo referenciados como se segue:
Capitulo 1 — Introducao; Capitulo 2 — Agrupamento de dados: discorre sobre trabalhos
desenvolvidos e aplicacdes das técnicas de agrupamento de dados; Capitulo 3 —
Métodos de Visualizacdo de Resultados: apresenta as técnicas utilizadas no
desenvolvimento de um modulo para visualizacdo em duas dimensdes de objetos n-
dimensionais, incluindo a demonstracdo dos resultados obtidos; Capitulo 4 —
Implementacdo de um Procedimento: apresenta as fases de desenvolvimento de um
software e os métodos empregados para descoberta e agrupamento de dados em
namero previamente desconhecido de grupos; 5 — Estudos de Casos, apresenta uma
analise sobre diversos casos de implementacdo e emprego pratico de técnicas de
agrupamento e visualizacdo de dados; 6 — Conclusdo, encerra o presente trabalho
com algumas consideracdes finais sobre o estudo e propostas para continuacdo da

implementacao.



CAPITULO 2
AGRUPAMENTOS DE DADOS

2.1 Métodos de Agrupamento

A descoberta do conhecimento em base de dados (KDD, sigla em inglés) € o
processo nao trivial de identificacdo de padres que sejam validos, novos,
potencialmente Uteis e compreensiveis. O processo de KDD foi proposto em 1989
para referir-se as etapas que produzem conhecimentos a partir dos dados e,
principalmente, a etapa de mineracdo dos dados (data mining), que é a fase que

transforma dados em informacdes [12].

De acordo com esta definicdo de KDD, o termo “processo ndo trivial” indica
gque existem varios passos, desde a selecdo, a preparacdo dos dados e a procura de
conhecimento, até a sua avaliacdo (tudo repetido em varias iteracbes cada vez mais
refinadas e interativamente com o usuario). Os padrdes implicitos nos dados devem
ser validos para novos dados com algum grau de certeza, devem constituir algum fato
novo e prestar-se a tomada de decisdes Uteis. Finalmente, o conhecimento descoberto
deve ser representado de forma compreensivel e adequada ao tipo de usuario a que

se destina [5].

O processo de KDD envolve vérios passos distintos e complementares, como
pode ser visto na Figura 2.1. Dentro da prospeccéo de dados as tarefas mais comuns
séo a classificagdo, o agrupamento (clustering), a modelagem de dependéncias, a

analise de ligagOes e a analise de sequéncias.

Figura 2.1: Os passos da descoberta do conhecimento em base de dados.

De forma instintiva os seres humanos tendem a visualizar conjuntos em

grupos discretos. E uma das formas mais naturais e rapidas de impor alguma ordem,



algum padréao inteligivel, a um grande volume de objetos apresentado sem maiores
informagdes que levem a um entendimento direto por parte do observador. Porém,
perceber padrbes e agrupar objetos tendo por origem uma grande cole¢cdo néo é
tarefa simples, ou que possa ser feita manualmente em tempo habil. Sdo necessarios
algoritmos de segmentacao, especializados em descoberta e formacdo de grupos de

dados.

Segmentacdo € o0 processo de agrupamento dos dados em classes ou
grupos, de maneira que objetos dentro de um mesmo grupo tenham alta similaridade,
mas objetos pertencentes a grupos diferentes sejam muito distintos. Para a
mensuracdo de tais similaridades (ou dissimilaridades) entre os objetos da coleg&o
analisada sao utilizadas diversas técnicas de medida, normalmente baseadas em
medidas de distancia que, inclusive, devem ser adaptadas para dados especiais, como

por exemplo variaveis binarias, nominais e ordinais [1].

E extremamente Gtil quando ndo se tem conhecimento prévio sobre o
conjunto de dados em questdo é necessario separa-lo em grupos. A segmentagéo
geralmente encontra-se associada com alguma técnica de descricdo de conceitos a

fim de identificar os atributos de cada classe.

As ferramentas de agrupamento de dados podem ser empregadas nas mais
diversas areas do conhecimento humano e, até mesmo por essa diversidade, de
acordo com HAN e KAMBER [1], devem atender alguns requisitos especificos, tais

como:

Escalabilidade: geralmente os algoritmos de segmentacao trabalham bem em
grupos de dados pequenos, cerca de 200 objetos. Entretanto, uma grande base de
dados pode conter milhdes de objetos. Assim, tais algoritmos necessitam ser

altamente escalaveis.

Habilidade em lidar com tipos diferentes de atributos: normalmente, os
algoritmos de segmentacdo desenvolvidos para agrupar dados numéricos. Contudo,
algumas aplicagbes podem requer a segmentacao de outros tipos de dados, tais como

binarios, categdricos (nominais), ordinais ou misturas destes tipos de dados.

Descoberta de grupos com formas arbitrarias: os algoritmos de segmentacao
sd0 muitas vezes baseados em distancias Euclidianas ou Manhattan. Tais algoritmos

tendem a achar grupos “esféricos”, com tamanho e densidade similares. Contudo, um



grupo pode assumir qualquer forma. E importante desenvolver algoritmos que possam

descobrir grupos que possuam formas arbitrarias.

Necessidade minima de conhecimento do dominio para determinacdo dos
parametros de entrada: em sua maioria, os algoritmos de segmentacéo requerem dos
usuarios certos parametros para analise de agrupamento, tais como o nuUmero
desejado de grupos. Os algoritmos, assim, ficam muito sensiveis a influéncia de
parametros que muitas vezes sdo dificeis de determinar, principalmente, em grupos de

objetos com um elevado nimero de atributos.

Habilidade em lidar com dados “ruidosos”: muitos bancos de dados do mundo
real contém dados fora do padrdo ou perdidos, desconhecidos ou errbneos. Alguns
algoritmos de segmentagdo s&@o sensiveis a tais dados e podem conduzir a

agrupamentos de baixa qualidade.

Insensibilidade para a ordem de entrada dos registros: alguns algoritmos de
segmentacdo podem gerar draméticas diferencas entre os grupos formados,

dependendo da ordem que os dados Ihes sé@o apresentados.

Alta dimensionalidade: um banco de dados ou data warehouse pode conter
véarias dimensdes - atributos. Muitos algoritmos de segmentacdo s&o bons para
manuseio de objetos com baixa dimensionalidade, envolvendo somente dois a trés
dimensdes. A capacidade humana permite julgar a qualidade de segmentos de até
trés dimensbes. O desafio estd em agrupar objetos de dados representados por um
elevado numero de atributos — alta dimensionalidade, principalmente considerando-se

que tais dados podem ser muito esparsos e altamente assimeétricos.

Segmentacdo baseada em restricdes: aplicacdbes do mundo real podem
necessitar segmentacées que obedecam a algumas restricdes. Um bom algoritmo de
segmentacao deve ser capaz de descobrir os grupos ideais que atendam a essas

restricoes.

Interpretabilidade e usabilidade: deve ser esperado que o resultado da

segmentacao seja explicavel, compreensivel e utilizavel.

A segmentacéo, ou clustering, € a tarefa central para a qual muitos algoritmos
tém sido propostos. Regularmente variantes novas de métodos mais velhos, ou novas
abordagens emergem ao mesmo tempo em que as atividades humanas demandam o

estabelecimento de padrdes para comparagdo de tais algoritmos [13]. Existe uma
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grande diversidade de algoritmos de segmentacdo devido a grande variedade de
principios de indugdo e modelos. E os principios indutivos existem em tdo grande
namero porque “segmentacdo é em parte no olho do observador’, sendo
formalizagbes matematicas do que os pesquisadores acreditam ser uma definicdo de
agrupamento. O conhecimento do dominio é que forma a crenca de que existem
subgrupos em meio a um grande volume de objetos e tal convic¢cado € que molda as
estruturas utilizadas para representar os grupos. Assim, diferencas nos principios
indutivos sdo de ordem *“filosofica”, mas fundamentais. Contudo, de acordo com
ESTIVILL-CASTRO [13], alguns mecanismos podem ser usados na comparacao de
principios indutivos e, consequentemente, de algoritmos de segmentacgéo, resumidos a

sequir:
- 0s métodos de segmentacdo sdo oriundos da percep¢éo do observador;

- diferentes pesquisadores podem determinar boas segmentacdes por

diferentes férmulas matematicas;

- a segmentagdo traduz em otimizagdo problemas cuja complexidade

computacional € tipicamente intratavel e sdo solucionados por algoritmos de

aproximagao;

- o primeiro nivel de comparagéo entre dois algoritmos de segmentacao
da-se em termos da qualidade da solu¢do, como o valor obtido pela mesma funcéo
objetivo e recursos de computacdo iguais (por exemplo, nimero de avaliagbes da

funcdo objetivo);

- existem objetivos funcionais (principios indutivos) que apresentam custo
menor que outros. Naturalmente, busca-se aperfeicoar aqueles na esperanca de
apresentarem boas solucbes com custo menor. Contudo, isto implica uma
investigacdo sobre o relacionamento entre os principios indutivos e, num segundo

estagio, entre os préprios algoritmos;

- pesquisas e compilacbes de categorias de algoritmos de segmentacéo
sdo naturalmente baseadas mais em modelos do que em principios de indugdo. A
mais forte distingdo entre tais algoritmos estd na ado¢do de modelos mateméaticos
(continuos), comuns em inferéncias estatisticas, ou modelos de estruturas (discreto),

comuns em aprendizado de maquina;
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- 0s pesquisadores que propdem modelos e principio indutivo novos ou
algoritmos de segmentagdo melhorados deveriam explicitar seus métodos
matematicos, o que facilitaria investigacbes e comparacdes prévias com meétodos

emergentes;

- os indices de validade da segmentacao sdo formulagcbes matematicas
diretas de principios de inducdo. A comparacdo entre os algoritmos pode fornecer
alguns insights sobre o contexto no qual um algoritmo processa melhor que outro.
Contudo, isto ndo implica que um algoritmo produz resultados mais validos que outro.

A validade depende da existéncia de uma estrutura do conjunto de dados;

- a gualidade da segmentacdo pode ser demonstrada por critérios
externos de validade e medidas associadas. Métodos de aprendizado supervisionado
podem ser usados para avaliacdo de algoritmos, como medidas de discrepancia entre

os resultados da segmentacgéo e os rétulos previamente conhecidos;

- um algoritmo adaptado a um determinado universo de modelos n&o tem
chance de bom desempenho se os grupos de dados tém uma estrutura que €, na
verdade, representada por uma familia radicalmente diferente (por exemplo, “K-

Means” ndo pode determinar grupos ndo-convexos).

S&o inumeras as citagBes sobre algoritmos de segmentacdo que podem ser
encontradas na literatura. A escolha do algoritmo mais adequado depende tanto do

tipo dos dados disponiveis quanto do propdsito especifico da aplicacao.

De maneira geral, a maioria dos métodos de agrupamento podem ser
classificados em cinco grandes categorias: métodos particionais, métodos
hierarquicos, métodos baseados em densidade, métodos baseados em malhas e
métodos baseados em modelos. A seguir, cada uma das categorias citadas sera

apresentada com mais detalhes, conforme apresentado por HAN e CAMBER [1].

2.1.1 Métodos particionais

Considerando-se que n € o nimero de objetos de uma base de dados e k é 0
nuamero de grupos desejado, os algoritmos particionais irdo gerar k particdes utilizando
medidas de distancia, de forma que uma determinada fung&o objetivo seja otimizada,

sendo que objetos comparados com 0s demais objetos dentro de sua prépria particdo
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guardem maxima similaridade e objetos comparados com os objetos de outras

particbes apresentem minima similaridade.

Os métodos particionais classicos mais conhecidos, e comumente utilizados,
séo “K-Means” e “k-Medoids”. O método “K-Means” é baseado no conceito estatistico
do centréide de forma que a semelhanca dos objetos dentro do mesmo grupo,
“intragrupo”, seja alta e a semelhanca entre objetos de grupos diferentes, “intergrupo”,
seja baixa, sendo, porém, muito sensivel a dados fora do padréo, ou seja, objetos que
tenham um valor extremamente alto ou baixo, que podem causar substanciais
distor¢cdes nos resultados. O método “K-Means” sera visto em mais detalhes mais
adiante, neste capitulo. Em contrapartida, o método “K-Medoids” busca diminuir a
sensibilidade a objetos isolados, deixando de levar em conta o centro do grupo como
ponto de referéncia para utilizar o medéide, que é o objeto localizado mais préximo ao
centro do grupo. Assim, este método pode abrandar a influéncia de objetos isolados,
baseando-se no principio de minimizacdo da dessemelhanca entre os objetos de um

grupo e o seu ponto de referéncia.

s

A estratégia basica do algoritmo de segmentacdo “K-Medoids” é achar k
grupos em n objetos. Primeiramente, arbitrando para cada grupo um objeto como seu
representante (o meddide). Cada objeto remanescente é agrupado com o meddide ao
qual possui a maior semelhanca. Entéo, iterativamente, é substituido um meddide por
um ndo-medoide, desde que a qualidade da segmentacéo resultante seja melhor. Esta
qualidade é calculada usando uma fung¢do de custo que calcula a medida de

dessemelhanga média entre um objeto e 0 meddide de seu grupo.

Numa comparacdo entre os dois métodos particionais classicos, o método “K-
Medoids” pode ser apontado como mais robusto que “K-Means” por trabalhar com
mais eficiéncia na presenca de dados isolados e outros ruidos, em decorréncia do
meddide sofrer menos influéncia de dados desse tipo. Contudo, seu processamento
tem custo maior que o método “K-Means”. Mas, sempre vale ressaltar, ambos os

métodos requerem a prévia especificagdo de k, o nimero de grupos.

2.1.2 Métodos hierarquicos

Um método hierarquico de segmentacao trabalha agrupando objetos em uma
arvore de grupos. A qualidade dos métodos hierarquicos puros pode ser prejudicada

pela sua inabilidade em executar ajustes ap6és uma fusdo ou divisdo terem sido
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executadas. Os métodos hierarquicos podem ser classificados de acordo com a forma
com que a decomposicao hierarquica € realizada: bottom-up ou top-down, e sdo

conhecidos como:

Segmentacgdo hierarquica aglomerativa: esta estratégia bottom-up inicia por
considerar cada objeto como sendo seu préprio grupo e, entdo, vai criando sucessivas
fusdes destes grupos atdmicos em conjuntos maiores, até que todos os objetos
estejam em um U(nico grupo ou até que certas condicBes de conclusdo sejam
satisfeitas. Os métodos hierarquicos, em sua maioria, pertencem a esta categoria,

diferindo entre si apenas pela definicdo da semelhanca “intergrupo”.

Segmentacao hierarquica divisiva: esta estratégia top-down faz o contrario da
segmentacdo hierarquica aglomerativa, comecando com todos objetos num Gnico
grupo. A partir dai os grupos sao subdivididos em conjuntos menores, até que cada
objeto forme o préprio grupo; até que o algoritmo satisfaga determinadas condi¢des de
conclusdo, tais como a obtencdo de um numero desejado de grupos ou que a

distancia entre dois grupos proximo ultrapasse um certo limiar.

A Figura 2.2 apresenta, de maneira esquematica, os passos da segmentacao

aglomerativa e divisiva.

Métodos Passo 0: Passo 1 : Passo 2 : Passo 3 : Passo 4 : Passo 5 :

Aglomerativos

@ ®

o : : ; Métodos
" i Passo5 ¢ Passo 4 i Passo 3 : Passo 2 : Passo 1 i Passo 0 Divisivos

Figura 2.2: Esquema dos métodos de segmentacdo aglomerativos e divisivos.

Baseada em [1].
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Os métodos de segmentacao hierarquicos, embora simples, freqientemente
encontram dificuldades no que diz respeito & selecdo de pontos de fusdo ou de
divisdo. Tal decisdo é critica, pois uma vez que um grupo de objetos € fundido ou
dividido, o préximo passo sera processado com base no grupo recém gerado.
Considerando-se que tais algoritmos ndo desfazem o que ja foi processado, tampouco
trocam objetos entre grupos, se as fusfes ou divisbes ndo sdo bem feitas em algum
passo a qualidade do resultado final da segmentacdo pode ficar seriamente
comprometida. Além disso, 0 método ndo possui critérios para examinar e avaliar se a

fuséo ou divisdo redunda em um numero ideal de objetos ou grupos.

Um promissor campo de acdo para melhorar a qualidade da segmentacéo

dos métodos hierarquicos € a integragdo destes métodos com outras técnicas de

segmentacao, tais como métodos iterativos de realocacéo.

2.1.3 Métodos baseados em densidade

Devido a falta de habilidade que os algoritmos baseados em métodos
particionais tm em descobrir grupos com formas arbitrarias, isto é, grupos que
apresentam objetos dispersos em uma distribuicdo espacial bastante irregular, foram
desenvolvidos métodos de segmentacdo baseados em densidade. Estes métodos
consideram tipicamente os grupos como regides densas de objetos separados no
espaco por regides de baixa densidade — que, normalmente, representam algum tipo

de ruido.

Alguns algoritmos de implementacéo dos métodos de segmentacédo baseados

em densidade podem ser especificamente citados, como abaixo:

DBSCAN (Density-Based Spatial Clustering of Application with Noise): é um
algoritmo baseado em conex8es de regides com suficientemente alta densidade que
emprega a estratégia de estabelecer tais regibes como grupos. O DBSCAN tem a
capacidade de descobrir grupos com formas arbitrdrias em espacos de dados,
inclusive com presenca de ruidos, definindo os grupos como a combinacdo maxima de

pontos densamente conectados.

Para realizar a segmentacdo, o DBSCAN verifica a vizinhanga proxima de
cada objeto dentro do banco de dados. Se a vizinhanca de um objeto p contém ao
menos 0 niumero minimo de ocorréncias, entao p serd considerado como o nucleo (ou

centro) de um novo grupo a ser criado em seu entorno, chamado de vizinhanca
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proxima. O raio de definicdo da vizinhanca - & , bem como o nimero minimo de
ocorréncias, MinPts, sdo parametros pré-definidos. A partir dai o algoritmo ird agrupar,
iterativamente, os objetos com “densidade de alcance” direta em relagdo ao nucleo
dos grupos, ou seja, sdo grupados os objetos mais proximos ao nudcleo de maneira
que o grupo mantenha alta densidade. Este processo pode envolver a fusdo de grupos
com pouca densidade e termina quando nenhum ponto novo pode ser incluido em
qualquer grupo. Todo objeto ndo contido em qualquer um dos grupos formados sera

considerado como ruido.

OPTICS (Ordering Points To Identify the Clustering Structure): método que
emprega a identificacdo da estrutura dos grupos a partir da ordenacdo de seus
objetos, OPTICS apresenta uma importante vantagem em relacdo ao método
apresentado anteriormente. Como visto, o algoritmo DBSCAN depende da introducéo
de parametros, como o raio de definicdo da vizinhanca e o ndmero minimo de
ocorréncias para realizar a segmentacao de objetos, o que deixa com 0 usuario a
responsabilidade de definir valores de entrada adequados para a formacdo de
agrupamentos satisfatérios. Na verdade, este é um problema associado a muitos
outros algoritmos de segmentacdo. Tais pardmetros sao usualmente dificeis de
ponderar e determinados de maneira empirica, principalmente para dados do mundo
real com muitas dimensdes. Naturalmente, muitos algoritmos sdo bastante sensiveis
aos valores de parametros. Por exemplo, combinacées de par&metros de entrada
apenas levemente diferentes podem conduzir a formacdo de agrupamentos muito
discrepantes em relacdo aos dados analisados. Além disso, cole¢cdes de dados reais
com muitas dimensdes tém freqientemente uma inclinacdo de distribuicdo induzida
por sua estrutura intrinseca, que ndo pode ser caracterizada por parametros de

densidade globais.

O algoritmo OPTICS foi desenvolvido justamente procurando superar a
fragilidade causada pela dependéncia dos parametros de entrada. Ao invés de formar
agrupamentos explicitos, este algoritmo faz o computo da “ordenacdo aumentada de
agrupamentos” para analise interativa e automéatica. Esta ordenacdo representa a
estrutura dos dados agrupados por densidade e contém informacbes que sdo

equivalentes as obtidas em um largo espectro de parametros de entrada.

No algoritmo DBSCAN, a constante MinPts diz respeito ao grau de densidade

dos grupos formados e € é um parametro de distancia que representa o raio da

vizinhanca mais proxima ao nudcleo. Portanto, a fim de criar uma ordenacéo

16



aumentada de agrupamentos, pode-se estender o DBSCAN para processar um
conjunto de parametros de distdncia ao mesmo tempo. Para construir diferentes
segmentacdes simultaneamente, 0s objetos devem ser processados em uma ordem
especifica. Esta ordem seleciona o0s objetos dentro da densidade de alcance da
vizinhanca com menor raio, de forma que 0s grupos com maior densidade sejam
completados primeiro. Com base nesta idéia, dois valores precisam ser armazenados

para cada objeto:

- a distancia de ntcleo é o minimo valor de € que faz de p um objeto nicleo.

Se p ndo € um objeto nucleo, a distancia de nucleo fica indefinida;

- a distancia de alcance de um objeto g em relacdo a outro objeto p € definida
como o maior valor entre a distancia de nucleo de p e a distancia Euclidiana entre p e

g. Se p ndo é um objeto ndcleo, a distancia de alcance fica indefinida.

Em seu processamento, o algoritmo OPTICS cria uma ordenacdo dos
objetos, armazenando adicionalmente a distancia de nucleo e a distancia de alcance
mais satisfatria para cada objeto, que serdo posteriormente usadas para extrair 0s

grupos baseados em densidade.

DENCLUE (DENSsity-based CLUstEring): método baseado em um conjunto de

fungbes de distribuicdo de densidade, constituido das seguintes idéias:

1. a influéncia de cada objeto de uma base de dados pode ser
formalmente modelada usando uma fungdo matemética, chamada fungdo de

influéncia, a qual descreve o impacto de um ponto de dados dentro de sua vizinhanca;

2. a densidade global do espaco de dados pode ser modelada

analiticamente como a soma das func¢des de influéncia de todos os objetos;

3.  0s grupos podem ser determinados matematicamente identificando-se a

densidade de atracao, que é o maximo local da funcdo de densidade global.

Em comparacdo com outros algoritmos de segmentacdo, existem algumas
significativas vantagens apresentadas pelo DENCLUE: forte fundamentacdo
matematica e generalizacdo de outros métodos de segmentacdo; boa capacidade de
segmentacdo em colec¢des de dados com elevada presenca de ruidos; possibilidade
de descricdo matemética para formas arbitrarias de grupos de dados com muitas

dimensdes; utilizagdo de malhas que contém somente informacdes sobre a estrutura
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das células, sendo assim significativamente mais rapidos que alguns algoritmos mais

influentes como o DBSCAN.

2.1.4 Métodos baseados em malhas

A abordagem utilizada pelos métodos baseados em malhas utiliza-se de uma
malha de estrutura de dados com multipla resolucdo. Dessa forma, o espaco de
estudo é quantificado em um namero finito de células que formam uma malha sobre a
qual todas as operacdes de segmentacdo serdo realizadas. A vantagem principal
desta abordagem é seu rapido processamento, pois nao € diretamente dependente do
namero de objetos a serem analisados e sim do nimero de células em cada dimenséao

do espaco quantificado.

Alguns exemplos tipicos dos métodos baseados em malhas sdo o STING,
gue explora informacdes estatisticas armazenadas nas células da malhas;
WAVECLUSTER, que agrupa os objetos usando o método de transformada ondaleta
[14] e CLIQUE, que apresenta uma combinag&o entre métodos baseados em malhas e
baseados em densidade para segmentacdo de bases de dados com alto numero de

dimensdes. Estes exemplos s&o melhor explicados a seguir.

STING (STatistical INformation Grid): técnica baseada em malhas de mdltipla
resolucdo, na qual o espago a ser analisado € dividido em células retangulares.
Normalmente, existem diversos niveis de células, correspondendo a niveis diferentes
de resolucéo que formam uma estrutura hierarquica: cada célula de um nivel qualquer
€ particionada em um certo numero de células que formam o nivel imediatamente
inferior. Informagfes estatisticas com respeito aos atributos em cada célula, como

média, maximo e minimo, sdo computadas e armazenadas.

As informaces estatisticas das células de mais alto nivel podem ser obtidas
através das células do nivel mais baixo. Estas informacbes incluem: um atributo
independente, count, e atributos dependentes m (média), s (desvio padrédo), min
(minimo), max (maximo) e o tipo de distribuicdo que os valores na célula obedecem:
normal, uniforme, exponencial ou nenhum (se a distribuicdo é desconhecida). Estes
parametros sado calculados diretamente a partir dos dados carregados. O tipo de
distribuicdo pode ser fornecido interativamente, caso seja previamente conhecido,ou

obtido por um critério de hipotese de teste.
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As informagbes estatisticas obtidas sdo utilizadas em um processo de
pergunta-resposta da seguinte forma: primeiramente, & determinada a camada que
contém a estrutura hierarquica a partir da qual o processo de pergunta-resposta sera
iniciado. Esta camada tipicamente contém um numero pequeno de células. Para cada
célula da camada atual, € computado o intervalo de confianca (ou alcance da
estimativa de probabilidade), refletindo a relevancia da célula em questdo. As células
irrelevantes sdo desconsideradas e 0 processo do nivel imediatamente abaixo
examina unicamente as células que permaneceram pertinentes. Este processo é

repetido até que a camada mais inferior seja atingida

Como o STING utiliza uma aproximagdo de resolu¢cdo mdultipla para executar
a andlise de agrupamento, a qualidade da segmentagcdo depende diretamente da
granularidade do nivel mais inferior da estrutura da malha. Se a granularidade é muito
fina, o custo do processo aumenta substancialmente. Por outro lado se é muito grossa,
pode reduzir a qualidade dos grupos formados. Além disso, STING n&o considera o
espaco de relacionamento entre células filhas e sua vizinhanga para a construgéo de
uma célula pai. Como resultado, a forma do agrupamento resultante tem contorno bem
definido apenas em uma dimensdao, vertical ou horizontal, e nenhum marco diagonal

pode ser detectado, o que pode diminuir a qualidade e a acuidade dos grupos.

WAVECLUSTER: um algoritmo de segmentacdo de multipla resolugdo que
gera um resumo dos dados em um malha multidimensional, usando transformadas
ondaleta para transformar as caracteristicas do espaco original, descobrindo regides

densas no espaco transformado.

Transformada ondaleta é uma técnica de processamento de sinais que
decomp®e um sinal em diferentes sub-bandas de freqiiéncia. O modelo ondaleta pode
ser aplicado para sinais com n dimensbes, aplicando-se a transformada em cada
dimensao n vezes. A aplicacao da transformada ondaleta conserva a distancia relativa
entre 0s objetos em diferentes niveis de resolucdo. Isto permite que 0s grupos naturais
tornem-se mais distintos, podendo ser identificados como regibes densas no novo

dominio.

A transformada ondaleta tem boa aplicabilidade na segmentacdo de dados,

devido a algumas de suas vantagens:

- € um método ndo-supervisionado de segmentagdo. O uso de filtros “hat-
shape” consegue enfatizar as regides de maior concentracdo de pontos, enquanto

suprime informagbes mais fracas. Assim, regides densas no espago exercem uma
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forte atragdo dos pontos vizinhos e como inibidores dos pontos mais distantes. Dessa
forma, outra vantagem da transformada ondaleta é a sua capacidade de remover

automaticamente pontos isolados;

- a propriedade de multipla resolucdo pode colaborar diretamente na

descoberta de grupos com diversos niveis de variacao de acuidade;

- a segmentacao com transformadas ondaleta é muito rapida, permitindo,

ainda, implementacéo de algoritmos com processamento paralelo.

O WAVECLUSTER é um algoritmo baseado em malhas e em densidade, que
atende muitos requerimentos de um bom algoritmo de segmentacdo: manipula
grandes colecdes de dados eficazmente; descobre grupos com formas arbitrarias;
processa dados fora do padrdo com sucesso; é insensivel para a ordem de introducéo
dos dados e nédo exige a especificacdo de parametros como o nimero desejado de

grupos ou raio de vizinhanca.

CLIQUE (CLustering In QUEst): algoritmo de segmentagdo que integra
métodos de malha e densidade. E de grande utilidade para segmentar dados de
muitas dimensdes em banco de dados extensos, baseado nas seguintes

caracteristicas:

- em uma grande base de dados multidimensionais, os objetos
normalmente ndo se distribuem uniformemente pelo espaco. A segmentacdo de
CLIQUE identifica as areas esparsas e as areas densas (unidades), determinando

assim os padrdes de distribuicdo globais da base de dados.

- uma unidade é considerada densa se a fracdo de objetos nela contidos
excederam um parametro fornecido. Um grupo é definido como a combinacdo maxima

de unidades densas conectadas.

O método CLIQUE realiza a segmentacdo multidimensional em dois passos:
no primeiro passo, € particionado o espaco de cada dimenséo dos dados em unidades
retangulares ndo sobrepostas, identificando unidades densas; no segundo passo, é
gerada uma descricdo minima para cada grupo, determinando a regido maxima
coberta pelas unidades densas conectadas para, entdo, ser determinada a cobertura

minima de cada grupo.

A efetividade do CLIQUE pode ser avaliada por algumas de suas principais

caracteristicas: capacidade de encontrar automaticamente sub-espagos de alta
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densidade e os grupos existentes neles; nao é sensivel a ordem de introducdo dos
objetos e apresenta boa escalabilidade. Contudo, a acuidade do resultado da

segmentacao pode ser degradada devido a simplicidade do método.

2.1.5 Métodos de modelos

Os métodos baseados em modelos criam um modelo hipotético para cada
grupo desejado e procuram ajustar os dados da melhor maneira ao modelo criado. Os
algoritmos baseados neste método sdo capazes de descobrir os grupos através de
funcdes de densidade que refletem a distribuicdo espacial dos objetos. Também
possibilitam modos de determinar automaticamente o nimero de grupos baseados em
padrdes estatisticos, inclusive em presenca de ruidos ou dados fora do padrédo, o que
proporciona o desenvolvimento de algoritmos bastante robustos. Como tentativa de
otimizacdo dos métodos de segmentacdo, com uma melhor adequacao entre os dados
apresentados e alguns modelos matematicos, tais métodos séo usualmente baseados
na hipotese de que os dados sdo originados de acordo com uma probabilidade
estatistica de distribuicho. Os métodos de modelos seguem duas principais

abordagens: a abordagem estatistica ou a abordagem de redes neurais.

A abordagem estatistica € um tipo de segmentacdo que utiliza aprendizado
de méaquina, também conhecida como segmentagéo conceitual. Dada uma colecéo de
objetos sem rotulo, este método produz um esquema de classificacdo que vai além
dos dados. Ao contrario de métodos de segmentagdo convencionais, 0s quais
identificam basicamente grupos de objetos afins, a segmentacdo conceitual descobre
também descricbes das caracteristicas de cada grupo, onde 0s grupos representam
um conceito ou classe. Assim, € um processo feito em dois passos: primeiro, é
realizada a segmentacdo; depois, a caracterizacdo. Neste método, a avaliacdo da
qualidade da segmentacdo ndo é somente uma funcdo dos objetos individuais, ela
passa por fatores como a generalidade e a simplicidade derivadas da descricdo dos

conceitos.

Como exemplo desta abordagem, podemos citar o COBWEB, que é um
método popular e simples de segmentagdo conceitual. Nele, os objetos introduzidos
séo descritos por pares de atributos categéricos e a segmentacdo é hierarquica, em

forma de uma &rvore de classificagdo, como pode ser visto na Figura 2.3.
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Animal
P(C) =10
P(escamas|C,) = 0.25

Mamifero/Ave
P(C,) =0.5
P(pélos|C;) = 0.5

Anfibio
P(C,) =0.25
P(imidalC,) = 1.0

Peixe
P(C,) =0.25
P(escamas|C,) = 1.0

Ave
P(C,) =05
P(penas|C,) = 1.0

Mamifero
P(C,) =05
P(pélos|C,) = 1.0

Figura 2.3: Arvore de classificacdo. Baseada em [1].

Arvore de classificacdo é diferente de arvore de decisdo. Cada n6 numa
arvore de classificacdo se refere a um conceito e contém a descrigdo probabilistica
gue resume 0s objetos classificados sob o n6. A descricdo probabilistica inclui a
probabilidade do conceito e as probabilidades condicionais na forma P(A; = V;|Cy),
onde Ai = V; € um par de atributos e Cx € o conceito da classe. Contadores s&o
acumulados e armazenados para cada né a fim de realizar o célculo das
probabilidades. Os no6s de um mesmo nivel de uma arvore de classificagdo formam
uma particdo. Para classificar um objeto usando uma arvore de classificacdo, a
estratégia é descer a arvore ao longo do caminho de melhor adaptagdo dos nos.
COBWEB usa uma medida de avaliacdo heuristica chamada “utilidade de categoria”

para guiar a construcao da arvore.

Enquanto percorre o melhor caminho pela arvore em busca do melhor né
hospedeiro ao qual classificar o objeto, COBWEB aloca temporariamente o objeto em
cada n6 e calcula a “utilidade de categoria” da particdo resultante. O arranjo que
resultou na mais alta “utilidade da categoria” é indicado como hospedeiro ideal para o
objeto. Se um objeto ndo pertencer a quaisquer dos conceitos ja representados na
arvore, uma nova classe é criada e automaticamente é ajustado o nimero de classes
existentes em uma particdo, dispensando que este seja um parametro a ser

introduzido pelo usuario.

Para diminuir o impacto da sensibilidade apresentada por COBWEB para a
ordem dos objetos, dois operadores adicionais podem ser utilizados: merging e

splitting. Quando um objeto esta sendo analisado, os dois melhores hospedeiros
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podem ser fundidos em uma classe Unica ou os objetos do melhor hospedeiro podem
ser divididos entre as categorias existentes. Estas decisdes sdo baseadas na “utilidade
da categoria” e permitem executar um busca bidirecional, por exemplo, uma fuséo

pode desfazer uma divisdo anterior.

Algumas limitacBes desta abordagem podem ser apontadas: probabilidade
estatistica baseada na hipotese de atributos independentes, porém freqlientemente
existe uma forte correlacdo entre eles; a representacdo da probabilidade dos grupos
representa um alto custo de atualizacdo e armazenamento, principalmente quando os
atributos tém um largo espectro de valores; a arvore de classificacéo pode facilmente
perder equilibrio em sua altura, com a introducdo de dados que reflitam uma forte

inclinacdo, o que pode causar degradacdo dramatica de tempo e espago.

A abordagem de redes neurais busca representar cada grupo como um
exemplar. Um exemplar atua como protétipo do grupo e ndo tem necessariamente que
corresponder a um objeto especifico. Novos objetos podem ser alocados ao grupo
guando o seu exemplar apresentar a maior semelhanca baseada em alguma medida

de distancia

Dois dos mais proeminentes métodos de abordagem de redes neurais séo o
aprendizado competitivo e 0os mapas auto-organizaveis de caracteristicas, ambos

envolvendo competicdo entre as unidades neurais.

Aprendizado competitivo: envolve uma arquitetura hierarquica de varias
unidades (neurdnios artificiais) que competem na forma vencedor-leva-tudo pelo
objeto que estd sendo apresentado no momento ao sistema. A Figura 2.4 mostra um
exemplo de um sistema de aprendizado competitivo. Cada circulo representa uma
unidade. A unidade vencedora dentro de um grupo se torna ativa (representada por
um circulo preenchido), enquanto as outras estdo inativas (indicadas por circulos
vazios). As conexdes entre as camadas sdo excitatérias - uma unidade numa dada
camada pode receber entradas de todas as unidades do nivel imediatamente abaixo.
A configuracdo das unidades ativas em uma camada representa o padréo de entrada
do nivel imediatamente acima. As unidades dentro um grupo para uma dada camada
competem entre si para responder ao padrdo de entrada. As conexdes dentro das
camadas sdao inibidoras, uma vez que somente uma unidade dentro de qualquer grupo
pode ser ativa. A unidade vencedora ajusta 0s pesos de suas conexdes com as outras
unidades do grupo, de maneira que haja uma resposta ainda mais forte para os futuros

objetos que lhe sejam semelhantes. Se os pesos forem vistos como o exemplar, entédo
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0S novos objetos alocados ao grupo sdo 0s mais aproximados ao exemplar. O nimero

de grupos e o0 seu numero de unidades sédo parametros de entrada.

Camada 3
Agrupamentos inibidores

Camada 2
Agrupamentos inibidores

Camada 1
unidades de entrada

Padrdes de entrada

Figura 2.4: Uma arquitetura de aprendizado competitivo. Baseada em [1].

Ao fim da segmentacdo (e de qualquer outra segmentacdo, em geral), cada
grupo pode ser encarado como uma nova caracteristica descoberta com alguma
regularidade na cole¢do de objetos. Assim, 0s grupos resultantes podem ser vistos
como um mapeamento de caracteristicas de baixo nivel para caracteristicas de alto

nivel.

A segmentacdo através de mapas auto-organizaveis de caracteristicas
(SOMs, sigla em inglés) é também realizada com a competicdo de varias unidades
pelo objeto atual. A unidade cujo vetor de pesos é mais proximo ao objeto atual se
torna o vencedor, ou unidade ativa. Ao fim do movimento de alocacédo do objeto mais
semelhante, os pesos da unidade vencedora s&o ajustados, bem como aquele de seus
vizinhos mais proximos, detalhe que faz a diferenca entre os dois métodos. Este
método de segmentacdo pressupfe que exista alguma topologia ou ordem entre os
objetos introduzidos no algoritmo e que eles irdo configurar esta estrutura ao final da
segmentacdo. Acredita-se que a forma de processamento dos mapas auto-
organizaveis de caracteristicas assemelha-se ao processo que ocorre no cérebro
humano e sdo muito Uteis para visualizagdo espacial de dados em duas ou trés

dimensodes.
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2.2 O método “K-Means”

Método particional classico, o “K-Means” € baseado no conceito estatistico do
centréide, de forma que a similaridade dos objetos que formem um mesmo grupo
(“intragrupo”) seja a mais alta possivel e a similaridade dos objetos de um grupos em
comparacdo aos componentes dos outros grupos (“intergrupo”) seja a mais baixa
possivel. Como usualmente o “K-Means” utiliza medidas diretas de distancia para
calcular a similaridade entre os objetos, torna-se muito sensivel a dados fora do
padréo, ou seja, objetos que tenham um valor extremamente alto ou baixo, o que pode
causar relevantes distorcfes nos resultados, com formacgéo de agrupamentos de baixa
qualidade de uma maneira geral. Outro cuidado que deve ser tomado é com a unidade
(m*, kg, $) em que os dados estdo expressos: valores de atributos coerentes entre si e
com os objetos que representam, medidos com unidades diferentes podem necessitar
de alguma normalizacdo antes de proceder-se a segmentacdo dos dados para

minimizar as possiveis distor¢des causadas por valores absolutos muito distantes.

Antes de iniciar seu processo, 0 algoritmo “K-Means”, necessita receber o
parametro k, que representa o numero de grupos que se deseja formar com os dados
a serem analisados. Assim, 0 primeiro passo do processamento propriamente dito
serd selecionar k objetos do conjunto de dados, aleatoriamente. Cada um desses
objetos sera o representante de seu grupo ainda unitario. Em seqiiéncia, os demais
objetos serdo testados em cada grupo e serdo alocados naquele ao qual tenham a
maior similaridade, ou seja, a menor distancia. A cada novo objeto alocado sera
calculada a média dos objetos do grupo — o centrdide, contra quem sera medida a

distancia dos objetos que ainda néo foram alocados.

2.2.1 Medidas de distancia

Para calcular a similaridade dos objetos é necessario utilizar alguma técnica
de medida de distancia. Sdo diversas as medidas que podem ser utilizadas, podendo
ser baseadas numa dimensé&o Unica ou em mdltiplas dimens@es. De qualquer forma, o
algoritmo néo faz distincdo entre as técnicas que estao sendo empregadas, quem for
empregar o algoritmo deve selecionar o melhor método para sua aplicacao especifica
[15].
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Distancia Euclidiana: esta é provavelmente a mais comumente utilizada
medida de distancia.E simplesmente a distancia geométrica dos objetos x e y em um

espacgo multidimensional, dada pela equagao (2.1).

d(x,y)= Zi (X —y;)° (2.1)

Distancia Euclidiana quadratica: € uma forma de empregar o padrdo de
distancia Euclidiana dando, progressivamente, maior peso aos objetos mais distantes.

E calculada pela equacéo (2.2).
d(x,y) = Zi (% —¥;)? (2.2)

Note-se que a distadncia Euclidiana e a distancia Euclidiana quadratica
normalmente computam dados brutos e ndo dados normalizados, 0 que representa
certas vantagens. Por exemplo, a distancia entre dois objetos quaisquer ndo é afetada
pela adicdo de novos objetos, ainda que sejam dados fora do padrdo. Contudo, as
distancias podem ser grandemente afetadas por diferencas de escala entre as

dimensdes dos objetos analisados.

Distancia Manhattan (City-block): esta distancia é simplesmente a média da
diferenca entre os objetos. Na maioria dos casos, esta medida de distancia obtém
resultados parecidos com a distancia Euclidiana. Contudo, note-se que, nesta medida,

o efeito de dados fora do padrdo é amortecido. E calculada com (2.3).
d(x,y) =[x -y (2.3)

Distancia Chebychev: é uma medida de distancia apropriada em casos onde
se deseja definir dois objetos como diferentes se eles forem diferentes em alguma de

suas dimensoes, dada por (2.4).
d(x, y) = Maximo|x; — y;| (2.4)

Distancia de Forca: pode ser usada quando ha interesse em aumentar ou
diminuir sucessivamente o peso de dimensdes nas quais 0s objetos apresentem muita
diferenca e é calculada pela equacao (2.5), onde p e r sdo parametros definidos pelo
usuario. O paradmetro p controla 0 peso que sera sucessivamente atribuido as
diferencas de uma mesma dimensdo e 0 parametro r controla 0 peso que sera

atribuido a maior diferenca entre os objetos.
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d(x,y) = (Zi\xi - yilp)”r (2.5)

2.2.2 Descricado do processamento

O modo de processamento do algoritmo “K-Means” pode ser descrito em

breves passos:

1. primeiramente é esperada a entrada do parametro k, representando o

namero de grupos que se deseja formar;

2. sao selecionados aleatoriamente, dentre os objetos da colecdo a ser
analisada, o mesmo numero k de objetos que serao, inicialmente, grupos unitarios e,

por conseguinte, o proprio centro do grupo;

3. em seqléncia, 0s objetos sdo comparados, um a um, com cada um dos
centros dos grupos, sendo o objeto do momento alocado no grupo cujo centro lhe seja

0 mais préximo, utilizando para isso uma das medidas de distancia;

4. todo grupo que recebe um novo objeto tem seu centro recalculado,

através da média dos objetos que o compdem;

5. 0 processo é repetido iterativamente até que uma determinada funcéo
objetivo convirja. Tipicamente é utilizada soma do erro quadratico, dada por (2.6),

onde E é a soma do erro quadratico de todos os objetos da base de dados, p é o
ponto que representa um determinado objeto no espago e m, é o valor medio do grupo

C, (p e m; sdo multidimensionais). Este critério procura formar grupos compactos e

separados entre si.

E= Z:;lZpeci (pi - mi)2 (2.6)

A Figura 2.5 representa esquematicamente o algoritmo do método “K-Means”.
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Selecionar k objetos aleatérios para
representar os centros de k agrupamentos

l

F Enquanto houver ajuste nos
centros dos agrupamentos

\Y,

Alocar objeto no agrupamento
cujo centro for o mais similar

i

Calcular o valor médio (centro)
de cada agrupamento

l

Figura 2.5: algoritmo do método “K-Means”.

O método “K-Means” deve ser aplicado nos casos em que o centro de um
grupo pode ser bem definido, o que ndo é aplicavel em alguns casos, quando por
exemplo atributos categoéricos estao envolvidos. A necessidade de k ser conhecido
antecipadamente é uma consideravel desvantagem. O método “K-Means” néo é o
mais eficiente para descobrir grupos com formas ndo convexas ou grupos de tamanho
muito diferente. Além disso, ele é sensivel a ruidos e dados fora do padréo, os quais,
mesmo em ocorréncias pequenas podem ter substancial influéncia no célculo das

médias (centro) dos grupos.

A Figura 2.6 ilustra sucintamente os passos do processamento do método “K-
Means”. Inicialmente, sédo escolhidos 3 objetos aleatérios para representar o centro de
cada um dos 3 grupos que deverdo ser formados (os centros dos grupos estdo
marcados com o simbolo “+” em todas as figuras) e os objetos remanescentes sao
agrupados de acordo com suas distancias em relacédo aos centros, como mostra a (a).
Apbés a realocacdo dos objetos, formando nova composicdo de grupos, 0S hovos
centros sdo calculados, iterativamente, conforme mostrado na Figura 2.6(b). Quando
ndo ha mais possibilidade de realocar qualquer objeto, o processo da-se por
terminado, conforme visto na Figura 2.6(c), sendo a configuracao dos grupos obtidos o

resultado da segmentacao realizada pelo algoritmo.

28



(@) (b) (€)

Figura 2.6: representacdo do método “K-Means” para agrupamento de objetos.
Baseada em [1].

2.3 O problema da definicdo do nimero de grupos

s

A maior desvantagem do método “K-Means” certamente é a exigéncia do
valor de k como parémetro inicial. Para uma aplicacdo real, em grandes bases de
dados, esta informacdo normalmente é desconhecida, podendo ser necessaria uma
prévia andlise de um especialista para que houvesse possibilidade de percepcéo da
quantidade de grupos em que a colecédo poderia dividir-se de forma satisfatéria, o que
por si sé ja representa uma grande carga de trabalho que, até mesmo, diante de uma

base muito grande poderia tornar a andlise inviavel ou desinteressante.

Existem varios critérios para a determina¢cdo do niumero de grupos e quase
todos funcionam da seguinte maneira: realizar o agrupamento dos dados
considerando 2 grupos e calcular o valor de uma funcéo proposta que tenha o nimero
de grupos como um de seus parametros, realizar o agrupamento dos dados
considerando 3 grupos e calcular o valor da mesma funcéo, repetir este procedimento
até atingir um namero maximo de grupos estabelecido. O agrupamento que ocasionar
o valor maximo (ou, em alguns casos, minimo) da funcéo, deve ser considerado como

o melhor agrupamento possivel para a base de dados [16].

Existem algumas técnicas capazes de lidar com problemas de segmentacao
em que o valor de k é desconhecido. As técnicas hierarquicas que criam
agrupamentos para a base de dados através de uma série de juncdes ou divisbes

sucessivas sdo bastante populares. Tais técnicas possuem o inconveniente de ndo
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estabelecerem respostas prontas para o problema de segmentacdo. A saida (output)
destes sistemas requer uma analise cuidadosa sobre o niumero de grupos e sobre a

distancia entre eles para se obter respostas adequadas [17].

Muitas outras técnicas tém sido sugeridas, baseadas em nocdes de
densidade, variacdes do nivel de quantizacdo do espaco ou modelos matematicos e
estatisticos. Algumas destas técnicas tém alcancado bons resultados, mas

apresentam em geral um custo computacional muito elevado [18].

Existem técnicas diversas capazes de avaliar a qualidade do resultado final
de uma segmentacdo de dados. O método de Calinski e Harabasz, que estabelece o
célculo de um indice em funcéo de k; o Critério de Condorcet, que faz a comparacédo
entre pares de registros e o CCC- Cubic Clustering Criterion, baseado no método de

Monte Carlo, sao trés exemplos que serao vistos a seguir em detalhes.
2.3.1 Método Calinski e Harabasz

Apresentado por CALINSKI e HARABASZ [19], este método estatistico
utilizado para determinacao da distribuicdo 6tima de objetos em grupos apresenta uma
boa margem de precisédo em seus resultados tendo sido, inclusive, apontado por
MILLIGAN e COOPER [20] em seu trabalho de 1985, comparando 30 critérios que
podem ser adotados para otimizacdo de agrupamentos, como 0 critério que

apresentou os melhores resultados, conforme exposto em [18].

A funcdo de otimizagdo preconizada por CALINSKI e HARABASZ [19], é
representada pela equacao (2.7).

G(k) = (n_k)*B(k_l)*W (2.7)

Na equacdo apresentada em (2.7), n é o numero total de objetos
componentes da base analisada, e k € 0 niumero de grupos em que foi dividida essa
base. O valor de W é obtido pela aplicacdo da equacéo (2.8) e B é a diferenca entre T

e W, demonstrado em (2.9).

Para proceder-se aos célculos, primeiramente, devem ser formados grupos
em numero desejado. Como € de se esperar que a formacdo de tais grupos seja

desconhecida, ndo se sabe quantos e quais objetos pertencem a quaisquer grupos.
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Para a constituicao inicial dos grupos, € possivel adotar diversos procedimentos. Por
exemplo, pode-se distribuir os objetos aleatdria e equitativamente pelos grupos e,
depois, destacar cada objeto de cada grupo e verificar a que grupo este seria mais
similar, utilizando-se uma medida de distancia. O grupo que guardasse a menor
distancia entre o objeto em foco e 0 seu centro receberia o novo objeto e a medida de
seu centro seria atualizada. Tal procedimento seria repetido até que fizesse convergir

uma determinada funcéo objetivo que, tipicamente, é dada por:

K N

W ZZZ(XU_Z)Z (2.8)

i=1 j=1

gue é a expressao da soma, realizada em d dimensdes, dos quadrados das distancias
dos objetos ao centro de seu grupo, onde X; € 0 j-ésimo objeto do grupo i, )Ti € o

centro do grupo (média ou mediana dos objetos dentro do grupo) e n; é a quantidade
de objetos que estdo no grupo i. E importante ressaltar que os objetos e 0s centros
dos grupos séo vetores do espaco de d dimensfes e a equacao acima costuma ser

chamada de W por considerar a soma no interior de cada grupo.

T é o resultado da soma, também realizada em d dimens&es, dos quadrados

das diferencas entre cada objeto da base de dados e o centro de toda a base X,

expressa por (2.9).

T= z (Xij - >T)2 (29)

i j=1

K N
=1
O valor representado por B, que pode ser obtido pela diferenca entre Te W, é
0 somatdrio dos produtos entre 0 nimero de objetos componentes da base e os
quadrados das diferencas entre o centro de toda a base e o centro de cada grupo,

definido por (2.10).

B=T-W = Zk:ni (X, = X)? (2.10)

i=1

Ao ser atingida a configuracéo final de conjunto de grupos formados, deve ser
calculado o valor de G. O numero de grupos ideal é aquele que maximizar a fungéo de

Calinski e Harabasz.
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Apesar desta funcéo ficar indefinida para k = 1 e assumir o valor 0 quando

k=n n&o a torna menos util, por serem, sobretudo, casos extremos que fogem aos

casos onde seja preciso alguma analise de agrupamento. Ora, se 0 nUmero de grupos

ideal para uma determinada base € apenas 1, esta base ndo precisa, ou ndo admite,

ser segmentada. Por outro lado, se uma base tem tantos grupos quantos objetos a sua

segmentacao também ja esta definida de origem e ndo ha necessidade de nenhum

método de segmentacdo para reconhecer-lhes os grupos, que sdo obviamente

individuais.

Para facilitar a compreenséo das linhas gerais deste método, é apresentado

um algoritmo em forma de fluxograma na Figura 2.7.

Repetir para k = 2 até
K= N° maximo desejado

iv

Distribuir objetos

Calcular similaridade

Enquanto similaridade atual >
similaridade anterior

| v

Realocar objeto

l

Calcular similaridade

Calcular coeficiente de
Calinski e Harabasz

O n° de grupos 6timo ser4 o que

apresentar maior valor para o
coeficiente

Figura 2.7: Algoritmo do método de Calinski e Harabasz.

2.3.2 Critério Condorcet

A producdo de dados pelos sistemas de

informacdo baseados em

computador vem se ampliando numa escala vertiginosa. Consequentemente, bases
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com gigantescos volumes de dados vém sendo armazenadas. Para andlise de
agrupamento em bases excessivamente volumosas sdo necessarias técnicas mais
especificas, com algoritmos mais robustos, capazes ndo s6 de poder tratar do imenso
namero de dados, como de empregar critérios que apresentem razoavel desempenho

em sua funcao de estabelecer grupamentos 6timos.

Um dos métodos utilizados com tal finalidade € a maximizacéo do Critério de

Condorcet [21], cujo postulado é:

(soma de todos os pares de registros de similaridades no mesmo grupo) —

(soma de todos os registros de similaridade em diferentes grupos).

7

A semelhanca entre um par de registros é determinada através da
comparacgdo dos valores de cada um de seus campos. Toda coincidéncia aumenta a
semelhanca, ao passo que valores diferentes diminuem a similaridade. Assim, estes
algoritmos requerem a criagdo de categorias para os valores dos atributos. Por
exemplo, se um determinado atributo € referente as cores de um objeto, um codigo
numérico arbitrario utilizado para representa-las € a propria categoria. Em outra
possibilidade, se um atributo possui valores continuos, como temperaturas ou salérios,
estes sao agrupados por faixa de valores, sendo a seqiéncia das faixas a
categorizacao. Neste caso € preciso arbitrar um namero inicial de categorias e verificar
a qualidade do histograma obtido, realizando os devidos ajustes até encontrar o valor

ideal.

Para cada grupo, € calculado o indice de Condorcet, o qual reflete a

homogeneidade ou similaridade de cada grupo, dado por (2.11).
2
Z”t (2.11)
t

onde r, representa a frequéncia relativa da categoria t do atributo dentro do

grupo especifico. O indice de Condorcet final para um dado agrupamento é a média
aritmética dos indices para cada grupo. Um indice igual a 1 indica que aquele grupo é
completamente homogéneo, ou seja, cada registro desse grupo tem exatamente o0s
mesmos valores em campos coincidentes. Agrupamentos com formacfes 6timas,

verificadas na pratica, possuem indices de Condorcet situados de 0,5 a 0,8.
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2.3.3 CCC — Cubic Clustering Criterion

O Cubic Clustering Criterion — CCC é utilizado para estimar numeros de
grupos utilizando Ward's minimum variance method, “K-Means” ou outros métodos
baseados na minimizacdo da soma quadratica intra-grupos. O desempenho do CCC é

avaliado pelo método de Monte Carlo [22].

Os critérios de separa¢do em grupos mais empregados sao conhecidos como
soma intra-grupos quadratica, soma de erros quadratica, soma residual quadratica,
minimos quadrados, erros minimos quadrados, varidncia minima e distancia

euclidiana. Para definicdo deste critério é usada a seguinte notacao:
n: nimero de objetos;
n,: nimero de objetos no k-ésimo grupo;
p: nimero de variaveis;
g: numero de grupos;
X: matriz de dados n x p;
X : matriz g X p com as média dos grupos;

Z : matriz indicadora de grupos, onde o elemento zy € igual a 1 se a i-ésima

observacao pertence ao k-ésimo grupo ou igual a 0, caso contrario.

Assumindo-se que cada variavel tem média 0, sem prejuizo da generalizacgéo,

nota-se que Z'Z é uma matriz diagonal contendo os n,s e que: X e dado por (2.12).
X=(z2'z)'z'x (2.12)

A matriz sum-of-squares and cross products (SSCP) da amostra total é dada
por (2.13).

T=X'X (2.13)

A matriz SSCP “intergrupos” é dada pela equacgéo (2.14).

B=X7Z'ZX (2.14)
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A matriz SSCP “intragrupos” tem a sua forma geral apresentada em (2.15).

W=(x-zX) (Xx-zX)=x'X-X'2'ZX =T -B (2.15)

A soma ‘“intragrupos” dos quadrados das variaveis de (2.15) é, por
conseguinte, o traco de W. Mudando a ordem das adi¢cdes, também pode ser
mostrado que o traco de W € igual a soma das distancias Euclidianas quadréticas de

cada objeto ao centro de seu grupo.

Ja que T é constante para uma dada colecdo de dados, a minimizacdo de
traco(W) é equivalente a maximizacdo de R?, apresentada em (2.16), o qual é
comumente interpretado como a raz&o de discrepancia para dado grupo. R® também
pode ser obtido por regressdo multipla, se as colunas de X assumem a forma de uma

pilha, formando um vetor com np ocorréncias. Este vetor é regredido pelo produto de

Kronecker de Z com uma matriz identidade de ordem p.

n2 g TrW)
Tr(T)

(2.16)

O maior problema em andlise de agrupamentos é mesmo determinar o

nimero de 6timo de grupos. Se um bom critério de ajuste, tal como R?, esta sendo
usado, conhecer a distribuicdo da amostra obtida pela aplica¢do do critério facilitaria a

realizacdo de testes do significado da segmentacéo.

Testes de significado ordinarios, tais como andlise de discrepancia, ndo sédo
aplicaveis para verificar diferengas entre grupos. Visto que os métodos de
segmentacdo buscam a maximizacdo da separacdo entre 0s grupos, as hipoteses
usuais dos testes de significancia, paramétricos ou nao-paramétricos, sao

drasticamente violados.

O primeiro passo para a criacdo de um teste de significado valido para
formacdo de agrupamentos € especificar uma hipétese de alternativa nula. Dentre os
métodos de segmentacdo baseados em matrizes de distancias, uma das mais
populares hip6teses de alternativa nula considera que a permutacdo dos valores da
matriz de distancias é uniforme. Pode-se utilizar tal hipdtese para realizar um teste de
permutacdo ou de classificacdo. A grande dificuldade é que, em dados reais, esta

hip6tese nula é totalmente improvavel, até mesmo se os dados nao formam grupos.
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Outra hip6tese nula bastante comum considera os dados como uma amostra
aleatdria de uma distribuicdo normal multivariada. Esta hipotese nula é melhor do que
a de permutacdo nula, mas néo é satisfatéria porque existe uma probabilidade alta de
rejeicdo se os dados da amostra apresentam uma distribuicdo com curtose abaixo da

distribuicdo normal, como € o caso de uma distribuicdo uniforme.

O CCC é uma aproximacéo para o critério R® sob a hipétese nula que os
dados da amostra tém uma distribuicdo uniforme como um hiperbox (paralelepipedo
regular com p dimensdes). Esta aproximacdo é (til para determinacdo do melhor

namero de grupos de dados, tanto univariados quanto multivariados. A aproximacao

do valor esperado de R® é baseada na hipétese dos grupos terem uma forma similar a
um hipercubo. Esta aproximacgéo tende a ser conservadora para um nimero pequeno

de grupos e levemente liberal para um nimero grande (por volta de 25 grupos com

duas dimensdes). O CCC é obtido por comparacdo entre o R? obtido e o esperado,

usando uma aproximacao de discrepancia. Valores positivos do CCC significam que o

R? obtido é maior do que seria esperado para uma amostra com distribuicdo uniforme
e, portanto, indicam a possivel presenca de grupos. Considerando-se o CCC como um

teste estatistico padrdo, chega-se a duas hip6teses gerais:

os dados fazem parte de uma amostra com distribuicdo uniforme, como uma

hiperbox;

os dados fazem parte de uma mistura de distribuicbes normais multivariadas

esféricas com iguais discrepancias e amostras com iguais probabilidades.

O CCC é bhaseado na hipétese de que grupos obtidos com uma distribuicao
uniforme sdo hipercubos de mesmo tamanho. A suposicdo de um hipercubo é
obviamente falsa na maioria dos casos, mas € razoavel a menos que o0 numero de

grupos seja muito extenso em duas ou mais dimensdes.

Produzido pelo SAS Institute, o software FASTCLUS gera segmentacfes
baseado no CCC. A Figura 2.8 apresenta uma simulacao do resultado de um caso no
qual a suposicdo de um hipercubo (ou quadrado, neste caso, jA& que existem duas
Unicas dimensdes) é aplicavel corretamente: uma amostra de 10.000 objetos com uma
distribuicdo uniforme foi dividida em nove grupos por FASTCLUS. Cada grupo assume
uma forma muito préxima de um quadrado cujos lados sdo 1/3 do comprimento total

do conjunto.
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Figura 2.8: segmentacdo de amostra em nove grupos. Baseada em [22].

A primeira aproximacdo do valor de R? para uma populacdo distribuida
uniformemente numa hiperbox pode ser obtida da seguinte forma: presumir que as
bordas do hiperbox estdo alinhadas com os eixos de coordenadas. Considerar Sj, que
€ o tamanho da borda na direcdo j, coincidente com a extremidade da hiperbox ao
longo da j-ésima dimens&o e presumir, também, que os Sjs sdo decrescentes. O

volume do hiperbox v, com p dimensdes, é dado pela equacéo (2.17).
v=T1S] (2.17)

Se a hiperbox esta dividida em g hipercubos com aresta de tamanho C, entéo
0 volume da hiperbox é igual ao volume total dos hipercubos. Conseqlientemente,

encontra-se (2.18).

C o (Xj" (2.18)

Pode-se considerar, assim, U., dado por (2.19), como o numero de

j )
hipercubos ao longo da j-ésima dimenséo da hiperbox. A variacéo total da amostra ao
longo da j-ésima dimens&o é proporcional S?, enquanto a variagdo ‘“intragrupo” é

proporcional a C2.
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S.
u. = J (219)

T c
Assim, chega-se a equacéo (2.20).
p
2.C

RE=1-J%t 1 P (2.20)
-1

2 2

2S5 LU

J

Na Figura 2.8, por exemplo, S; = S, =1, C = 1/3 e u; = u, = 3. Portanto, chega-se a
aproximacao expressa em (2.21), enquanto para a amostra R? = 0,88967+.

Rz—l—i—08888 291

(32+32) ! ( . )

A aproximacgédo apresentada em (2.21) falha se o numero de colunas efetivas

para uma segmentacédo ideal, chamado p*, € menor que p. Obviamente, p* deve ser

menor que o numero de grupos, q. Da mesma forma, u; < 1 implica em p* < 1. Para

uma melhor aproximacdo deve-se considerar que os grupos sdo hiperboxes com

aresta de tamanho C nas primeiras p* dimensfes e aresta S; nas demais dimensoes.

Devendo-se considerar, entdo V*, como dado em (2.22), C, como dado em (2.23) e
Uj como dado em (2.19), onde p* esta destinado a ser um inteiro menor do que g, de

tal forma que up- ndo seja menor que 1. Assim chega-se a aproximagao para R?,

expressa em (2.24).

V=TT, 222)
j=1
1
C_ (V_*j P (2.23)
q

RZ2=1-— J=P"1 (2.24)
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Em pequenas amostras com distribuicdo uniforme numa hiperbox, as

amostras R’s tendem a superar a populacdo R? devido a um fenémeno conhecido

como ‘“capitalization on chance”. Extensas simulacdes conduziram a heuristica de

aproximagcao do valor esperado de R, expressa em (2.25), para pequenas amostras.

*

Sl W
|

Sn+u; Sanu
p

S

=

E(R?) =1-

(n- Q)z} {1+f} (2.25)
n

n

Dada uma amostra X, considere-se S; como sendo a raiz quadrada da j-ésima
transformacédo de T/ (n — 1), assumindo-se como hip6tese nula o tamanho da hiperbox
na j-ésima dimensdo ser proporcional ao padrdao de divergéncia da j-ésima

componente principal dos dados. O CCC é computado pela férmula (2.26).

np*
cee - In[1— E(RZ)} 2 (2.26)
1-R? | (0,001+ E(R?))"

A férmula (2.26) foi derivada empiricamente numa tentativa de estabilizar a

discrepancia através de diferentes nimeros de objetos, atributos e grupos.

O melhor caminho para usar o CCC € comparar o seu valor contra o himero
de grupos, variando de 1 até um décimo do niumero de objetos. O CCC pode nédo ter

um bom comportamento se o nimero médio de objetos por grupo for menor que dez.

Ao obter-se o CCC para as segmentaclBes realizadas com os diversos
nameros de grupos, usa-se um grafico, tracando-se o valor do CCC x numero de

grupos, utilizando-se os seguintes passos para interpretacao:

- picos de valores para CCC maiores que 2 ou 3 indicam boa

segmentacao;

- picos entre 0 e 2 indicam possiveis agrupamentos, mas o resultado da

segmentacao deve ser analisado mais cautelosamente;

- varios picos indicam que os dados possuem uma estrutura hierarquica;
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- agrupamentos esféricos ndo hierarquicos muito distintos normalmente

mostram uma subida afilada antes do pico e um declinio gradativo em seguida;

- agrupamentos de forma eliptica n&o hierarquicos muito distintos
freqientemente mostram uma subida afilada em diregdo ao nimero correto de grupos,

seguido por um aumento gradativo e, finalmente, um declinio gradativo;

- se todos os valores do CCC sdo negativos e diminuem para dois ou

mais agrupamentos, a distribuicdo é provavelmente unimodal ou de cauda longa;

- grandes valores negativos do CCC, por volta de —-30, podem ser
decorréncia de dados fora do padrdo, os quais deveriam ter sido removidos antes da

segmentacéao;

- se o CCC aumenta continuamente, em paralelo com o namero de
grupos, a distribuicdo pode ter uma alta granularidade, ou os dados podem ter sido

excessivamente arredondados ou foram utilizadas poucas casas decimais;

Finalmente, uma nota importante: o CCC ndo é um critério apropriado para
grupos com formas extremamente compridas ou irregulares. Se ndo ha indicios
substanciais que apontem para grupos compactos, o mais indicado seria utilizar um

método de segmentagdo ndo paramétrico.
2.3.4 indice PBM

O indice PBM, desenvolvido por PAKHIRA, BANDYOPADHYAY e MAULIK
[23], pode ser utilizado para avaliar a qualidade de segmentacdo de bases de dados
em diferentes particdes, podendo ser aplicado tanto em segmentagfes classicas
quanto fuzzy. Este indice é obtido pela composicdo de trés fatores, conforme
apresentado na equacao (2.27), e a sua maximizacao da-se em torno de formacdes
com pequeno numero de grupos compactos e com uma grande separacdo entre dois

deles, ao menos.

2
PBM (K) = (%*%*DK] (2.27)

K
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1
o primeiro fator, E da equacéo (2.27), onde K é o nimero de grupos, mostra

claramente que o valor do indice PBM é inversamente proporcional ao nimero de
grupos encontrados, ou seja, o indice tende a apontar como 6timas as segmentacdes

formadas pelos menores nimeros de grupos.

E
O segundo fator, —-, onde E, é dado pela equag&o (2.28), representa a

K

razdo entre E;, constante para uma mesma base e E, , o qual diminui com o aumento

de K. Conseqiientemente o indice PBM aumenta na proporcdo que E, diminui.

Com o intuito de evitar que o segundo fator atinja um valor muito pequeno
emprega-se um numerador constante, E,, obtido pela soma das distancias de todos

0s objetos ao centro da base, como se formassem um Unico grupo. Como este fator
mede a densidade dos grupos formados, € sempre desejavel que seu valor seja o

mais alto possivel.

E« =Y E, (2.28)

k=1

O fator E, da equacédo (2.28) é dado pela equacgéo (2.29), onde n é o nimero

total de objetos da base de dados, U(X) = [ukj JKXn é a matriz particional dos dados,

sendo que U, representa a pertinéncia do objeto X; ao grupo C,, e Z,é o centro do

kth grupo. No método de segmentacdo classica, pode-se seguramente utilizar u,; =1,

se x; € C,, caso contrario u,; =0.

Nos casos de uso de segmentacdo fuzzy, a intencdo € evoluir

adequadamente a matriz particional U(X):[uij , onde ukjeLO,lj, tal que

Kxn

u,; denote o grau de pertinéncia do jth objeto ao kth grupo.

E, - jlukj I, - 2| (2.29)

O terceiro fator da equacéo (2.27), D, , é dado pela equacao (2.30) e pode

ser traduzido na medida da maior distancia encontrada entre os grupos formados no

processo de segmentacdo, tomados dois a dois. O valor deste componente, que
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aumenta de acordo com o valor de K, é puxado para cima em funcao da separacdo

maxima entre dois objetos da base.
= mexfs | (230

A situacao pretendida, além da maximizacdo do indice, € manter o menor
namero de grupos possivel, enquanto a densidade interna e a separacao externa dos

grupos aumentam tanto quanto possivel.

Reconhecidamente, séo diversos os indices que podem ser empregados na
avaliacdo da qualidade de agrupamentos, porém, dificilmente, encontra-se algum que
cumpra a missdo em largo espectro de bases de dados. Proposto sob uma detalhada
analise matematica, o indice PBM pode ser utilizado em conjuntos de dados com as
mais diversas configuragdes, podendo-se utiliza-lo tanto no método classico quanto no

fuzzy, a fim de avaliar as segmentagdes realizadas.
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CAPITULO 3
METODOS DE VISUALIZACAO DE RESULTADOS

Visualizagdo e mineracdo de dados sdo duas técnicas usadas
freqientemente para criar e desenvolver bem sucedidas solu¢des de inteligéncia na
area de negadcios ou de pesquisa. Aplicando visualizacdes e técnicas de mineracao de
dados torna-se possivel descobrir tendéncias e anomalias previamente

desconhecidas:

Ferramentas de visualizacdo de dados e suas técnicas permitem criar
quadros em duas e trés dimensdes relativos a conjuntos de dados que podem ser
facilmente interpretados pelos usuérios, gerando ganho de conhecimentos e insights.
Podendo ajudéa-los, ainda, a criar modelos que descobrem padrdes, predizendo novas

oportunidades e colaborando no processo de tomada de deciséo.

Em ambos casos, a visualizagédo é a chave, auxiliando no esfor¢go de analise
de dados para descoberta de novos padrdes e tendéncias encontrados, mas
inicialmente desconhecidos, dentro dos grupos de dados comerciais. A visualizacao é
um método de eficiencia comprovada para comunicar tais descobertas aos

responsaveis pela tomada de deciséo [24].

Neste capitulo, ser8o exploradas as possibilidades das técnicas de
visualizagdo para analise de dados. Os gréficos, chamados genericamente de
padronizados, apresentados nos primeiros exemplos a seguir, s&o uma forma de
visualizagdo que auxiliam na analise de agrupamentos, porém, quando apresentam
relagbes que envolvem simples e diretamente os atributos dos objetos, ficam muito
dependentes do analista, o qual tera grande esforco em analisar e apreender os
padrées e tendéncias que podem ser revelados pelos graficos. Ao utilizarem valores
obtidos por um tratamento prévio, como as técnicas de segmentacao utilizadas nesses
mesmos exemplos, a visualizacdo permite uma riqueza maior de conclusbes, porém
exige que conhecimento e aplicacdo avancados das ferramentas necessarias ao

agrupamento de dados.

Além dos gréaficos padronizados, existem graficos que ndo seguem uma
padronizacdo, tendo formatos e modos de apresentacdo bastante peculiares,

especificos de determinadas ferramentas. Combinam recursos de texto, graficos
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padronizados e computagdo grafica avancados. Para exemplificar esta classe de
técnicas de visualizacdo, serdo apresentados gréaficos particulares de quatro softwares
de andlise e mineracdo de dados: o IBM DB2 Intelligent Miner, que concentra um
conjunto de funcbes de pesquisas, estatisticas e de pré-processamento destinadas a
analise de grandes bancos de dados; o SAS Enterprise Miner, poderosa ferramenta de
mineracdo e visualizacdo de dados, que fornece ajuda na solucdo dos problemas
encontrados no estudo do comportamento de conjuntos de dados, atuando tanto na
segmentacdo quanto na obtencdo de modelos de predicdo; o Mineset Enterprise
Edition, da Silicon Graphics, Inc, aplicativo que oferece recursos para classificacéo,
regressdo, associacdo e agrupamento (clustering) que podem ser combinados com
Otimas técnicas de visualizacdo para data mining, como visualizadores de disperséo,
de arvore e estatisticos. A fim de demonstrar alguns dos graficos produzidos por estes
trés softwares, usaremos exemplos descritos por PUNTAR [25]. E, por fim, 0 gCLUTO
— Graphical CLUstering TOokit, da Universidade de Minnesota, interface amigavel para
o CLUTO, versétil biblioteca de funcdes de segmentacdo de dados, que prové
diversos modos de visualizacdo interativa dos resultados do processo de

agrupamento.

Os graficos baseados em “Coordenadas Estrela” e dendrograma fornecem
uma visualizagdo mais complexa e muito transparente em relagdo as ferramentas
utilizadas para o célculo dos valores plotados nos gréficos. O analista deve ser
especialista na base de dados, ficando dispensado do conhecimento técnico das
técnicas empregadas para a segmentacdo e apresentacdo dos resultados, o que

potencializa a analise dos dados e a consequente descoberta de conhecimento.

3.1 — Graficos padronizados

A ferramenta de visualizacdo a ser usada € diretamente relacionada a
estrutura interna do conjunto de dados que esta sendo manipulado, além do aspecto

especifico que esta sendo investigado.

Na maioria dos casos, quando é tracado o grafico apropriado com os dados
em estudo, é possivel observar os diversos tipos de relacionamentos que podem
ocorrer entre os atributos de uma base. A partir dessas observacdes e outras

descobertas visuais sdo obtidos insights que ajudam a encontrar respostas para as
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guestdes sob investigacdo. Além disso, a visualizacdo de dados pode ser usada como
uma ferramenta facilitadora da comunicacdo entre especialistas e tomadores de

decisao.

Alguns gréaficos como os mostrados abaixo, dentre os mais conhecidos,
podem ser citados a titulo de exemplo do potencial da visualizacdo para analise de
dados e descoberta de conhecimento. Para construcéo de tais graficos, foi utilizada a
base iris plants database, largamente conhecida nos ambientes de pesquisa,
possuindo 150 objetos com 4 atributos, largura da pétala, largura da sépala, altura da
pétala, altura da sépala. A base tem uma divisdo natural em 3 grupos de espécies de
flores. Inicialmente, foram gerados graficos com os dados brutos da base, com o
intuito de explorar as possibilidades de analise oferecidas pela visualizacdo das
relagbes entre os objetos e seus atributos. Em seguida, utilizando-se técnicas de
segmentacado, no caso o algoritmo k-means, os objetos da base foram agrupados em
trés grupos distintos, a fim de serem apresentados recursos de visualizacdo
empregando valores compostos, obtidos com algum tipo de célculo realizado sobre os

objetos.

3.1.1 — Gréfico de Linhas

Um gréfico de linhas, utilizado como meio de visualizagdo, facilita a
percepcéo das tendéncias existentes nos dados em intervalos iguais. Ainda utilizando
como exemplo a base iris plants database, pode-se notar, na Figura 3.1, que trés dos
quatro atributos apresentam uma tendéncia de elevacdo de seus valores, enquanto o
outro atributo mantém uma constancia em seus valores, com uma ligeira queda

fazendo contraposicao ao demais.

Iris Plants

[—— brg. e @b —B— brg. paiaks al. pétak al. sépak |

Figura 3.1: gréafico de linha dos objetos.
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3.1.2 — Grafico de Dispersao

Um gréfico de dispersdo permite a visualizacdo de dados agrupados ou em
intervalos irregulares. Esse grafico mostra as relacdes entre os valores numeéricos em

varias sequéncias.

A Figura 3.2 traz como exemplo quatro graficos que mostram as relacbes
entre os atributos dos objetos da base iris plants database. Estes gréficos, analisados
sob a dtica de um especialista, podem fornecer insumos que permitam vislumbrar o

comportamento dos grupos de objetos através da dispersédo dos seus atributos.

Dispersao dos objetos em fungao de cada um de seus atributos
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Figura 3.2: gréafico de dispersdo dos atributos.

A Figura 3.3, a seguir, apresenta um grafico de dispersao que facilita a
visualizacdo da similaridade entre os objetos dos grupos formados, ou seja, quanto
mais proximos do centro os objetos se encontrem, melhor sera a qualidade da
segmentacdo. Assim, torna-se facil concluir, pela visualizagdo de um grafico que

permite a comparacdo das distancias dos varios objetos ao centro de seus grupos,
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gue o grupo 1 é muito bem formado, com 0s objetos que o comp&em muito préximos
uns dos outros e do préprio centro. Os grupos 2 e 3 ja apresentam uma dispersao
maior, sendo alguns objetos do grupo 2 tdo distantes que podem ser objetos
pertencentes a outro grupo, mas que por caracteristicas individuais ndo permitem uma

separacdo linear, confundindo os algoritmos de agrupamento.

Distribuicao das Distancias
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Figura 3.3: gréfico de disperséo das distancias dos objetos ao centro de seu grupo.

3.1.3 — Gréfico de Radar

Ap6s o calculo da distancia entre o centro dos 3 grupos formados pode ser
tracado um grafico do tipo radar, que apresenta, de forma simples e direta, a
similaridade entre os grupos. Na Figura 3.4, é apresentado tal grafico com as
distancias euclidianas, em escala logaritmica de base 10. Um especialista certamente
podera utilizar as informagBes condensadas em Unico grafico, como este, para
fundamentar a sua percepc¢ao na analise do conjunto de dados. Contudo, como mostra
0 exemplo, a visualizacdo depende da obtencado prévia de uma relacao direta entre os

grupos.
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Figura 3.4: gréafico de radar, em escala logaritmica, de distancia “intergrupos”.

3.1.4 — Gréfico de Colunas

Para uma comparacao de forma visual entre os valores que representam o
centro dos grupos, neste exemplo, foi utilizado um grafico de colunas, que também
permite a visualizacdo dos dados ao longo de um periodo, organizando as categorias
na horizontal e os valores na vertical. E possivel, com auxilio deste recurso mostrado
na Figura 3.5, verificar rapidamente os atributos que mais influenciam a formacéao de

cada grupo.

Perfil do Centro dos Clusters

a0
7o
5,0
50

3.0 —
21—
T — : -
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Cluster 1 Cluster 2 Cluster 3

Olarg. sepala @ larg. patala O alt. petala O alt. sépala

Figura 3.5: gréafico de colunas com o perfil do centro dos grupos.
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3.2 — IBM Intelligent Miner for Data

Conjunto de fun¢des destinadas a andlise de grandes volumes de dados, o
Intelligent Miner faz a comunicacdo entre as funcbes de pesquisa e pré-
processamento numa maquina servidora e as ferramentas de visualizacdo e

administracdo numa magquina cliente.

O Intelligent Miner fornece diversas funcgdes de mineracdo, tais como
associacao, classificacdo, grupo, previsdo e estatisticas, para construcdo e aplicacdo

de modelos de mineracéo sobre grandes bases de dados ou simples arquivos.

A funcd@o de minerag¢do de grupos pode ser empregada sob implementacéo
de dois algoritmos diferentes. Os graficos a seguir exemplificam a exibigdo dos grupos
produzidos pelas funcdes de mineracdo empregando os algoritmos de agrupamento

demografico — Figura 3.6 e agrupamento neural - Figura 3.7.
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Figura 3.6: visualizacao dos agrupamentos demograficos. Baseada em [25].
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Figura 3.7: visualizacao dos agrupamentos neurais. Baseada em [25].

A funcdo de mineracdo por agrupamento demografico oferece ainda outras

op¢cbes de resultados graficos,

como visto na Figura 3.8, que apresentam

caracteristicas mais pormenorizadas do resultado do processo de segmentacdo. Na

Figura 3.9, é possivel observar o detalhamento que o software oferece para cada

grupo, tomando por base o primeiro grupo mostrado no grafico que o antecede.
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Figura 3.8: principais caracteristicas dos grupos formados. Baseada em [25].
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Figura 3.9: detalhamento do primeiro grupo. Baseada em [25].

Como mais um recurso de analise de agrupamentos, o resultado obtido pela
aplicacdo da funcéo estatistica “analisar” também permite a visualizacdo de um grafico
especifico, como pode ser visto na Figura 3.10.
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Figura 3.10: apresentacéo grafica da funcéo estatistica analisar. Baseada em
[25].
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O Intelligent Miner também oferece visualizadores de associacdes, de
classificacbes e de grupos. Cada um deles pode apresentar o mesmo modelo em
exibicdes diferentes, cada uma delas contendo informagfes que néo estao disponiveis
ou tém dificuldades para serem representadas nas outras. Sendo de interesse
especifico para este trabalho, serdo apresentados os trés modos de visualizacdo do
visualizador de grupos: “Gréficos”, “Texto” e “Detalhes”. Na Figura 3.11, pode ser visto

um exemplo de exibicdo do modo “Gréficos”.
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Figura 3.11: modo Graficos do visualizador de grupos. Baseada em [25].

O modo “Gréficos” ainda permite op¢des de visualizagdo, quando simples
atributos de sua composicdo sejam expandidos para uma apreciacdo em maiores
detalhes, como visto na Figura 3.12(a) e na Figura 3.12(b), que apresentam um
determinado campo categoérico, “marital status”, ajustado ao tamanho da janela ou

exibido em forma de tabela, respectivamente.
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Figura 3.12: exibicao de atributo ajustada a janela e em tabelas. Baseada em [25].

O visualizador de grupos em modo “Texto” exibe um resumo descritivo textual
da composicdo dos grupos formados pelo software, como pode ser observado na
Figura 3.13.
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Figura 3.13: modo Texto do visualizador de grupos. Baseada em [25].
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O modo Detalhes do visualizador de grupos apresenta 0S grupos
separadamente, fornecendo detalhes da sua composi¢do no formato de um formulario,
que contém informacfGes sobre os atributos, tais como nome, tipo e valores

estatisticos. Este modo de exibicdo esta exemplificado na Figura 3.14.
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Figura 3.14: modo Detalhes do visualizador de grupos. Baseada em [25].

3.3 — SAS Enterprise Miner

Ferramenta de mineragdo e visualizagdo de dados desenvolvida pelo SAS
Institute, € de grande ajuda no estudo do comportamento de conjuntos de dados,
atuando tanto na segmentacdo, efetuada através de diversos métodos, quanto na

obtencdo de modelos de predigéo.

A utilizacdo do software da-se pela escolha de uma entre as muitas funcdes
de mineracdo disponiveis, por meio de um diagrama de fluxo na forma de arvore,
como pode ser visto na Figura 3.15, onde cada né é capaz de habilitar funcdes

especificas.
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Figura 3.15: diagrama de fluxo do Enterprise Miner. Baseada em

7

[25].

Enquanto é exibido o diagrama de fluxo, h4& uma segunda forma de

apresentacdo dos nds, em que estes apresentam-se agrupados conforme uma

metodologia conhecida pela sigla SEMMA, onde cada letra representa a inicial de

cada uma das palavras que denotam os 5 tipos de funcionalidade: Sample, Explorer,

Modify, Model, Access.
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Figura 3.16: histograma de variavel (atributo). Baseada em [25].

Utilizando-se uma das opc¢des oferecidas pelo diagrama de

fluxo, pode-se

chegar a diversas formas de visualiza¢cdo, como um histograma de distribuicdo de um

determinado atributo, apresentado na Figura 3.16 ou uma janela de resultados da
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segmentacdo efetuada pelo software, contendo um conjunto de graficos que

apresentam a composicao dos grupos formados, apresentada na Figura 3.17.
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Figura 3.17: resultado da segmentagédo. Baseada em [25].

3.4 — Mineset Enterprise Edition

O Mineset é um produto da Silicon Graphics, Inc, desenvolvido para auxiliar
no descobrimento de modelos ocultos, tendéncias mais importantes e novos

conhecimentos.

O software traz ferramentas que possibilitam a mineracdo, andlise e
visualizagdo dos dados, facilitando a exploracdo de conjuntos de dados, descobrindo
padrBes automaticamente e a aplicagdo dos diversos recursos de visualizacao
colaboram decisivamente no entendimento do comportamento da base, ou até de
alguma variavel em detalhe. As principais tarefas envolvidas no processo de
descoberta de conhecimento, como identificacdo e preparacdo dos dados e
construcdo, avaliacdo e exploracdo dos modelos estdo contempladas no Mineset,

inclusive com possibilidade de visualizacao grafica.

Dentre as técnicas de visualizacdo disponiveis no Mineset, algumas podem
ser destacadas pelo seu relacionamento com as demais técnicas exploradas no

presente trabalho.
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O recurso de visualizacdo dispersa, ou scatter visualizer, possibilita que os
dados sejam exibidos em um plano de até trés dimensdes, além de oferecer recursos
extras como cor, tamanho, forma e animacdo. Cada ponto individual do gréfico
corresponde a um objeto da base. Esta visualizacdo funciona bem quando o nimero
de objetos é menor que 50.000 ou quando algum processamento reduziu a base a um
pequeno conjunto de grupos [25]. A Figura 3.18 apresenta o visualizador disperso
exibindo uma paisagem tridimensional, com os objetos separados em 3 grupos,

identificados por cores diversas.
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Figura 3.18: visualizador disperso (scatter visualizer). Baseada em [25].

O visualizador de arvore, apresentado na Figura 3.19, é uma interface grafica
gque mostra os dados numa paisagem tridimensional, apresentando-os em forma de
uma arvore hierarquica. Cada nivel dos ramos refere-se a um valor de atributo
diferente. Cada né da arvore mostra um quadro representando todos os dados nas
ramificacdes abaixo dele. O quadro é composto basicamente de um bloco cujas altura
e cor dependem dos atributos dos dados [26].

S7



= §ﬁ|m£!'ﬁlzlu|i_ﬂ|?|

| Farberis ue: o ~—— —__ i __._.... |

's;a";l;m Esaulmgﬂ !Exn‘luﬂ::,u b :.:._ A Gl '_ﬂ_sgl.'_
o
il

= o

1.0 _ﬁ

' B
5
o
i
T
|;

I e T e

Height: Tulul:.uln 3 : P CETFI TR - - -

Drisk, height: Targel sales

l:nlnr:nltug:l mm“zm s

Hm _ |Nﬁr-i’ ...... : ',,é

Figura 3.19: visualizador de arvore. Baseada em [26].

O visualizador estatistico oferece formas de representacdo diferenciadas, de
acordo com a natureza dos atributos. Variaveis categoricas, que representam valores
como sim/ndo, nome, origem, etc, aparecem em um histograma onde ha uma coluna
para cada valor, com a indica¢do do numero de objetos que possuem igual valor para
o atributo em gquestdo. Para os demais atributos, a exibicdo é feita com uma coluna
que representa o atributo, acompanhada de informac8es estatisticas que incluem
valores maximo, minimo, mediano e médio. O grafico mostra, ainda, a concentracdo
de valores nos quartis percentuais de 25% e 75%, permitindo a comparacdo da
distribuicdo dos valores do atributo em relacdo ao conjunto de objetos da base. Os

resultados da aplicac&o deste visualizador estdo representados na Figura 3.20.
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Figura 3.20: visualizador estatistico para a base de dados. Baseada em [25].

Na Figura 3.20, resultado da aplicacdo do Mineset sobre uma base de 5000
clientes, algumas conclusfes sdo facilmente extraidas, como por exemplo, o atributo
“churned” é categérico, com 707 ocorréncias do valor yes e 4293 ocorréncias do valor
no; o atributo account length é do tipo continuo, com 218 valores distintos, entre 1 e
243, sendo a mediana igual a 100 e o desvio padrdo de + 39,69. 25% dos atributos de
menor valor estd entre 1 e 73, 50% entre 73 e 127 e 25% restantes tem valor minimo

127 e méximo 243.

Se a visualizacé@o € referente ao resultado do processo de segmentacédo da
base de dados, a interpretacdo continua sendo feita da mesma forma, porém cada
atributo tem sua representacdo estatistica mostrada no a&mbito de cada grupo formado
pelo software. A Figura 3.21 apresenta os resultados do processo de agrupamento em
trés grupos, com foco no atributo number vmail messages. Dessa forma, torna-se
possivel analisar o comportamento de cada varidvel dentro dos grupos e a sua

influéncia no processo de segmentacao, por exemplo.
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Figura 3.21: visualizacdo estatistica da segmentacdo da base. Baseada em [25].
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3.5 - gCLUTO - Graphical CLUstering TOolKkit

Desenvolvido na Universidade de Minnesota, o gCLUTO é uma interface que
possibilita a utilizacdo do potencial das funcfes de analise de dados da biblioteca
CLUTO, de uma forma muito mais amigavel e com algumas caracteristicas proprias,
tais como: gerenciador em forma de arvore de projetos que permite facil percepcéo
dos arquivos de dados, solu¢des de agrupamento e formas de visualizacdo existentes
e seus relacionamentos; formulario para rapida visualizacdo dos valores dos dados,
visualizacdo de matriz e visualizacdo de montanha, recurso bastante poderoso que
permite a visualizacdo em 3D, usando o critério de escala multidimensional (MDS —

sigla em inglés).

O gCLUTO utiliza o conceito de “projeto” para organizar os dados e o fluxo de
trabalho. Na Figura 3.22, é possivel observar uma tela do software, com gerenciador
em forma de arvore, onde cada icone representa um item ja adicionado ao projeto e
uma janela com o formulario de dados, onde é possivel ver os valores dos atributos

(colunas) de cada objeto (linha) a ser analisado.

Craue jonest] ioix
) File Project Data Window Help = |
. !Dense Matrizx Li
1 ‘ 2 3 4 ‘ 5 ‘ =
1 0340000 0430000  [0.880000 1000000  |0790000 |03
2 0.350000 0610000 |0890000  |0.910000  |1.000000 |04
3 (0510000 (0380000 |0GEODOD 1000000 |06GOOOD |05
4 0570000  |0530000  |0.750000  |0.760000 |0.890000 |09
5 0720000 (0800000 [1.000000 (0330000 |07E00O0 |0
& 07160000 |0210000 |0.530000 770000 320000 |06
7 0020000 (0040000 |0290000 (00260000 |0280000 |04
g 0630000 |0530000  |0.850000  |0.900000 |1.000000 |09
9 0670000 (1000000 |0520000  |003B0000  |0aR00O0 |02
10 0870000 |0920000  |0.380000 0.350000 0610000 |10
1 1000000 (0890000 |0740000 (0700000 |0&10000 |08
12 0780000 |1.000000  |0.990000 |0.320000 |07S0000 |08
13 0710000 (0680000  |0670000  |D.BBOOO0  |0GE0O00 |08
14 1000000 |0930000  |0.650000 0.890000 030000 |07
15 1000000 (0900000 |0780000 |0.B30000  |0970000 |08
16 0880000 |0750000  |0.990000 [1.000000 |0800000 |04
e 1.000000 [0.690000 |0.830000  [0.720000 |0.750000 "56’.'?"
| 4

Figura 3.22: tela do gCLUTO com arvore de projetos e formulario de dados.

ApOGs a realizagdo do agrupamento de dados, através de um dos quatro
métodos disponiveis, a solucdo é exibida em uma janela de texto, como mostrado na
Figura 3.23, contendo os paréametros utilizados no processamento, informagdes

estatisticas e caracteristicas descritivas dos grupos formados pelo software.

60



i Cluto - [solution 1] __ 1ol x|
==l
Sk [
&-f3 genes . .
] solution 1 - Solution Results
Clustering Options
Metbiod: Agglomerative #Clusters: §
CRfun: 2 Simnfun: Cosine
RowModel : None ColModel : Mone Graph Model: A=symetric-Direct
Col Prune: 1.000000 EdgePrune: 0.000000 Wertex Prume: 0.000000
MNearest Nieghbors: 4 MinComponert: 1 C5Type: Bast
HTrials: 10 #Hiterations: 10
S-way clustering solution i
cluster size 15im 15dew ESim ESdew
o 4 0870871 0.025999 0.735568 0041020
1 31 0.941192 0027912 0865040 0.030239
2 T 0202016 0.028806 0217740 0.0383204
3 2 0942421 0.000000 0.770029 0.035782
4 26 0.83z081 0.028515 n.eviser 0.043830
Go to Top
Descriptive & Descriminating Features
Cluster 0 Size:4  1Sim: D.EF02T1 ESimn: 0735862 LI
| Z

Figura 3.23: exibicdo da janela de texto da solucéo.

As duas formas de visualizacdo grafica podem ser obtidas apds o final do

processo de segmentacdo: visualizacdo de matriz e visualizacdo de montanha.

A visualizacdo de matriz apresenta uma escala de cores para representar
graficamente os dados de origem. A cor branca representa valores iguais ou muito
préximos a zero; tons crescentes de vermelho representam valores positivos e tons
crescentes de verde representam valores negativos, sendo 0s extremos no tom mais
escuro. As linhas estdo ordenadas de maneira que o0s objetos de um mesmo
agrupamento aparecam juntos. Um divisor horizontal preto separa os grupos. A escala
da matriz pode ser alterada interativamente, através dos controles de largura e
comprimento. Este modo de visualizagdo também disponibiliza dendrograma de linhas
com a solucdo da segmentacdo e dendrograma de colunas, usando agrupamento
aglomerativo no inverso da matriz. Tais arvores podem ser utilizadas para reduzir e
tornar a expandir alguma area de interesse especifico dentro da matriz. A Figura 3.24

exemplifica uma tela do gCLUTO contendo uma janela de visualizacdo de matriz.

A visualizacdo de montanha tem seu uso aplicado na comparacao visual de
semelhancas relativas entre os agrupamentos, tais como tamanho, semelhanca
interna e divergéncia externa. Nesta forma de visualizacdo, cada grupo esti
representado como um pico 3D. A localiza¢do do pico, o volume, a altura e as cores
sdo usados para retratar informacdes sobre o grupo a que se referem, como pode ser

visto na Figura 3.25.
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Figura 3.24: exibicdo da janela de visualizagcdo de matriz com dendrogramas.

A localizagdo dos picos no plano é determinada pela aplicacdo de escala
multidimensional sobre os pontos médios de cada grupo formado, que sé&o
considerados como Vvértices das montanhas, tentando preservar da melhor maneira

possivel as distancias relativas entre os veértices.
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_‘J I’Ill

| 4

Figura 3.25: exibicdo da janela de visualizacdo de montanha.

A escala multidimensional permite que os usuarios do software possam tirar
conclusdes sobre seus dados utilizando a visualizacdo de montanha. Observando-se o

exemplo contido na Figura 3.25, onde um conjunto de dados foi segmentado em cinco
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grupos, a visualizacdo de montanha representa tal segmentacdo como cinco picos

etiquetados com o identificador do grupo ao qual o pico se refere.

A forma de cada pico é uma curva gaussiana, usada como mera estimativa
da distribuicdo dos dados dentro de cada grupo, sua altura é proporcional a
semelhanca interna do grupo, seu volume é proporcional ao nimero de elementos
contidos no grupo e as cores sao proporcionais a divergéncia interna: vermelho indica

baixa divergéncia e azul, alta.

3.6 — “Coordenadas Estrela”

O principal objetivo do emprego de técnicas de visualizacdo de dados é
facilitar o entendimento da distribuicdo, estrutura e relacionamentos dos objetos de
uma colecdo. Através da observagdo de uma representagdo espacial dos dados, ainda
que de forma virtual, um especialista pode, por exemplo, realizar prognésticos a cerca
de uma segmentacdo, entender melhor o resultado obtido pela aplicacdo de uma
técnica ou realizar desdobramentos mais aprofundados com base nos padrdes

descobertos.

Uma dessas técnicas, conhecida como “Coordenadas Estrela” [2], permite a
visualizacdo de objetos com diversos atributos, n dimensbes, em um plano de duas
dimensdes, dando uma percepgéo virtual da distribuicdo espacial relativa dos objetos,
a forma das bases, dos grupos e a posicéo de seus centros e, ainda, a possibilidade
de explorar interativamente o relacionamento entre os atributos dos objetos e a forma

de seus agrupamentos.

Basicamente, a técnica das “Coordenadas Estrela” consiste em distribuir os
eixos coordenados dentro de um circulo, empregando um plano bidimensional, de
forma que tenham a origem no centro e angulos iguais entre si, mas nao
necessariamente sdo ortogonais. Cada eixo representa um atributo dos objetos da
base e o valor minimo encontrado para cada atributo, entre todos o0s objetos, é
mapeado na origem e o valor maximo € mapeado no outro extremo do eixo

coordenado, como demonstrado na Figura 3.26.
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Figura 3.26: representacdo de um ponto de 8 dimensdes em um plano
bidimensional. Baseada em [2].
Cada ponto P; representa um objeto da base, equivalendo a um vetor de n
ocorréncias, refletindo cada uma das linhas de uma matriz D [m x n], que é a cole¢do

de todos os dados da amostra em andlise.

A localizagcdo P; (x,y) € determinada pelo vetor soma de todos os vetores
unitérios (uxi,uyi) em cada eixo Ci, multiplicado pelo valor do atributo do objeto relativo

aquele eixo, descontado o valor minimo, origem do eixo, como mostrado em (3.27).

n

P,(x,y) = (ZU“ *(d; - mini),zn:Jyi *(d - mini)j (3.27)

i=1

onde u, € dado por (3.28) e min; e max; sdo, respectivamente, 0 menor e o

maior valores encontrados para o atributo i de todos os objetos da colecéo.

C:i
U =—— (3.28)
max; — min,

O método de “Coordenadas Estrela” permite visualiza¢des simples em duas e
trés dimensdes, mas acomoda espacos com mais dimensdes, sobrepondo-as através
de eixos coordenados ndo ortogonais. A sobreposicdo, porém, produz algumas

distorcBes, como por exemplo, a localizacdo de um ponto no espaco nao identificar
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unicamente seus valores em cada eixo coordenado. Apenas com a ajuda de
transformacdes interativas dindmicas, como rotacdes e translacdes comandadas pelo

usuario, é possivel entender melhor a real distribuicdo dos objetos.

Como visto, o comprimento de cada eixo é dado pela diferenca entre o valor
minimo e o valor maximo de cada atributo i de todos os objetos da colec¢éo, ou seja, 0
eixo coordenado e, por conseguinte, a posicdo espacial dos objetos, é diretamente
ligada a escala dos valores dos atributos. Assim, é possivel alterar o peso relativo de
cada atributo, alterando a escala do eixo que o representa. Implementando este
conceito em um procedimento interativo, tém-se a op¢do de alterar a contribuicdo de
um determinado atributo a fim de verificar a sua importancia relativa e até mesmo
observar diferentes formagfes de agrupamentos, na presenca de uma exacerbacéo ou

auséncia total de um eixo.

A alteragdo do angulo de um eixo em relagdo aos demais, através da rotagéo
em torno de sua origem, é a rota¢@o do proprio vetor unitario deste eixo, o que altera a
correlagao entre os atributos, mudando assim a diregdo da contribuicdo do atributo na

distribui¢cdo dos objetos.

Resumidamente, podemos apresentar os passos que levam a determinacao

das coordenadas de um objeto multidimensional em um espaco R?, da seguinte forma:

1) é calculado o valor inicial dos angulos entre os eixos, simplesmente
dividindo-se o circulo pelo nimero de dimensdes (atributos): 360 / numero de

atributos;

2) para cada dimensdo dos objetos da base, € calculado o seno e o

cosseno do angulo de cada eixo, considerando o primeiro atributo como eixo-origem;

3) o vetor unitario é obtido pela razdo entre o numero seqiencial do eixo
(1, 2, 3, ..., n) e adiferenca entre o valor maximo do atributo referente e o valor minimo

assumido por este atributo, considerando a totalidade de objetos;

4)  multiplicando-se o vetor unitario pelo cosseno e pelo seno obtidos

anteriormente, encontra-se a inclinacdo do eixo;

5) o somatorio em cada dimensdo x e y do espaco R? do produto da
inclinacédo do eixo pela diferenca entre o valor do atributo e o valor minimo assumido
por este atributo, considerando a totalidade de objetos, representa a posi¢ao P; (x,y)

do objeto P;.
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3.7 — Dendrograma

Os métodos hierarquicos de segmentacao criam uma decomposicao
hierarquica da base de dados, representada por uma arvore de grupos. O
dendrograma € um método hierarquico aglomerativo e tem a origem de seu nome,
muito justamente, na palavra dendrology, (dendrologia), ramo da boténica que estuda

as arvores. Em tais hierarquias, cada n6 da arvore representa um grupo de objetos.

Segundo HAIR [27], dentre 0s mais populares métodos hierarquicos

aglomerativos utilizados em segmentacdo de dados, podem ser citados:

Simple Linkage: a segmentacéo é construida com base na distancia minima

entre dois objetos (vizinho mais proximo).

7

Complete Linkage: a segmentagdo € construida com base na distancia

maxima entre dois objetos (vizinho mais afastado).

Average Linkage: a segmentacao é construida com base na distancia média

tomada a partir de todos os objetos de um grupo em relagdo aos objetos de outro

grupo.

Ward’s Method: que utiliza a abordagem da anélise de variancia para avaliar

a distancia entre os grupos.

Centroid Method: utiliza a distancia entre os centréides pra realizar a

segmentacao.

No presente trabalho, foi implementado o método Simple Linkage, ou Vizinho

Mais Proximo, detalhado a seguir, de acordo com os passos sugeridos em [3].

Como primeiro passo, € calculada a dissimilaridade entre todos os objetos a
classificar, comparados dois a dois. Uma tabela D(n,n) quadrada de ordem igual ao
namero de objetos da base de dados € necesséaria para guardar cada uma dessas
distancias calculadas. Supondo ser aceitavel considerar que a distancia entre dois
grupos que contém apenas um objeto € igual a distancia entre os préprios objetos,
=d

entdo d vx,yel.

(8280 (x.y)

Ao final da montagem da tabela, todas as ocorréncias da diagonal principal

séo nulas, pois, que se d; € uma distancia, entdo d,, (y =d,) =0 Vx el
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No segundo passo é pesquisada a tabela D(n.n) em busca da ocorréncia
extra-diagonal minima, ou seja dy,qy = dixy Minimo, formando uma novo grupo, que

aglutina esses dois objetos {x} e {y}.

A iteracdo recomeca no primeiro passo, sendo que agora o0 espaco de busca

na tabela é n-1, uma vez que dois objetos estdo unidos em um sé grupo.

Para calcular a tabela D'(n-1,n-1) correspondente a nova situacao foi utilizada
a estratégia de agregacdo do vizinho mais préximo, como critério para calcular a

distancia entre um grupo que contém dois objetos e 0s grupos unitarios restantes,.

A estratégia do vizinho mais proximo consiste em adotar como distancia entre
0S grupos remanescentes e 0 novo agrupamento formado a menor entre as distancias
apontadas pelos dois objetos que o formam, ou seja, sera eleita como distancia do

novo grupo {x; y} para um grupo {z} a menor entre d} (3 OU diy}.(2-

Em cada iteracdo t do processo de agregacdo, a tabela D(n-t, n-t) é

construida com a distancia ultramétrica dada por (3.29).

iy = Min(dy, ,:dyy ) (3.29)

Apesar de possuir um pequeno inconveniente ao apresentar uma tendéncia a
um “efeito de encadeamento”, é grande a vantagem do emprego deste método devido
a simplicidade e a economia computacional, pois fica dispensado o calculo de todas as
distancias componentes da tabela D(n-t,n-t) a cada iteracdo, uma vez que sé ha
necessidade de atualizar a distancia relativa ao novo grupo. As distancias entre os
demais, obviamente permanecem inalteradas, e, ainda, o céalculo das distancias é feito

apenas na primeira vez.

Para ilustrar o desenvolvimento do método, podemos utilizar um simples exemplo
numeérico, como a seguir, onde a Tabela A representa uma tabela de dados T(n,p) com
4 objetos (A, B, C, D) e seus dois atributos (X, Y).

A) Tabela de dados T(n,p)

X Y
A 1 2
B 2 1
C 3 5
D 3 3
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B) Tabelas de distancias D(n-t, n-t)

B.1 B.2 B.3
A | B | C | D (AB)| ¢ | D (AB) | (C,D)
A | 0 |141|361|224|||(AB)| 0 |361]224 (AB)| 0 |224
B |141| 0 |412 224 C [361| 0 |200 (C,D) | 2,24
C |361/412| 0 |200 D |224]200]| 0
D |224|224|200]| 0

Para preenchimento da tabela inicial B.1, é calculada a Distancia Euclidiana,

entre cada objeto, utilizando-se (3.30).

d) =\/(Xi —-x;)*+(y, —y;)’ (3.30)

Como a menor distancia verificada foi entre os objetos B e C, com eles é
formado um novo grupo e sua distancia para os demais é a menor entre seus objetos

e os demais, formando a tabela B.2.

As iteracbes quando restam apenas dois grandes grupos ligados, mas,
logicamente, separados por uma determinada distancia, como pode ser visto na tabela
final B.3.

4 4 4
3 3 3
@
2 2 7 2
6 6
— B - ) " M
L0 0 L0
A B C D A B C D A B c D
(a) (b) (c)

Figura 3.27: representacao grafica das agregacdes.Baseada em [3]. (a) agregacao dos
objetos A e B, que apresentam a menor distancia entre todos os componentes da
colecdo, originando um ndé (novo “objeto”) 5. Este n6 € marcado verticalmente em
funcdo do valor da distancia entre os objetos agregados; (b) em seguida sédo
agregados os objetos mais proximos; (c) ao final, todos os objetos estdo agregados,

ainda que em diversos niveis.
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CAPITULO 4
IMPLEMENTACAO DE UM PROCEDIMENTO

4.1 Introducdo

Com o objetivo de verificar a validade e viabilidade de aplicacdo pratica de
alguns métodos explorados neste trabalho, foi desenvolvido um aplicativo, ao qual foi
dado o nome de SearchCluster, que permite a descoberta de um nimero inicialmente

desconhecido de grupos a partir da leitura de arquivos de dados em formato texto.

O aplicativo tem uma interface grafica amigavel que permite ao usuario
explorar e analisar os dados optando, interativamente, pela aplicacdo dos métodos

particional e hierarquico.

Para implementacdo do método particional, foi desenvolvido um algoritmo
baseado no método “K-Means” para segmentacao da base de dados em um numero
crescente e sucessivo de grupos, com o uso da Distancia Euclidiana quadratica para
determinacdo da similaridade entre os objetos, e no Critério de Calinski e Harabasz,
para determinacdo do numero de grupos que originaram a melhor distribuicdo de
objetos. Para visualizagdo da distribuicdo espacial relativa dos objetos, antes ou apos
a segmentacao, a forma dos grupos e a posicéo de seus centros em um plano de duas

dimens@es também foi implementada a técnica “Coordenadas Estrela”.

A aplicacdo do método hierarquico, em sua forma aglomerativa, é feita
através de dendrogramas, método onde o0s objetos ou grupos sdo representados
graficamente com uma estrutura em arvore, semelhantemente a uma classificagdo
taxondmica. No desenvolvimento desta representacdo, foi utilizado o método

conhecido como Vizinho Mais Proximo.

Se desejado, o software apresenta o valor do erro e da fungdo objetivo
calculados para cada sequéncia de grupos, gera arquivos de saidas com informacdes
detalhadas sobre os grupos e também sobre os objetos, identificando, inclusive a qual
grupo cada um deles pertence. O usuario pode contar ainda com a exibicdo de uma
tela com detalhes do agrupamento 6timo, tais como nimero de objetos e erro médio

de cada grupo.
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4.2 Arquitetura

Empregando-se a linguagem de programacdo Microsoft Visual Basic 6.0,
desenvolveu-se um aplicativo padrdo Microsoft® Windows, chamado SearchCluster,
com uma interface amigavel, que permite ao usuario pesquisar e analisar bases de

dados de diversas configuracdes em formato texto.

O aplicativo permite ao usuario escolher a base de dados contida em
quaisquer dos subdiretérios das unidades de disco da maquina, que sera analisada e
também indicara se é de seu desejo que sejam gerados arquivos de saida com 0s

resultados finais do processo de agrupamento dos dados.

E responsabilidade do usuério indicar o nimero de atributos dos objetos da
base, 0 nUmero minimo e 0 nimero maximo de grupos que deverao ser testados a fim

de obter-se a formacédo 6tima.

E possivel utilizar o aplicativo apds a indicacdo do numero de atributos, a
visualizacdo da distribuicdo espacial dos objetos, quando é empregada a técnica
conhecida como “Coordenadas Estrela” e também o dendrograma formado pelos

objetos em sua conformacéao hierarquica.

O software é composto com base em dois formulérios (janelas) centrais: o
principal, com os médulos de controle do processo e apresentacdo dos seus
resultados e o grafico, para exibicdo das técnicas de visualizacdo. Outros trés
formularios acessorios possibilitam a indicacdo das caracteristicas da base de dados e
outras opcdes do usuério, como geracdo de saida e alteracdo arbitraria de peso de
quaisquer atributos; a apresentacdo de um resumo dos grupos formados pela melhor
segmentacdo e a visualizacdo do histograma obtido pelo emprego da técnica

hierarquica aglomerativa.

Apesar da linguagem Visual Basic nado originar softwares com grande
velocidade na exibicdo de graficos com alta quantidade de pontos na tela, a mesma
permite a construcdo de aplicativos com interface bastante amigavel e intuitiva, dentro
do padréo Windows, que é largamente conhecido, facilitando a sua utilizacao. Além
disso, a leitura dos arquivos texto, com os dados de entrada, é feita de forma direta,
sem necessidade de outras ferramentas, e muito rapidamente, mesmo para bases

contendo grande quantidade de objetos.
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4.3 Utilizacdo

A tela inicial do SearchCluster, da maneira que é apresentada ao usuario,
pode ser vista na Figura 4.1, contendo o menu de op¢des e quatro botdes de acao,
estando habilitado somente aquele que permite cancelar o processamento e encerrar
o software. Podem ser notadas duas caixas de texto: a superior destina-se a
apresentacdo de um resumo dos parametros fornecidos ao aplicativo, tais como nome
do arquivo de entrada, niamero de atributos, faixa de grupos para teste e outras
disponiveis na tela de opcdes, além do erro e funcdo objetivo calculados para todos os
agrupamentos testados, se o usudrio assim o desejar. A inferior apresentara, em
destaque, o resultado do melhor agrupamento obtido no processamento. Abaixo desta
caixa, hd uma barra animada que permite o acompanhamento visual da progressdo do
processamento com uma pequena caixa de texto a direita que apresenta o niumero de

grupos que foram testados no Ultimo passo concluido.

¥ SearchCluster [ o] x|

Arquiva  Editar  Opples  Ajuda

2]
s

Agrupar

=

Dietalhes

=P o

1%y
chirthism
Vizualizagao

Figura 4.1: a tela inicial do SearchCluster.

7

Na barra de menus, o primeiro item encontrado € “Arquivo”, que ao ser
acionado apresenta um menu para selecdo dos arquivos de leitura e gravacéo,
conforme a Figura 4.2. O sub-item “Gravacao” permite ativar a geracdo de arquivos de
saida de objetos, com os atributos originais da base mais uma coluna com um

identificador do grupo ao qual aquele objeto foi alocado na finalizagdo do processo e

71



de saida de agrupamentos com os detalhes de cada grupo formado na segmentacdo
otima: medidas do centro, quantidade de objetos e erro médio de cada grupo.

¥ SearchCluster - (=] .3
Arguiva Editar  Opedes  Ajuda
Leitura
Objetos =
A
e grupamentos
11
Detalhes
—o K 2
4y
 charthem
Yizualizagan
i Cancelar

Figura 4.2: o menu “Arquivo” expandido.

O acionamento do subitem “Leitura” d4 acesso a um recurso do sistema, que
pode ser visto na Figura 4.3, onde o usuario pode navegar e selecionar o arquivo de
entrada, ou seja, a base de dados que sera processada pelo aplicativo.

E xaminar: IED.-’-\DDS j . = 3~

’cars.dataé
churn dts

=) glass txt

=] iris bt
mushroom.data
=] pimaincian txt
E standar taxt

a wvine bt

Mome do arguivao: I j Abrir I
Arguivos do tipo: I j Cancelar |

[™ &biir como somente leitura

4
Figura 4.3: o recurso do sistema para selecionar a origem dos dados.

O acionamento do menu “Opc¢des” exibe uma tela que possui trés guias para
interacdo do usuario.
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Na primeira guia, “Atributos e Grupos”, vista na Figura 4.4, o usuéario devera
indicar o “NUumero de atributos”, ou seja o numero de colunas, de cada objeto
componente da base de dados; o “Numero de grupos” que deverdo ser pesquisados.
Este bloco de opcdes fornece os paradmetros necessarios para o SearchCluster dividir
e redistribuir os objetos de acordo com as técnicas ja comentadas, sequencialmente
do namero “Minimo” até o numero “Maximo” de grupos, testar e adotar a melhor
formacdo de grupos encontrada dentro de tal faixa. No bloco de opcdes “Desprezar
identificadores”, o usuario podera assinalar quaisquer parametros, fazendo com que o
software ignore elementos da base que sejam apenas identificadores e nédo atributos
ou objetos, tais como linhas de cabecalho com o titulo dos atributos e colunas que

indiguem um mero nimero seqlencial do objeto dentro da base.

w. Opgies N x|

: Alributos e Lirupos I Exibir & Gravar I Pesa dos atibutas I

—Mamero de atributos —Mimero de grupos

1 - i I2 j'
b &mirmi I2 j'

- Dezprezar identificadores
[~ Primeira coluna [ Linha de cabegalho
[~ Ultima coluna [ Linha de rodapé
] Cancelar

Figura 4.4: a guia “Atributos e Grupos”.

A guia “Exibir e Gravar” oferece duas opg0Oes apenas, conforme pode ser
observado na Figura 4.5. A opgdo “Exibir erro e fungédo objetivo de todos os
agrupamentos testados”, se marcada, indica ao aplicativo que deverdo ser exibidos,
na caixa de texto superior da tela inicial, o resultado do célculo do erro e da funcéo
objetivo para cada um dos agrupamentos testados dentro da faixa assinalada no bloco
“Numero de atributos”. A opcéo “Gravar arquivo de objetos para cada agrupamento
testado”, quando marcada pelo usuério, faz com que seja gravado um arquivo com a
configuracdo de cada objeto incluindo o identificador do grupo ao qual o objeto
terminou por ser alocado, de forma que, se n agrupamentos forem testados, n

arquivos de objetos serdo gerados.
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x

Atributos & Grupos

I Peso dos atributos I

[ Exibir eno & fungdo objetive de todas oz agrupamentos testados

[T Gravar arquivo de objetos para cada agrupamenta testado

ak. Cancelar

Figura 4.5: a guia “Exibir e Gravar”.

Na Figura 4.6 é apresentada a guia “Peso dos atributos”. Este € um recurso
bastante interessante do software SearchCluster, pois possibilita que o usuario forneca
um peso diferenciado para um ou mais atributos da base. Inicialmente s&o
apresentados os atributos, em numero igual aquele informado na guia “Atributos e
Grupos”, opcgdo “Numero de atributos” (Figura 4.4), todos com peso 1. O usuério pode
aumentar, diminuir ou até anular a participacdo de quaisquer dos atributos, bastando
fornecer um numero de zero (para anular) até 99999 (para maximizar), que serd o
novo peso relativo daquele atributo. Tal alteragdo reflete de imediato na visualizagao
dos objetos e de seus eixos, com a aproximacao proporcional ou distanciamento do
centro do sistema. Também influencia na segmentacdo da base, podendo variar o

namero de grupos formados e a alocacéo dos objetos.

x|
ﬁtributuseﬁrupgsl Exibir & Gravar
I 1 |- I 1 2 I 1 3 I T 4 I T 5 I -
B
Uk Cancelar

Figura 4.6: a guia “Peso dos atributos”.

74



Ap6s a escolha do arquivo de entrada e das configuracdes das opc¢des, 0s
botdes “Agrupar’ e “Visualizacdo” também tornam-se habilitados, como mostra a
Figura 4.7. O usuério podera escolher livremente uma das agdes disponiveis. Na caixa
de texto superior, pode ser vista uma relacdo com as configuracdes adotadas para os

préximos exemplos.

i¥ SearchCluster o] x|

Argquivo  Editar Opcdes  Ajuda

o Arguivo de dados - leitura; C:ADADDS iz, et ﬂ
o Muimero de atnbutoz: 4

= Faixa de grupoz atestar de 2 a 8

Agrupar M &0 poszui coluna identificadora inicial

Pozsui coluna identificadora final [desprezada)
M&n pozzul linha de cabecalho

M &0 poszui linha de rodapé
normalizagdo dos dados de entrada
G, Conziderar todoz oz atributos

14y - *';I

 Chartbem
Yizualizagao

Figura 4.7: tela principal, ap6s escolha das op¢des.

Os botbes de acéo tém seu funcionamento independente, pois o usuario pode
desejar ver a disposi¢ao inicial dos objetos sem preocupacéo com a divisdo destes em
grupos. Ao ser pressionado, o botdo “Agrupar” da inicio ao processo iterativo de
divisdo, alocacgbes sucessivas dos objetos e célculo da fung@o objetivo, tantas vezes

gquantas forem indicadas pela faixa de nimeros de grupos a serem testados.

Ao término das iteracdes, a tela principal € atualizada com a habilitacdo do
botdo “Detalhes” e o preenchimento da caixa de texto inferior, onde é mostrado o
resultado obtido pela melhor segmentacdo, como é mostrado na Figura 4.8. Neste
exemplo, ainda pode-se ver que, na janela superior, o erro e a fungdo objetivo de cada
agrupamento testado no intervalo também sdo exibidos, conforme a configuracao das
opcOes realizada na tela de opgdes.
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& SearchCluster

=10 x|

Argquiva  Editar  Opgdes  Ajuda
T N30 possui linha de rodapé ﬂ
?_f Conziderar todos o atributos
o 2 agrupamentos: ermo 1560808 Fungo Objetivo 497 5755
i Adpar 3 agrupamentoz: ermo 81,3673 Fungdo Objetivo 5414358
4 agupamentoz erno 89616 Fungdo Objetivo 507 1141
5 agrupamentos: emo 53,9206 Fungdo Objetivo 421 4576
i B agrupamentoz: ero 46 61699 Fungdo Objetiva 391 8134
E ¥ agrupamentos: ermo 40,23269 Fungdo Objetivo 379,4781
Detakes 8 agrupamentos: emo 3666338 Fungdo Objetivo 3563438
-
o KR ¥
EL) : T
cl':_—t;—! Nimero o0timo de agrupamentos: 3
Yizualizagio )
Erro quadratico: 81.3673
Func@o objetivo: 541,4958
Cancelar

Figura 4.8: tela principal, com os resultados do processamento.

O pressionamento do botdo “Detalhes” d& origem a uma tela simplesmente
informativa, onde séo apresentados detalhes do agrupamento em sua formacao 6tima:
0 numero de objetos, o erro total e o erro médio em cada grupo, conforme pode ser

visto na Figura 4.9.

= Detalhes dos agrupamentos 0] x|
Hiamero de
Cluster 0Obetos Erro Erro Médio
1 50 15,24040 0304808 | =]
2 50 28.26980 0565396
3 50 37857 0.757140
=]
............. s

Figura 4.9: detalhes do agrupamento em sua formacéo 6tima.

O botdo *“Visualizacdo”, ao ser pressionado, dispara 0 processo que

transforma os objetos n-dimensionais em pontos bi-dimensionais, com o emprego da
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técnica de “Coordenadas Estrela”, de forma que possam ser exibidos na tela,
guardando um posicionamento virtual, porém légico e inteligivel de sua distribuicdo em
um espaco R? Ap6s a efetuacdo da transformacéo de todos os objetos, inclusive o
centro dos grupos, se aqueles ja estiverem agrupados, € exibida uma tela, conforme
visto na Figura 4.10, que apresenta os eixos formados pelos atributos, neste exemplo,
quatro atributos que dao origem a quatro eixos, um identificador sequencial dos
atributos préximo ao seu respectivo eixo e 0s objetos, distribuidos no espaco. Quando
€ realizada a visualizacdo sem que haja o agrupamento prévio, os objetos sdo
representados com apenas uma cor. Neste exemplo, podem ser vistos objetos em trés
cores distintas. Com efeito, foram trés os grupos detectados durante o processo de

agrupamento.

w. Visualizagio ) o] x|
Objetos  Grupos Eixos  Legenda

Figura 4.10: a tela gréfica: visualizacdo dos objetos com “Coordenadas
Estrela”.

Com a barra de menus da tela gréfica pode-se utilizar o item “Gréafico Estrela”
do menu “Objetos” para desativar a visualizacdo destes e 0 equivalente no menu
“Grupos” para ativar a visualizacdo dos pontos determinantes do centro dos grupos. O
resultado pode ser visto na figura 4.9. Também € possivel a visualizacdo dos objetos

juntamente com o centro dos grupos.
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w. Visualizacio L o] x|

Ohjetos  GSrupos  Eixos  Legenda

Figura 4.11: visualizacdo dos centros dos grupos.

Na tela grafica, podem ser acionados o botdo esquerdo do mouse ou a tecla
““ e o botdo direito do mouse ou a tecla “+” que, respectivamente, irdo diminuir ou
aumentar a escala da visualizagdo. Utilizando-se o menu “Legenda”, é possivel
habilitar uma legenda que relaciona o nimero do grupo com a cor da visualizagao,
subitem “Grupo x Cor”, e um identificador junto & representacéo grafica do centro do
grupo, através do subitem “Id Grupo”. Estas facilidades podem ser notadas na Figura

4.12.

. Visualizagéo il _|o| x|

Chjetos  Grupos Eixos Legenda

Grupo Cor
1
; h
3 N

=+

-

=%

Figura 4.12: visualizacdo com escala ampliada, sem objetos e com legenda.
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Durante a visualizacdo dos gréaficos estrela, o menu “Eixos” encontra-se
habilitado. Através dele pode-se ocultar ou exibir os eixos que, inicialmente, guardam
a mesma proporcdo e angulos entre si. Se 0 peso de algum atributo for alterado, a
proporgéo do eixo e a posicado dos objetos e, conseqiientemente, a posi¢cdo do centro
do grupo também se apresentardo deslocados. Na Figura 4.13 é representada uma

visualizacdo onde o peso do atributo 3 foi alterado do valor padrédo 1 para 0,3.

w. Visualizagao f o] x|
Ohjetos  Grupos Eixos  Legenda

Grupo Cor
1

3 W

- 4-4-14-
* v

Figura 4.13: visualizagdo com alteracao do peso do atributo 3 e legenda de
cores.

Outro item disponivel no menu “Objetos”, que é o “Dendrograma”, permite
escolher a visualizacdo do resultado do emprego do método aglomerativo Vizinho
Mais Proximo, permitindo que sejam analisadas visualmente as liga¢des hierarquicas
dos objetos componentes da base, conforme pode ser visto na Figura 4.14. Se o0s
objetos ja estdo alocados em seus grupos, sdo representados nas cores respectivas
aos mesmos. Para ressaltar a diferenciacdo, as linhas verticais que ndo representam

objetos séo tracadas na cor preta.
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& Visualizagao HEIET

Ohjetos Grupos  Elxos  Legenda

Grupo Cor
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Figura 4.14: visualiza¢do do dendrograma da base de dados.

Aliado ao dendrograma, € possivel ter mais informagBes acerca dos
resultados da técnica hierarquica, exibindo uma tela com o histograma de nivel,
acessado através do item “Histograma”, do menu “Objetos”, conforme pode ser visto
na Figura 4.15. Com o objetivo de servir a uma confrontacdo da andlise dos objetos
com o resultado do processo de agrupamento posterior, o dendrograma e o0 seu
relativo histograma para os grupos também estdo disponiveis, através dos itens
respectivos no menu “Grupos”. Em ambos os casos de utilizacdo, os histogramas
somente tornam-se disponiveis ap6s a realizacdo do dendrograma e, naturalmente, a

exibicdo do dendrograma de um desfaz a exibicdo do outro

&, Histograma de nivel (=] 4]
[Ma Pta1 Pto 2 Peso Mivel

277 273 278 a8 0.4 d
273 276 277 77 04123

279 118 132 2 04123

280 269 15 48 04123

20 223 119 3 04123

282 27 101 74 00,4243
283 282 5 7 0.4243
284 283 120 a0 00,4353
285 284 229 82 00,4353
286 280 23 43 01,4583
287 285 ] a3 0.4833
288 287 115 24 00,4889
289 288 224 86 00,5039
290 289 281 a3 05291
291 290 136 a0 00,5385
252 291 135 7 00,5385
293 292 109 32 01,5568
294 286 42 50 06245
295 293 1o 93 06325
296 295 274 ¥ 01,6481

297 296 o7 94 0.7348
238 297 27 100 08185

239 294 298 150 16401

Figura 4.15: histograma de nivel.
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O histograma apresenta todos os objetos e suas ligacdes, chamadas
genericamente de nos, e 0s representa por um numero sequiencial, de maneira que ao
primeiro objeto da base é associado o numero 1; ao segundo, 0 numero 2 e assim
sucessivamente até o ultimo objeto. A partir dai, as ligacdes entre os objetos e outras
ligacdes também vao recebendo, pela ordem, um nimero sequencial. Para que seja
possivel distinguir os elementos, objetos ou outras ligacBes, que formam ligacBes
hierarquicas as colunas “Pto 1" e “Pto 2" apresentam os dois elementos que foram
ligados. A coluna “Peso” significa a quantidade de objetos ligados naquele nivel. A
coluna “Nivel” apresenta o indice de nivel obtido pelo calculo da distancia entre os

objetos mais préximos, ligados em tal nivel.

4.4 Codigo

O cadigo fonte, escrito na linguagem de programacdo Visual Basic 6.0, de
todos os formularios e médulos do aplicativo SearchCluster, encontra-se listado

integralmente no apéndice 1.
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CAPITULO 5
ESTUDOS DE CASOS

Com o intuito de, uma vez mais, validar e comprovar a viabilidade
computacional de algumas das técnicas abordadas neste trabalho, bem como
demonstrar o funcionamento confiavel da ferramenta desenvolvida, foram realizados
trés estudos de caso empregando-se quatro softwares especializados em mineragéo
de dados existentes no mercado: o gCLUTO, o SAS Enterprise Miner, o SGI Mineset e
o IBM Intelligent Miner for Data, cujas caracteristicas basicas e formas de visualizacdo

principais foram abordadas no capitulo 4.

Além disso, buscando verificar a eficacia do critério de avaliacdo de qualidade
da segmentacdo utilizado pelo SearchCluster, Critério de Calinski e Harabasz, foi
efetuada uma comparacdo com uma implementacdo do método classico do indice

PBM, descrito no capitulo 2, para estimar a melhor formacéo de grupos.

O primeiro estudo foi realizado sobre uma base de dados do DNA de cana de
agucar, o segundo realizou uma analise sobre automoveis de diferentes origens e o
terceiro sobre dados de clientes “churn” de uma empresa de telecomunicactes. Os

trés estudos s&o descritos a seguir.

5.1 Primeiro caso — base de dados do DNA de cana de agucar

Os dados empregados neste estudo sdo oriundos de um projeto de genética
da cana de agucar, conhecido como SUCEST, que envolveu diversos laboratorios e
grupos de datamining na producao de bibliotecas de sequiéncias de DNA. A aplicacdo
de técnicas de segmentacdo tornam-se necessdrias na formacdo de grupos de
bibliotecas semelhantes e eliminar as redundancias que possam vir a ser geradas no

processo de sequenciamento.

Neste estudo foram utilizados 193 conjuntos de reads - objetos. Cada objeto,
que em sua formulacdo original continha informacfes de 37 bibliotecas, teve a sua

composi¢do reduzida, pois 18 bibliotecas foram eliminadas da base por ser
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considerado que suas contribuicdes teriam pouca ou nenhuma relevancia para esta
analise, reduzindo, assim, para 19 os atributos a serem processados. O que colabora,

ainda, para diminuir a incidéncia de possiveis ruidos.

5.1.1 Resultados do SearchCluster sobre a base de cana de acucar

Ao realizar a analise desta base utilizando-se o SearchCluster processando o
algoritmo de Calinski e Harabasz, foram encontrados 18 grupos, conforme

demonstrado na Figura 5.1.

¥ SearchCluster N =|0] x|
Arquiva  Editar  Opgles  Ajuda

Arquivo de dados - leitura: C:hMestradob\SClustersD adosghargSLUCEST ket ﬂ
Mumero de atributos: 19

Faixa de grupoz a testar de 2 a 96

M&o pozzul coluna identificadora inicial

M&o possul coluna identificadara final

Mao pozzui inha de cabecalho

— M&o pozzui linha de rodapé

% Congiderar todos oz atributos

e 7

o Baupar

Detalhes
o 4] L|_I
T4 Z B
11—.-—?—!—' MNimero dtimo de grupos: 18
Charkhem
Wizualizagao

Erro quadratico: 27.25126
Funcéo objetivo: 15,99353

&

Cancelar

EENENERNRNNNNENNNNNENNNNNRNENNNRNNENEND] 35

Figura 5.1: tela de resultados do processamento da base de DNA de cana de
agucar.

Detalhes dos grupos, Uteis para uma melhor interpretacdo, como numero de

objetos e valor do erro podem ser vistos na Figura 5.2.

O resultado obtido é bastante razoavel, tendo em vista que o numero de

grupos esperado por especialistas da area seria de 20.
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i Detalhes -|o] x|
Himero de
Cluster Objetos Ermro Emo Médio
1 11 1.59272 0144793 |~
2 5 053549 0117657
K] 12 1,28391 0108952
4 B 044777 0074629
4] 17 241412 0142007
B a 121812 0152265
7 16 197258 0123286
a 11 176877 0160757
| 5 1.60000 0320000
10 14 313275 0223768
11 g 1,70278 0189157
12 4 045444 0112610
13 3 138727 0154141
14 5 053332 0106663
15 7 1,30227 0186033
16 17 1,53430 0080253
17 4 073639 0184223 |—
18 a3 3.58075 0108508 ﬂ

Figura 5.2: detalhes dos grupos formados pelo SearchCluster.

A Figura 5.3 mostra a representacdo dos objetos e o centro dos grupos em

que eles se dividem, num plano visual de duas dimensoes.

& Visualizagéo ] 1o x|
Ohjetos  Grupos Eixos  Legenda
Grupo Cor

OO~ OO O e O RO —
i EEN

” ++ R t e 11

S T : = 12

5 G TR T =t o 13
+ | 14

16

o=

Figura 5.3: visualizacdo dos objetos e centro dos grupos.

A segmentagdo da base de cana de aglUcar empregando o método classico

do indice PBM apontou, como melhor resultado, a divisdo em dois grandes
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agrupamentos, bastante diverso dos resultados atingidos pelo SearchCluster e pelos
testes com outros softwares, mostrados a seguir, o que pode ser creditado a tendéncia
que o Indice PBM possui de apontar como 6timas as segmentaces formadas pelos
menores numeros de grupos. Todavia, os gréficos exibidos na Figura 5.4 e na Figura
5.5 apresentam coincidéncias interessantes, apesar de inicialmente exibirem
resultados completamente dispares: um maximo local pode ser observado na
formacédo de 18 grupos, a partir de 20 grupos as curvas comecam a coincidir, apos o
24° grupo had uma brusca ruptura no padrdo e uma estabilizacdo nos patamares mais
inferiores dos resultados.

Cana de Agldcar - PBM

0000120

A
0000100

L
RV
M

000000

000000 \

0.000000 T T T T T T
2 v 1z 17 = & i aw 4z 47

Mamero de Grupos

indice PEM

Figura 5.4: evoluc&o do indice PBM em relag&o a quantidade de grupos formados.

Cana de Aglcar - SearchCluster

Critério Calinski & Harahasz

Mimero de Grupos

Figura 5.5: evolugdo do Critério Calinski e Harabasz em relacdo a quantidade de
grupos formados.
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5.1.2 Resultados do gCLUTO sobre a base de cana de agucar

Para empregar o gCLUTO sobre qualquer base é necessario informar em
quantos grupos deseja-se dividir o conjunto de dados. Analisando os resultados
obtidos pelos quatro métodos de segmentagcdo disponiveis no software, o que
aparentemente apresentou a melhor segmentacdo da base de cana de acuUcar foi o
método direto. Neste caso, a visualizacdo de montanha apresentou a maior distancia
entre 0s pico, picos com boa altura, inclusive atingindo tons de vermelho, o que indica
baixa divergéncia interna. As telas com os resultados em modo texto e visualizacdo de

montanha podem ser observadas na Figura 5.6 e na Figura 5.7, respectivamente.

+ Cluto - [solution 2] ik =lof x|
R File Project Solution  Window Help et
o SUCEST solution 2 - Solution Results e

&) E5T
&8 zoltion 1
& mountain visualization 1 whotengnio,
B N 2 Method: Direct #Clusters: 18
: | matis visualization 1 CRun: 12 Simtun: Cosine
& mountain visualization 1 Rowhodel: Hone Cool Madel : None Graph Model: Asymetric-Direct
=4 @ zolution 3 Cal Prunie: 1.000000 EdgePrune: 0.000000 ‘ertex Prune: 0.000000
0 mauntain visualization 1 Hearest Misghbors: ¢ MinCompanent: 1 C5Type: Bast
B @ solution 4 #Trials: 10 #htarations: 10
0 rountain visualization 1
18-way clustering solution i
cluster size 15im I5dew ESim ESdey
o 7 0672148 0.074387 0125007 0.020712
1 ] 0802873 0115375 0076154 0.053441
z ] 0620180 0080237 0137415 0066380
3 13 0782922 0085743 0.126377 0.071539
4 ] 0747372 0.121644 0.097034 0.025622
5 i 0.787574 0050843 0151332 0057169
[ 16 0760675 0073480 0126102 0062452
7 Bl 0745174 0075352 0140237 0.074234
g 10 0.737434 0093074 0138757 0.067162
[ 1 0.718002 0.053041 0.145701 0.061654
1o 10 0679495 0089655 0. 166628 0050310
11 14 0676732 0.074204 0.102457 1.064567
1z 13 0646017 0037963 0.179278 0.060281
12 7 0.734466 0031578 0.283527 0.033930
14 8 0513960 0058539 0177178 004724
15 ] 0510704 0067007 0133327 0063300
15 0 0610036 0040171 0205021 0.033531 &
| 4

Figura 5.6: resultados em modo texto da segmentacéo pelo gCLUTO.

Comparando-se a Figura 5.3 e a Figura 5.7 é possivel notar que a
segmentacdo obtida em ambos os softwares apresenta a formagdo de um elevado

namero de grupos bastante proximos entre si e dois ou trés bastante destacados.
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+ Cluto - [mountain visualization 1]

il File Project Mountain  Window Help
&% SUCEST
53 EST
EI@ zolution 1

- mountain visualization 1

salution 2

[ matrix visualization 1

& mountain visualization 1
A8 salution 3

- gh mountain visualization 1

&8 solution 4

------ & mauntain vizualization 1

Figura 5.7: visualizagcdo de montanha.

5.1.3 Resultados do Enterprise Miner sobre a base de cana de acucar

A segmentagdo realizada pelo Enterprise Miner sobre a base de cana de

acucar ndo apresentou um resultado que possa ser considerado bom, pois a

descoberta de 5 grupos, conforme pode ser visto na Figura 5.8, fica muito aquém do

namero de grupos preconizado para esta base, que € de 20.

W 5AS - [Results - Clustering] 1ol x|
4 Flle Edit Format View =151
-] C@miaoadr.e s ? 1
lEvplorer All Partition | Variables | Distances | Profiles | Statistics | CCC Plot | Code | Log | Output | Notes |
Contents of 545 Environment
{f |%j Slice: [Std. deviation¥| Height:|Frequency ¥| Color {Radius bl
Lbraries  Fie Shortauts Clusters for SASUSER LLICID et
Ve &l
V74 E
v 1
5 E
w
v 1
wig4 El
g B
7
ViE B
vi5 E
14 &
13 |
w2 B
Wit )
w40
vl B
ol 0z 03 04 05 D6 07 08 03
Hormalzed Mean
Masimum Distance fiom Cluster Seed !
[ || [me
'@ Flesubs @ Explorer [ output - (Untitled) [E] Lo - (Untitled) Processi,.. | [ Edker - Untitledt 4| Results - Clustering
e e e e e |3 C:\Documents and Settingsladministrator | 7

Figura 5.8: segmentacao da base de cana de aclcar obtida pelo Enterprise

Miner.
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O grafico que apresenta a proximidade dos grupos, visto na Figura 5.9, deixa
perceber que dois dos grupos formados divergem bastante dos outros trés que sao
muito proximos entre si. Este fato j4 havia sido notado na visualizacdo de objetos e
centro dos grupos do SearchCluster. Provavelmente, os trés grupos que apresentam-
se mais proximos sejam, de fato, diversos grupos menores considerados como Unicos
pelo Enterprise Miner.
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Figura 5.9: grafico de proximidade dos grupos da base de cana de acucar.

O gréfico que apresenta os valores atingidos pelo critério para determinagao
da melhor segmentagdo, o CCC - cubic clustering criterion, empregado pelo
Enterprise Miner, apresenta diversas mudangas no padrdo de comportamento do
critério em determinadas faixas de grupos testados, iniciando com um declinio do valor
obtido, seguido por um aumento gradativo, uma relativa estabilizagdo e,
posteriormente, uma nova queda nos valores, conforme pode ser observado na Figura
5.10, mas ndo apresenta qualquer indicacéo de que a segmentacao ideal deveria estar
em torno de 20 grupos.
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Figura 5.10: grafico do CCC para as segmentacdes da base de cana de acucar.

5.1.4 Resultados do Mineset sobre a base de cana de aglcar

O Mineset nao faz, verdadeiramente, uma livre descoberta do numero ideal
de grupos em que a base pode ser dividida. A segmentacédo é influenciada pelo valor
dos parametros inicialmente passados pelo utilizador do software. Assim, em um dos
varios testes realizados com o Mineset, foi realizada uma segmentacdo em 16 grupos,
que pode ser considerado razoavel para fins de analise do comportamento da base de

cana de acucar.

Dentre os grupos formados, trés deles podem ser vistos parcialmente na
Figura 5.11, que contempla a 142 e a 92 coluna da base. Podem ser facilmente
observados os pontos maximos e minimos e que os valores dos atributos estdo muito

proximos do minimo.

O software da Silicon Graphics oferece um relatério texto onde podem ser
obtidas outras informacdes a cerca do processo de segmentagdo, como o indice de
adequacdo de cada segmentacao realizada, o numero 6timo de grupos e as distancias

dos grupos formados no melhor agrupamento, como mostra a Figura 5.12.
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Figura 5.11: visualizacdo estatistica da segmentagéo da base de cana de
agucar.
Fitness = 0.k5149 Result of clustering:
1 clusters: fitness = 0.B52AB735  |-------—mm—mmmmmmm oo -
g2 clusters: fitness = 0.5AC27084
3 clusters: fitness = 0.5ERALY4L oyerall root-mean-squared distance from record
4 clusters: fitness = 0.5491585 to centroid: O.3948 +- O.1GOA
5 clusters: fitness = 0.5287259 RMNE distance from records to each centroid:
B clusters: fitness = 0.517178C {fluster L-A-4: 0.1711 +- DO.L147
? clusters: fitness = 0.5046537 fluster L-B-A: 0.3494 +- D0.122
8 clusters: fitness = 0.4AATLED {fluster L-B-B-A: O0.3224 +- 0.07811
9 clusters: fitness = 0.4E96183 {luster L-B-B-B-A: O0.3353 +- 0.05832
10 clusters: fithness = 0.4594396 {fluster L-B-B-B-B-A-A: O0.3583 +- 0.0LARSA
11 clusters: fitness = O0.4432538 {luster L-B-B-B-B-B-A: 0.3799 +- 0.09091
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0.3k4AE5A)

Figura 5.12: relatério texto do processo de segmentacao da base de cana de
acucar.

5.1.5 Resultados do Intelligent Miner sobre a base de cana de aclcar

O software Intelligent Miner da IBM dispde de dois métodos que fazem busca
automatica pela melhor segmentacdo: o “Cluster demographic”, que emprega
diretamente o Critério de Condorcet para avaliacdo da qualidade dos agrupamentos

formados dentro da faixa delimitada expressamente pelo usuario, através do
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parametro “nimero maximo de grupos”, e o método “Cluster neural”.que determina a
melhor segmentacdo entre todos os agrupamentos formados até um nimero maximo

de grupos estabelecido internamente pela combinacdo dos parametros de entrada.

A base de cana de aculcar foi segmentada primeiramente através do método
“Cluster demographic”, o qual atingiu 21 como nimero 6timo de grupos, como pode
ser visto na Figura 5.13, que representa parte do relatério gerado pelo método, cuja
avaliacdo de qualidade é feita com o emprego do Critério de Condorcet, cujo valor ndo
corresponde necessariamente & media do Critério encontrado para cada grupo, como
também pode ser apreendido através da andlise do relatério. A quantidade de grupos
encontrada é mais préxima do esperado e também assemelha-se aos resultados
obtidos nos testes com outras ferramentas, inclusive o SearchCluster. Porém, a
distribuicdo dos objetos pelos grupos é muito discrepante, tendo apenas um grupo

cerca de 72% do total de objetos, 0 que néo condiz com a realidade.

Cluster_demographic

Result created: 10/04/04 16:07:52

Result File o CATEMPWYXEA4BOZ C2T
Mode - Training
User Specified Parameters
Maximum Mumber of Passes c 20
Maximum Mumber of Clusters L 23
Improvernant Cwer Last Pass ©11.00
Similarity Threshold . DEB
Mining Run Outputs
Mumber of Passes Performed .2
Murmber of Clusters 21
Improvemnant Cwver Last Pass o Do
Global Condoreet Walue o 0.7954

Parallzl Farameters: Applicable For Results Created On Parallel Systems Only
Records Processed Before Merging 10000
MN&tipe o1
MSpan ©o 1440

Cluster Characteristics :

Id Cluster Size Condorcet Id Cluster Size Condoroet
Absolute  Relative(%)  Value Absclute  Relative(%) Value

0 139 F2.02 0.7954 11 2 1.04 0.8389
1 2 1.04 0.8162 12 1 0.52 0.9620
2 i 3N 0.7631 13 2 1.04 0.B526
3 5 31 0.7525 14 1 0.52 0.9590
4 7 362 0.7685 15 2 1.04 0.8590
5 3 155 0.8423 16 3 1.55 0.7788
G 2 1.04 0.8336 17 3 1.55 0.8513
7 4 2.07 0.8118 18 2 1.04 0.8425
g 2 1.04 0.8903 19 2 1.04 0.8288
| 2 1.04 0.8596 20 1 0.52 0.9653
10 1 052 0.9597

Figura 5.13: resumo do “Cluster demographic” para base de cana de agucar.

A Figura 5.14 apresenta parte do relatério grafico, onde podem ser vistos
detalhes da segmentacdo pelo método “Cluster demographic”, como importancia

relativa dos grupos e contribuicao das variaveis na formagéo do grupo.
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Figura 5.14: gréafico do “Cluster demographic” para a base de cana de acucar.

Em seguida, a base foi segmentada com o emprego do método “Cluster
neural”, cujo melhor resultado, 18 grupos, exatamente o encontrado pelo
SearchCluster, esta representado na Figura 5.15. Nesta segmentagdo, o nimero de
objetos em cada grupo é bastante satisfatdrio, sendo, inclusive, bastante coincidente

com a distribuicdo realizada pelo SearchCluster.

Cluster_neural

Result created: 1000404 15:56:09

Result File o CATEMPYWZLETGEU.C2T
Mode : Training
User Specified Parameters

Maximum Number of Passes ;10

w

Maximum Number of Clusters
Mining Run Qutputs

Mumber of Passes Performed 10
Mumber of Clusters 18
Deviation 017

Cluster Characteristics :

Id Cluster Size Id Cluster Size
Absclute  Relativel %) Abzolute  Relativel%:)

0 s 1813 4 5] an
1 11 5.70 10 5 254
2 a 4 56 11 12 6.22
3 12 6.74 12 11 570
4 8 415 13 7 3.62
5 4 4 56 14 10 5.18
i 4 4 5 15 14 7.25
7 5 2.549 16 7 3.63
8 T 363 | 17 15 TIiT7

Figura 5.15: parte do relatorio do “Cluster neural” para base de cana de agucar.
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Da mesma forma que no método “Cluster demographic”, o método “Cluster
neural” também fornece um grafico com detalhes da segmentacdo, como pode ser

visto na Figura 5.16.
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Figura 5.16: grafico do “Cluster neural” para a base de cana de acgucar.

5.2 Segundo caso — base de dados de automoveis

Esta base de dados refere-se as informacfes a respeito de cerca de 400
automoveis (objetos) fabricados em trés continentes (América, Europa e Asia). As
colunas (atributos) consideradas para cada automovel, sédo, pela ordem: poténcia do
motor em horsepower (cavalo for¢a), ano de fabricac@o, nimero de cilindros do motor,
cilindradas em cubicinches, nome do fabricante, peso em libras, aceleracdo em
segundos para atingir a velocidade de 60 km/h, consumo de combustivel em mpg

(milhas por galédo), nome do local de origem.

Os atributos expressos em texto exigem conversdo para um tipo numeérico,
desta forma, foi empregada a tabela 5.1 de conversédo dos atributos desse tipo para
cadigos inteiros arbitrarios obedecendo simplesmente uma numeragéo sequencial dos

atributos ordenados alfabeticamente.
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Tabela 5.1 - Conversédo de atributos texto da base de automoéveis.

Nome origem

Nome fabricante

USA 1 amc 1 mercedes 16
Europa 2 audi 2 mercury 17
Japéo 3 bmw 3 nissan 18
buick 4 oldsmobile 19
cadillac 5 opel 20
capri 6 peugeot 21
chevrolet 7 plymouth 22
chrysler 8 pontiac 23
datsun 9 renault 24
dodge 10 |saab 25
fiat 11 |subaru 26
ford 12 |toyota 27
hi 13 |triumph 28
honda 14 |volvo 29
mazda 15 |volkswagen 30

5.2.1 Resultados do SearchCluster sobre a base de automéveis

A base de dados de automdveis, com 392 objetos, ndo se presta a um estudo
supervisionado, pois ndo apresenta informagcdes sobre o nimero de grupos esperado
como resultado do processo de segmentacdo. Portanto, primeiramente foi visualizada

a disposicdo dos objetos em um plano bidimensional, conforme pode ser visto na

Figura 5.17 e o dendrograma dos objetos, apresentado na Figura 5.18.
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Figura 5.17: visualizacdo dos objetos em gréafico de coordenadas estrela.

A distribuicdo espacial dos dados apresenta uma forma alongada, onde
podem ser notados dois grupos levemente destacados, tendéncia também
apresentada no dendrograma, mas néo propicia conclusdes mais avancadas, pois o
formato e proximidade dos grupos ndo permitem leituras definitivas. Dessa forma,
outras execugfes do software, com diferentes combinacdes de parametros se fazem

necessarias para obtengéo de conclusdes com maior nivel de seguranca.

w. Visualizagdo =12l x|

Ohjetos  Grupos  Eikos  Legends
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A base de dados foi, em seguida, submetida ao processo de segmentacéo do
SearchCluster, que originou, entdo, a formacéo de dois grupos, como apresentado na
Figura 5.19 e na Figura 5.20.

& SearchCluster =10] x|
Argquivo  Editar  Opgdes  Ajuda

Arquivo de dados - leitura; C:\MestradobS Cluster\D ados'cars. bt ﬂ
Arquiva de dados - gravacdalobjetos) saida_obj bt
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Faixa de gupoz a testar de 2 a 20

M&n pozsul coluna identificadaora inicial

Man pogzsui coluna identificadora final

@
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% Mo possul inha de rodapé
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Figura 5.20: visualizacdo dos grupos de objetos e dos eixos dimensionais.
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A divisdo da base em dois grupos provavelmente esta ligada a origem de
seus objetos. Ao ser analisado o arquivo de objetos produzido na saida do software,
pode-se contar 159 automéveis norte-americanos no grupo 1 contra 86 no grupo 2;
dos 68 automoéveis europeus, apenas 6 foram alocados no grupo 1; a totalidade dos

automaveis fabricados no Japao foi alocada no grupo 2.

Para a base de automdveis também foram feitas comparacbes entre o
SearchCluster e a implementacdo do indice PBM, cujos resultados das diversas

segmentacodes obtidas, podem ser visualizados na Figura 5.21 e na Figura 5.22.

Autombveis - PBEM
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Mimero de Grupos

Figura 5.21: evolucéo do indice PBM para a base de automdveis completa.
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Figura 5.22: evolucéo do Critério CalinsKi e Harabasz para a base de automéveis
completa.
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O método classico do indice PBM apresentou como melhor segmentacéo
para a base completa o numero de 4 grupos, contra os 2 apontados pelo
SearchCluster, mas, apesar das tendéncias contrarias nas primeiras segmentacoes, a
partir de 4 grupos as curvas passam a ter um perfil muito coincidente, o que indica

equivaléncia entre os dois indicadores utilizados.

Prosseguindo na analise, iniciou-se a supressdo de alguns atributos que,
devido as suas caracteristicas categoéricas, poderiam estar encobrindo alguma
tendéncia mais elucidativa dos grupos formados, procurando-se, desta forma, diminuir
0 numero de variaveis de forma que sua selecdo contemple tanto a sua relevancia
como seu poder de discriminacdo em face ao problema em estudo. Primeiramente foi
desconsiderado apenas o atributo identificador da origem dos automéveis. O resultado
da nova segmentagdo redundou em dois grupos, com os valores do erro quadratico e
da fung&o objetivo perseguida pelo software apresentando infima alteragdo, conforme
demonstrado na Figura 5.23, o que indica ser desprezivel a influéncia do atributo

origem dos automoveis.

¥ SearchCluster o] x|
Arguivo  Editar  Opgdes  Ajuda

Lo Bupar

Arquivo de dados - leitura: T estradotSClusterD adoshcars tat |=]
Arguivo de dados - gravac3olobjetoz]: saida_obj.tut

Muimero de atrbutos: 3

Faixa de grupos a testar; de 2 a 20

M0 poszui coluna identificadora inicial

MEn poszui coluna identificadora final

— Pozzuilinha de cabegalho [desprezada)

% M0 pogsui linha de rodapé
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e Kl [~
14y - Y 5
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Fungéo objetivo: 904.1009
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Figura 5.23: resultados da segmentacéo desprezando o atributo origem.

Os grupos formados, ainda, continuaram contando com a mesma quantidade
de objetos, o que reforca o sentimento com relagdo ao atributo origem. Essas
quantidades podem ser vistas na Figura 5.24, onde também pode ser observado o

altissimo valor do erro nos dois grupos, indicador de segmentacéo de baixa qualidade.
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Figura 5.24: quantidades de objetos e erros dos grupos formados.

Continuando com o teste, foi suprimida também a coluna referente ao atributo

nome do fabricante. O resultado da segmentacdo pode ser visto na Figura 5.25.

¥ SearchCluster =10] x|
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Cancelar
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Figura 5.25: resultados da segmentacéo desprezando origem e fabricante.
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Novamente, os resultados atingidos s&o muito parecidos em relacdo ao erro e
funcdo objetivo, inclusive os grupos formados mantém as quantidades, 165 e 227, ja
obtidas na segmentacao anterior, 0 que indica a influéncia quase nula desses atributos
na segmentacdo da base. No entanto, a visualizacdo dos objetos apresenta
interessantes mudancas: o conjunto aproxima-se de uma forma mais arredondada,
com os objetos dispostos em torno de um ponto central e refletindo uma tendéncia de

divisdo em trés grupos, conforme pode ser observado na Figura 5.26.

. Visualizagao
Qhjetos  Grupos  Eios  Legenda

Figura 5.26: visualizacdo dos objetos com supresséo de dois atributos.

No ultimo passo, foram adicionadas a lista de atributos desconsiderados na
andlise as colunas que nado dizem respeito a caracteristicas especificas do motor dos
automaoveis: ano de fabricacdo e peso. O resultado do teste realizado neste passo esta
apresentado na Figura 5.27. Neste processamento, a base foi segmentada em trés
grupos, apresentando, em relacdo aos testes anteriores, um erro quadréatico geral

muito menor e melhor resultado final da funcao objetivo.
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Figura 5.27: resultados da segmentacdo apenas com atributos de motor.
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Figura 5.28: visualizacdo dos objetos divididos em trés grupos.

Embora tenham sido criados trés grupos, o que poderia remeter a uma
divisdo por &rea geografica (EUA, Europa e Japdo) realizando contagens no novo

arquivo de saida, percebe-se que o0s grupos formados mantém tendéncias
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prenunciadas ja na primeira segmentacdo, conforme pode ser percebido pela
observacdo da Figura 5.28. Dos automoveis fabricados nos EUA, um conjunto
significativo mantém-se a parte dos demais: 114 objetos formam o primeiro grupo, sem
ocorréncias de automoveis de outra regido; 68 objetos formam o segundo grupo, com
apenas 2 objetos do Japao, 4 da Europa e 62 dos EUA. O terceiro grupo formado,
contém uma distribuicdo mais equilibrada entre os objetos: 69 automéveis dos EUA,

64 da Europa e 77 do Japéao.

5.2.2 Resultados do gCLUTO sobre a base de automoéveis

Inicialmente, foi adotado o0 método aglomerativo do gCLUTO para dividir a
base de automoéveis em dois grupos. Os resultados, como as quantidades de 132 e
260 objetos em respectivamente por grupo e outras informagfes estatisticas, estao

apresentados na Figura 5.29.

i Cluto - [solution 1] | o x|
B File Project Solution Window Help =18 x|
=
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& @ shtin solution 1 - Solution Results
Clustering Options
Method: Agglomerative HClusters: 2
CRiun: 12 Sirnfun: Cosine
RowModel: None Col Model : None Graph Model: Asymetric-Direct
Col Prune: 1.000000 EdgePrune: 0.000000 ertex Prune: 0.000000
Mearest Mieghbors: 4 MinComponert: 1 C5Type: Best
#Trials: 10 Hiterations: 10
2-way clustering solution
cluster size 15im I5dew ESim ESden
o 122 0007875 0.000958 0.062206 0.010599
1 260 0952967 0.034738 0.962296 0.055528
Goto Top
Descriptive & Descriminating Features
Cluster 0 Size: 132 15im: 0987875 ESim: 0962296
Descriptive:  § 0.795853 1 D.198098 3 0004972 o 0.001038
Descriminatir 1 0.603755 5 0.200219 2 0014605 o 0.000523
Cluster 1 Size: 260 15im: 0982967 ESim: 0962396
Descriptive: § 0.523320 1 0. 414074 2 000737 1} 0.000721
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Goto Top
[
! A

Figura 5.29: resultados em modo texto da segmentacéo pelo gCLUTO.

A segmentacédo realizada pelo gCLUTO chega a um resultado que pode ser
considerado bastante coerente com as caracteristicas conhecidas da base: os dois
picos apresentam-se nitidamente separados; o conjunto de automoéveis dos EUA

possui 255 automéveis e 0 pico que apresenta baixa divergéncia interna refere-se
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justamente ao grupo que contém 260 objetos; o pico que contém 132 objetos
apresenta alta divergéncia interna, compativel com uma distribuicdo de objetos quase
igualitaria entre automéveis europeus e japoneses. Estas conclusbes podem ser

obtidas pela analise da Figura 5.30

! Cluto - [mountain visualization 1] I (=13
gl File Project Mountain  Window Help =8|
% CARS
&3 1 - cars "completo”

2@ solution 1

& mountain visualization 1

Figura 5.30: visualizacdo de montanha da segmentacéo da base de
automoveis.

Como ja foi demonstrado, as colunas que nao dizem respeito diretamente as
caracteristicas dos motores dos automoveis nao tem influéncia relevante no processo
de segmentacdo, passou-se diretamente ao processamento de uma base de dados
onde foram suprimidas as colunas origem, nome do fabricante, ano de fabricacédo e
peso do automoével. Embora a visualizacdo de montanha com os dois grupos
formados, vista na Figura 5.31, ndo apresente alteracfes significativas em relacao a
anterior, 0s resultados obtidos pela segmentacdo, mostrados na Figura 5.32,
apresentam uma interessante coincidéncia entre as quantidades de objetos dos
grupos formados nesta execucdo do gCLUTO e aquelas apresentadas pelas
segmentacdes da base completa e sem os atributos categoricos realizadas pelo

SearchCluster, conforme visto no estudo apresentado no item anterior.
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Figura 5.31: visualizacdo da base reduzida em dois grupos.
~=of x|
il File Project Solution Window Help =181 x|
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Figura 5.32: resultados da segmentacéo da base reduzida em dois grupos.

No terceiro teste da base de automoveis com o gCLUTO, a base foi dividida
em trés grupos segundo dois métodos, o aglomerativo e o Repeated Bisection. Com o
primeiro método os resultados ndo apresentaram alteragbes de maior interesse. O
segundo método, porém, apresentou alguma coincidéncia com os resultados apurados

pelo SearchCluster: um grupo com exatos 114 objetos, apesar de outros dois,
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divergentes, com 183 e 95 objetos respectivamente, conforme apresentado na Figura

5.33.

i Cluto - [solution 3] o} x|
B File Froject Solution \Window Help =&
CARS =]
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Figura 5.33: resultados da segmentacédo pelo método Repeated Bisection.

A visualizacdo de montanha formada pela base de automéveis segmentada
em ter grupos pelo método Repeated Bisection, como pode ser vista na Figura 5.34,
refor¢a a idéia de coincidéncia entre os testes: 0 menor grupo, com apenas 95 objetos,
apresenta a menor divergéncia interna, provavelmente contendo apenas automoveis
fabricados nos EUA; o pico referente ao grupo de 114 objetos apresenta uma
coloracdo que atinge o verde, denotando uma divergéncia interna média, compativel
com a distribuicdo dos objetos apresentada pelo grafico de coordenadas estrela da
Figura 5.28, onde pode ser visto que a maioria dos objetos do grupo 1 dispbe-se
relativamente préoximos, mas alguns estdo bastante distantes do centro; o pico
referente ao grupo com 183 objetos apresenta alta divergéncia interna, provavelmente

por contar com automoveis das trés origens diferentes.
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! Cluto - [mountain visualization 1] =0l x|
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CARS
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-4 mountain visualization 1

Figura 5.34: visualizacdo da segmentacdo em trés grupos.

5.2.3 Resultados do Enterprise Miner sobre a base de automoveis

Analisando a base de automoveis completa, ou seja, levando em conta todos
0s seus atributos originais, com o Enterprise Miner, software que néo exige a prévia
informacdo do nimero de grupos esperado, fazendo a descoberta da melhor formacéo
pelo emprego das técnicas de segmentacdo nele embutidas, chega-se a divisdo do
conjunto de dados em dois grupos, um razoavelmente maior que o outro, em
coincidéncia com o resultado obtido pela aplicacdo do SearchCluster.

A Figura 5.35, que apresenta a visualizagdo dos resultados obtidos pelo
Enterprise Miner, contém um grafico de pizza que permite perceber a propor¢do dos

grupos formados e um grafico de dispersdo com as médias dos atributos da base.
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Figura 5.35: segmentacao da base de automoveis obtida pelo Enterprise Miner.

|

O Enterprise Miner apresenta um relatério com informacgdes que descrevem
caracteristicas basicas dos atributos componentes da base analisada, como tipo e
importancia relativa do atributo no processo de segmentacdo. A forma e contetudo de

tal relatorio podem ser observados na Figura 5.36.

T EEE——— R
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|1 I EE I T K |
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HOME 0 interval nun
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ORIGEN 0.0976110896 ordinal nun

4 o

BP Fesulls [ Explorer Qutput - (Untitled) E] Log - (Unkitled) [ Editor - Untitled: 54| Results - Clustering
|= c\bocuments and Settings|administrator | 4

Figura 5.36: informac¢@es descritivas dos atributos da base de automoveis.

O grafico do CCC pode ser visto na Figura 5.37. Nele é possivel verificar a

evolucéo do critério em funcdo do nimero de grupos testados pelo software, em busca
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do melhor agrupamento. Note-se que h& um salto no valor do critério obtido para dois

grupos e outra quebra de continuidade na passagem de 22 para 24 grupos. O valor do

critério, em funcdo do numero de grupos formados, aponta para 2 como melhor

agrupamento.
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Figura 5.37: grafico do CCC das segmentacdes da base de automoveis.

Na Figura 5.38 é apresentado um gréafico de arvore que permite visualizar

com as regras criadas e adotadas pelo software, em funcdo dos atributos, na formacao

dos grupos obtidos na melhor segmentacao realizada. O grafico também d& a nocao

exata da contribuicdo de cada atributo no processo de agrupamento.
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Figura 5.38: grafico de arvore com as regras utilizadas para a segmentacao.
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Com o intuito de convalidar os resultados obtidos pelo SearchCluster, foram
suprimidos alguns atributos, reduzindo a base ao mesmo conjunto testado

anteriormente.

Com a retirada das colunas relativas a origem e ao peso do automoével,
classificados entre os atributos de maior importancia para a formacdo dos grupos,
nome do fabricante e ano de fabricacdo, a base passa a contar apenas com atributos
que refletem caracteristicas do motor dos automoéveis e, novamente, o resultado obtido
pela segmentacdo € bastante semelhante ao que foi apresentado pelo SearchCluster,

conforme demonstrado na Figura 5.39.
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Figura 5.39: resultados da nova segmentacado para base com 5 atributos.

Ao observar o relatorio descritivo dos atributos da base reduzida, apresentado
na Figura 5.40, é possivel notar que as colunas remanescentes revestem-se de uma
importancia melhor distribuida, permanecendo apenas um atributo, a aceleragdo com
importancia 0, bastante diferente da configuracdo anterior onde mais de metade dos

atributos, 5 exatamente, apresentavam importancia nula para formacao dos grupos.
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Figura 5.40: informagdes descritivas dos atributos da base reduzida.

O gréfico de apresentacdo do CCC continua mostrando um salto significativo,
agora em trés grupos, e uma pequena ruptura de 7 para 8 grupos, como pode ser visto
na Figura 5.41.
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Figura 5.41: grafico demonstrativo da evolu¢cdo do CCC para a base reduzida.

O grafico de arvore, para a base reduzida, torna-se mais complexo, como

pode ser observado na Figura 5.42, pois a maioria dos atributos passou a ter
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importancia significativa na construcao dos grupos e aparecem em diversos niveis na

composicao das regras do agrupamento.
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Figura 5.42: gréafico de arvore em forma horizontal para a base reduzida.

5.2.4 Resultados do Mineset sobre a base de automoveis

A segmentacdo da base de dados de automodveis, com todos os atributos

iniciais, realizada pelo Mineset, aproximou-se bastante dos testes com o

SearchCluster: experimentando de um a dez grupos, a melhor formac&do conseguida

foi composta de dois grupos, com 218 e 174 objetos respectivamente. A Figura 5.43

apresenta a saida, em forma de relatério, com o0s resultados do primeiro
processamento.

Fitnessz = 0.533h Fesult of clustering:

1 clusters: fitness = 0.5336899 2 0| —-mm - e -

£ clusters: fitness = 0.2802947

3 clusters: fitness = 0.136839 overall root-mean-squared distance from

4 clusters: fitness = 0.17359kA record to centroid: 0.3097 +- D0-131A

§ clusters: fitness = 0.15975kRA EME distance from records to each centrold:

b clusters: fitness = O0.1488458 Cluster L-A: 0.2389 +- 0.1071

7 clusters: fitness = O0.14E8551 Cluster L-B: O0.3745 +- O.11L5Y4%

8 clusters: fitness = 0.1388395 done.

9 clusters: fitness = 0.1345022

10 clustersz: fithess = 0.12307:2

Chose @ clusters icholce polnt = 0.3313531;

Figura 5.43: relatdrio texto do processo de segmentacdo da base de
automoveis.
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Na Figura 5.44, onde mais uma vez pode-se ver que foram dois 0s grupos
formados, 1-A e 1-B, também é possivel observar, por exemplo, o comportamento da

variavel cilindradas, dentro do conjunto total e em cada grupo formado.

O valor maximo da variavel cilindradas atinge o valor de 455 cubicinches e o
valor minimo 11, nos dois grupos. Para a populacéo total, 25% dos automadveis estédo
entre 267 e 455 cubicinches, 50% entre 105 e 267 e os 25% restantes de 11 a 105. A
distribuicdo no primeiro grupo, 1-A, nédo é tdo equilibrada, com metade dos objetos do
grupo numa estreita faixa que vai de 91 a 131 cubicinches. O segundo grupo, 1-B,
com 75% acima de 232 cubicinches, d4 a nocdo de ser composto majoritariamente por

carros norte-americanos, notadamente possuidores das maiores cilindradas.
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Figura 5.44: visualizacao estatistica da segmentagéo da base de automoveis.

Nos testes com o Mineset, 0 passo seguinte constituiu-se na retirada dos 4

atributos nédo inerentes ao motor dos automoveis. Apés a segmentacao, a divisdo em
dois grupos permanece, ndo atingindo a formacéo esperada de trés grupos, mas o
grupo que deveria referir-se ao grupo de automdveis americanos aumenta, como pode
ser notado na Figura 5.45, provavelmente por ter recebido automéveis com valores de
cilindrada mais altos, vindos do outro grupo, onde predominam automaveis europeus e

japoneses.
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Figura 5.45: visualizacao estatistica da segmentacdo da base reduzida.

5.2.5 Resultados do Intelligent Miner sobre a base de automéveis

Os resultados apresentados pelo Intelligent Miner para a segmentacdo da
base de dados de automéveis, com o emprego dos dois métodos, ndo acompanham a
mesma linha dos outros testes realizados. Adotando, inicialmente, os valores padréao
para os parametros de entrada do método demografico, a base completa, com todos
0s seus atributos originais, foram obtidos 9 grupos, mesmo valor do parametro
“namero maximo de grupos”, como pode ser observado na Figura 5.46, donde se
conclui que o software tende a encontrar como numero 6timo de grupos um valor
muito acima do esperado para a base de automoveis. Este fato provavelmente deve
ter sido ocasionado pelo agrupamento de automéveis de uma mesma regido em
grupos menores, influenciados pelos atributos referentes a poténcia, consumo e
cilindradas, cujas amplitudes de 46 a 230, de 0,1 a 44 e de 11 a 455 respectivamente,

sdo bastante elevadas para o conjunto considerado.
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NStripe o1
NS pan c 1440

I|'£l [y

Cluster Characteristics :

Id Cluster Size Condorcet | 1d Cluster Size Condorcet
Absolute  Relative(®:) Value | Absolute  Relative(%) \alue

0 76 19.29 0.5951 I 5 18 4.58 0.5384

1 89 17.80 0.5890 | & 7 1.79 0.5007

2 106 2r.04 0.5487 | 7 8 204 0.5725

3 ! 2.81 0.7197 | 8 9 230 0.5110

4 a8 2245 0.5497 |

Figura 5.46: resumo da segmentacgdo da base de automoveis com o “Cluster
demographic”.

No recurso de visualizacao gréfica representado em parte pela Figura 5.47,
pode-se observar a contribuicdo dos primeiros atributos na formacdo dos grupos mais
numerosos, além do percentual, valor & esquerda, representativo de cada grupo,
indicador a direita, obtido pela relacdo entre 0 nimero de objetos do grupo em relagéo

a totalidade de objetos da base e os histogramas relativos a contribuicdo dos atributos.
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Figura 5.47: grafico da segmentacdo com o “Cluster demographic”.
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O relatério da segmentacdo, que pode ser visto em parte na Figura 5.48,
produzido pelo método “Cluster neural” para a base de automoveis completa, também
apresenta 0 numero 6timo de 9 grupos, coincidente com o resultado do método
“Cluster demographic” e, provavelmente, pelos mesmos motivos. Apesar de ser
mostrado, “Maximum Number of Clusters” ndo € um parametro de entrada que pode
ser informado diretamente pelo usuario. Assim, o aplicativo ndo se limita a este valor,

podendo apontar valores além daquele como étimo.

Nesta segmentacdo realizada, a composicdo dos grupos apresenta
gquantidades mais equilibradas embora ndo uniformes, o que ndo chega a surpreender,
pois os automoéveis que compdem a base, mesmo dentro de um mesmo grupo, nao

agregam caracteristicas muito regulares.

Cluster_neural

Result created: 10/04/04 17:55:55

Result File o CATEMPWUAELTLMO.C2T
Mode  Training
User Specified Parameters
aximum Mumber of Passss .6
Maximum Mumber of Clusters 8
Mining Run Qutputs
Mumber of Passes Performed .6
MNumber of Clusters © 8
Deviation . 007

Cluster Characteristics :

Id Cluster Size | Id Cluster Size
Absolute  Relative(%) | Absclute  Relative(%)

0 55 14.0% I 5 El 70

1 5 12.76 | 6 74 1888

2 61 1556 | 7 el 7

3 7 6.89 | 8 28 9.69

4 25 638 |

Figura 5.48: resumo da segmentagdo da base de automoveis com o “Cluster
neural”.

O resumos da segmentacdo em forma de grafico, apresentado na Figura
5.49, permite perceber a relevante contribuicdo dos atributos referentes a poténcia,
consumo e numero de cilindros, que podem ter sido determinantes para tal formacao

de grupos
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Figura 5.49: grafico da segmentacao com o “Cluster neural”.

Como nos testes com os demais aplicativos, as colunas que ndo dizem
respeito diretamente ao motor dos automoéveis foram retiradas e a base, assim
reduzida, foi novamente segmentada através do emprego dos dois métodos

disponiveis.

Cluster_demographic

Result created: 11/05/04 17:4950

Result File . CATEMPAWS1026J2R.C2T
Mode . Training
User Specified Parameters
Maximum Mumber of Passes C2
Maximum Number of Clusters C20
Improvement Over Last Pass © 200
Similarity Threshokd . 050
Mining Run Outputs
Mumber of Passes Performed 2
Number of Clusters 10
Improvement Over Last Pass o D00
Global Condorcet Value . 0.6454

Parallel Parameters: Applicable For Results Created On Parallel Systems Only
Records Processed Before Merging: 10000
M Stripe 1
NSpan © 1440

Cluster Characteristics :

Id Cluster Size Condoreet | Id Cluster Size Condorcet
Abesolute Relative(3t) Value | Absolute Relative(3:) Value
|
] 83 2117 0.6698 | 5 10 2,55 0.7365
1 1 2.81 0.B018 | B 4 1.02 0.79497
2 72 18.37 0.6879 | 7 2 0.51 0.7403
3 7 179 0.6245 | B 4 1.02 0.7490
4 195  49.74 0.6343 | 8 4 1.02 0.8369

Figura 5.50: resumo da segmentacdo com o “Cluster demographic” para a base
de automoveis reduzida.
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Primeiramente, com o método “Cluster demographic”, o niumero 6timo de
grupos encontrado foi 10, conforme mostrado na Figura 5.50, aumentando
sensivelmente o valor do Critério de Condorcet. Apesar de ndo ser 0 niumero esperado
de grupos, comparando-se este resultado com o obtido pelo SearchCluster para a
mesma base, nota-se alguns interessantes pontos de convergéncia: um grupo com
cerca de 50% de todos os objetos e outros dois grupos que dividem todos ou a grande
maioria dos objetos remanescentes. S8o encontrados também grupos com 2 e 4
objetos, nimeros iguais aos automoveis de origem Japonesa e Européia encontrados
em meio aos automoveis originarios dos EUA compondo um grupo Unico, formado

pelo SearchCluster .

Com a reducao da base de 9 para 5 atributos, é possivel visualizar o grafico

de histogramas completo, como apresentado na Figura 5.51.
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Figura 5.51: gréafico da segmentacao com o “Cluster demographic” para a base
de automoveis reduzida.

O segundo teste com a base de automoéveis reduzida foi realizado com o
emprego do método “Cluster neural”. O relatério, mostrado em parte na Figura 5.52, e
o grafico, mostrado na Figura 5.53, apresentam como resultado um numero de 9
grupos. Porém, ha um defeito nestas saidas, pois 0 grupo 4 ndo apresenta nenhum
objeto, devendo, assim, ser considerado como o resultado real uma segmentacdo em

8 grupos.
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De qualquer forma, esta segmentacdo ndo se apresenta muito eficiente, pois
entre os grupos formados ndo ha um grupo que concentre um grande numero de
objetos, como naturalmente formariam os automoéveis de origem norte-americana, nem
grupos que, pelo seu numero de objetos, levem a uma suposi¢cao razoavel sobre a sua

composicao.

Cluster_neural

Result created: 11/05/04 17:53:11

Result File o COATEMPAIWVWCAERX. C2T
Mode . Training
User Specified Parameters

Maximum Number of Fasses -1

Maximum Number of Clusters 9

Mining Run Outputs

Number of Passes Performed -1
Number of Clusters -
Deviation coo 0oz

Cluster Characteristics :

Id Cluster Size
Absolute  Relative(9%)

Id Cluster Size
Absolute Relative(9)

|
|
|
|
36 9.18 |
|
|
|

] B7 2218 5 30 7.65
1 B B0 2041
2 50 12.76 7 a8 9.69
3 3 077 8 68 17.35
4 0 0.00

Figura 5.52: resumo da segmentacdo com o “Cluster neural” para a base de
automoveis reduzida.
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Figura 5.53: grafico da segmentacao com o “Cluster neural” para a base de
automoveis reduzida.

118



5.3 Terceiro caso — base de dados de clientes “churn”

A base utilizada neste caso € de uma companhia de telecomunicacdes dos
EUA, contendo 21 atributos relativos a 5000 clientes com padrdo de consumo e
relacionamento com a empresa considerado normal e clientes que cancelaram algum
servico da empresa ou reduziram expressivamente sua utilizacdo, considerados,
assim, clientes “churn”. As informacgdes contidas nesta base, e conseqiientemente a
sua andlise, sdo de extrema valia para a empresa, pois através delas pode-se detectar
padrBes de comportamento que identifiquem os clientes propensos a trocarem de
prestadora de servicos, possibilitando que a empresa possa tomar alguma medida que
evite a concretizacdo do fato. Como um dos atributos da base é justamente um
identificador de clientes “churn”, o estudo pode ser supervisionado, sabendo-se que a
base divide-se em dois grupos com 707 clientes “churn” e 4293 clientes néo “churn”,

respectivamente.

Os 21 atributos que compbem a base de clientes “churn”, na mesma
sequéncia em que figuram na base, séo: sigla do estado onde o cliente possui a conta,
numero de meses que o cliente utiliza os servigos da concessionaria, cédigo de area
especificado, numero de telefone, indicador de existéncia de plano com pacote de
pregos especiais para chamadas internacionais, indicador de existéncia de plano com
pacote de precos especiais para clientes com correio de voz, média do numero de
mensagens de correio de voz por dia, média do nimero de minutos de utilizagdo de
servigos durante o horario comercial, média do numero de chamadas efetuadas
durante o horario comercial, custo médio de utilizagdo de servigos durante o horario
comercial, média do nimero de minutos de utilizacdo de servicos entre o horario
comercial e o horario noturno, média do numero de chamadas efetuadas entre o
horario comercial e o horario noturno, custo médio de utilizacdo de servigos entre o
horario comercial e 0 horario noturno, média do nimero de minutos de utilizacdo de
servicos durante o horario noturno, média do niumero de chamadas efetuadas durante
o horario noturno, custo médio de utilizagdo de servigcos durante o horario noturno,
média do numero de minutos de utilizacdo com taxa internacional, média do nimero
de chamadas internacionais, custo médio de utilizacdo com taxa internacional, nimero
de chamadas feitas pelo cliente, nos ultimos seis meses, para o0 servigo de suporte ao
cliente da concessionaria, indicador de troca de concessionaria de servicos nos

ualtimos seis meses (“churned”).
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Para que sejam efetuados estudos sobre os clientes desta base,
primeiramente é necessario substituir os atributos meramente indicadores, tipo texto —
yes/no (sim/ndo), por valores numéricos inteiros — 1/0, respectivamente e a sigla dos
estados por numeros inteiros arbitrarios, iniciados em 1 e sendo atribuidos

sequencialmente as siglas, a medida que estas vao ocorrendo.

A conversdo dos atributos da base de clientes “churn” do tipo texto para

numeérico inteiro foi realizada de acordo com a tabela 5.2.

TABELA 5.2 — Conversao de atributos texto da base de clientes “churn”

Atributo Valor Valor
original convertido
indicador de existéncia de plano chamadas internacionais EES é
indicador de existéncia de plano correio de voz :\(]E)S (1)
_— S YES 1
indicador de troca de concessionaria NO 0
AR| 1 OR| 18 Ut| 35
WI| 2 CT| 19 NY| 36
ME| 3 CO| 20 LA| 37
NC| 4 AL| 21 GA| 38
MN| 5 KY| 22 MO| 39
OH| 6 MI| 23 IA| 40
DE| 7 DC| 24 HI| 41
IL| 8 WV| 25 RI| 42
sigla do estado NV| 9 AK| 26 SC| 43
IN| 10 MS| 27 TX| 44
MT| 11 WY | 28 FL| 45
TN| 12 MA| 29 WA | 46
VT| 13 OK| 30 MD| 47
VA| 14 NJ| 31 PA| 48
ID| 15 ND| 32 NH| 49
KS| 16 NM| 33 AZ| 50
SD| 17 NE| 34 CA| 51

5.3.1 Resultados do SearchCluster sobre a base de clientes “churn”

Inicialmente, o software SearchCluster foi empregado para uma visualizacéo
dos objetos da base de clientes “churn” em um plano bidimensional, através do grafico

de coordenadas estrela, visto na Figura 5.54.
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Figura 5.54: visualizacdo da base de clientes “churn” em um plano
bidimensional.
A visualizacdo da base como se apresenta, embora possa dar a idéia de que
dois grupos podem ser formados, ndo permite nenhuma concluséo definitiva sobre o
comportamento de seus objetos, inclusive indicando que, da maneira como esta, a
analise sera muito dificultada, devido a proximidade dos objetos. Como a natureza da
base € mesmo uma divisdo em dois grupos, o atributo “churned” teve seu peso
bastante aumentado para criar maior discrepancia entre os grupos. A segmentacao
realizada desta forma, na faixa de teste de 2 a 8 grupos, redundou em 100% de acerto
na formag&o dos grupos, como mostram a Figura 5.55 e a Figura 5.56, e também na
alocacédo dos clientes, conforme constatado na comparacdo dos dados do arquivo de
saida, permitindo que os componentes de cada grupo sejam identificados por cores

diferentes, conforme demonstrado na Figura 5.57.
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Figura 5.55: resultados da segmentacdo com aumento de peso do atributo
“churned”.
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Figura 5.56: detalhes da segmentacdo com aumento de peso do atributo
“churned”
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Figura 5.57: visualiza¢do dos objetos com aumento de peso do atributo
“churned”.

Uma sondagem mais detida sobre o conteddo da base de dados, numa
tentativa de tornar a sua exploragdo mais eficaz e conclusiva, indica a eliminacéo da
coluna numero de telefone, por ser um atributo que ndo possui nenhuma relagdo com
o perfil do cliente e sua representacdo como um numero de 7 digitos tornar-se sem
sentido. A Ultima coluna, indicador de troca de servico, “churned”, passara a ser
considerada como uma coluna identificadora e ndo sera mais percebida pelo software
como atributo dos clientes, jA que pode ser vista apenas como uma coluna de
supervisédo do resultado obtido pela segmentacédo. Os atributos referentes a estado e

cbdigo de area também serdo desconsiderados nos proximos passos.

Mesmo com a desconsideragcéo das colunas descritas acima, a visualizagdo
da base, como mostra a Figura 5.58, apresenta todos o0s objetos muito préximos do
centro da base, formando um Unico grupo Este resultado, provavelmente, ainda se

deve a colunas fortemente relacionadas que diminuem a divergéncia entre oS grupos.
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Figura 5.58: visualizacao dos objetos sem os atributos 1, 3, 4 e 21.

Por ainda manter resultados pouco conclusivos, a base foi revista com maior
grau de acuidade. Assim, grupos de colunas que podem ter alta correlacdo entre si
passaram a contar com apenas uma delas, sem prejuizo da representagdo dos dados
e simplificando o processo de analise. Os grupos referentes as chamadas em horario
comercial, chamadas noturnas, chamadas em horario intermediario e chamadas com
taxa internacional foram simplificados de trés para apenas uma coluna cada grupo,
passando a ser considerado apenas o atributo referente a média do numero de
minutos de utilizagcdo, o qual esta forte e diretamente relacionado aos atributos custo
total das chamadas e média do nimero de chamadas efetuadas em cada classe de
tarifa. A visualizacao, vista na Figura 5.59, apresenta um timido principio de separagéo

dos objetos em dois grupos.
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Figura 5.59: visualizacé@o dos objetos com redugdo méxima de colunas.

Tracando-se dois graficos, um com a evolugdo do indice PBM em relagéo ao
namero de grupos, como visto na Figura 5.60, e outro com a evolucédo do Critério de
Calinski e Harabasz, como visto na Figura 5.61, pode-se notar que apesar do primeiro
ter uma reducéo de valores mais precipitada nas segmentacoes iniciais em relacdo ao
segundo, ambos apontam o0 mesmo numero de grupos, 2, como 6timo e possuem, a
partir de 4 grupos, perfis com diversas coincidéncias

Churn {reduzida) - PBM

05

0,4

0.3

indice PEM

0.z

0,1

00 . . . . . . . . . . . . .
z 3 q 5 & 7 8 g 10 1 1z 13 i 13 16
Mdmera de Grupos

Figura 5.60: evolug&o do indice PBM para a base de clientes “churn” reduzida.
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Figura 5.61: evolucédo do Critério Calinski e Harabasz para a base de clientes “churn”
reduzida.

A fim de testar a influéncia dos atributos remanescentes na decisdo dos
clientes trocarem de prestadora de servicos, 0 peso dos atributos existéncia de plano
internacional, existéncia de correio de voz e numero de chamadas ao servico de

suporte foram aumentados um a um, obtendo-se as visualiza¢des da Figura 5.62.

= Visirecie P ol

Gowbs guoes Daow Lagesds Gowis guoes Daoy Lageads

(a) (b) (c)
Figura 5.62: visualizacdo dos objetos com aumento de peso de algumas colunas. (a)

aumento de peso do atributo plano internacional de colunas; (b) aumento de peso do
atributo correio de voz; (c) aumento de peso do atributo chamadas ao suporte.

Observando-se a Figura 5.62.a e a Figura 5.62.b, vé-se a nitida formacao de
dois grupos. Embora as quantidades de objetos nos grupos e as formas destes
parecam muito semelhantes, a presenca de clientes “churn” é proporcionalmente
maior nos grupos em possuem plano internacional e correio de voz, o que indica
serem estes atributos de grande importancia para a manutengao de clientes, devendo

merecer maior atencdo por parte da companhia, pois os clientes que possuem um ou
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ambos os planos sdo mais suscetiveis de trocar de prestadora de servigcos. O atributo
namero de chamadas ao suporte ndo € decisivo para o cliente tornar-se “churn”, pois,
como pode ser visto na Figura 5.62.c, ndo ha uma grande separacdo em dois grandes
grupos, parecendo que ha uma leve tendéncia a formacao de varios grupos menores,

mas que mantém a proporc¢ao de clientes “churn” muito aproximada.

Outra conclusdo interessante que pode ser tirada destes testes, é que a
afirmacdo do método k-means néo ser muito eficiente para segmentacao de grupos de
tamanhos muito diferentes faz sentido: para a base de clientes “churn” com 5000
objetos, onde 4293 pertencem ao grupo de clientes que permaneceram fiéis a
concessionaria de servi¢os e apenas 707 trocaram de empresa, devendo aparecer em

um segunda grupo, os resultados da segmentacao sdo geralmente de baixa qualidade.

5.3.2 Resultados do gCLUTO sobre a base de clientes “churn”

No primeiro teste com o gCLUTO foi analisada a base completa, com os 21
atributos disponiveis. O resultado da segmentagdo em dois grupos pelo gCLUTO,
representado em detalhes na Figura 5.63, chama a ateng&o pela distribuicdo de
objetos em ndmeros muito parecidos. A visualizacdo de montanha reforca a idéia da
grande similaridade entre os objetos e os grupos formados, conforme visto na Figura
5.20.

i Cluto - [solution 1] il il e o] x|
il File Project Solution Window Help =] x]
E}

&~ CHURN . .
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E 0 mountain visualizatio
Clustering Optians
Method: Repeated Bisection #Clusters: 1
CRun: 12 Sirnfun: Casine
Rowhodel: None ColModel: Hone Graph Model: Asymetris-Direct
Cal Prune; 1.000000 Edigerune; 0.000000 WertexPrune: 0.000000
Nearest Nieghbars: 4 Min Component: 1 CEType: Best
#Trials: 10 #tterations: 10
2~y clustering solution
cluster size 15im I5dev ESim ESdev
] 2528 0.973050 0.008970 0.951308 0013135
1 474 D.972402 0000193 0.961308 0013720
Go to Top
Descriptive & Desoriminating Features
Cluster 0 Size: 2626  ISim:0.073080  ESim: 0051808
Descriptive: 2 0 536673 L] 0135374 12 0112848 k) 0.092783
Descriminatir B oFsTsI 0 0300648 8 o604 2 0.018558
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Descriptive: 2 D.66603E 0 013088 12 011524 6 0.056530
Descrirninatir B 0.TETSE 0 0300830 8 000804 2 0.018580
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Figura 5.63: resultados da segmentacéo da base de clientes “churn” pelo
gCLUTO.
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Figura 5.64: visualizacdo de montanha da segmentacao da base em dois
grupos.

O segundo teste consistiu no emprego do gCLUTO sobre uma base reduzida,
onde permaneceram apenas as colunas referentes a nimero de meses de utilizacdo
dos servicos, indicador de plano para chamadas internacionais, indicador de plano
para correio de voz, média de mensagens de correio de voz por dia, média de minutos
de utilizacdo de servicos durante o horario comercial, média de minutos de utilizacdo
de servigos entre o horario comercial e o horario noturno, média de minutos de
utilizacdo de servigos durante o horario noturno, média de minutos de utilizacdo com

taxa internacional, numero de chamadas para o servi¢o de suporte.

Mesmo com o corte de 12 colunas a composigdo dos grupos permanece
muito semelhante, como apresentado na Figura 5.65 e na Figura 5.66, corroborando
os testes realizados anteriormente pelo SearchCluster. Por limitagbes do gCLUTO, a
andlise da base de clientes “churn” ndo pode ser mais aprofundada, pois o software
ndo faz a descoberta do melhor numero de grupos para uma determinada base, ndo
permite a identificacdo dos objetos que compdem o grupo ou a mudanca do peso de

algum atributo, como realizado no SearchCluster, por exemplo.
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Figura 5.65: resultados da segmentacéo da base reduzida a 9 colunas.
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Figura 5.66: visualizacdo de montanha da segmentacéo da base em dois
grupos.

5.3.3 Resultados do Enterprise Miner sobre a base de clientes “churn”

O Enterprise Miner, empregado na segmentacdo da base de clientes “churn”

com todos 0s seus atributos, realizou a descoberta de 5 grupos distintos dentro do
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conjunto de dados, como mostra a Figura 5.67, embora existam 4 grupos muitissimo

préximos, considerados dois a dois, como pode ser visto na Figura 5.68.

W 5AS - [Results - Clustering] i i m] o1
) File Edt Format Yiew =151 x|
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Figura 5.67: 12 segmentacéo da base de clientes “churn” pelo Enterprise Miner.
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Figura 5.68: gréafico de proximidade dos grupos da base de clientes “churn”.

O grafico do CCC, mostrado na Figura 5.69, apresenta uma evolucdo
relativamente uniforme ao longo dos 40 grupos testados e deixa perceber que as
distribuicdes em 2, 3 e 4 grupos ndo sdo muito discrepantes da distribuicdo em 5

grupos.
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Tal forma de divisdo pode ser atribuida a influéncia de atributos categéricos
que foram transformados em valores numeéricos continuos através de uma
equivaléncia arbitraria; atributos que ndo expressem uma caracteristica real do objeto,
por exemplo, numero de telefone € um valor dado pela empresa, independentemente
do perfil do cliente; ou atributos que tenham uma relagao direta e proporcional entre si,

como numero de chamadas, valor da chamada e média dos valores das chamadas.

¥ 5a5 - [Results - Clustering] s g =lolx|
hy Fie Edt Format biew =181 x|
| 1 Fl@mlbrhoags. o008 pg |

Partition | Variables | Distances | Profiles | Statistics CCC Plot | Code | Log | Output | Hotes |
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e Results

() Plot: Custer Proximities
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(g Plot: Custer Proxinities
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Number of Clusters

5 Fresults Log - (Untitled) B Editer - Unkitleds |[541 Resuits - clustering

— B

|59 €:\Documents and Settings\administrator | o

Figura 5.69: grafico CCC da 12 segmentacéo da base de clientes “churn”.

Assim, a base foi reduzida, a semelhanca do que foi realizado nos
experimentos anteriores, de 21 para 9 colunas e novamente submetida ao processo
de segmentacdo do Enterprise Miner, quando a base foi dividida em 6 grupos, cuja
explicagdo pode ser o fato de existirem trés faixas de horarios para cobranca das
chamadas, comercial, noturno e intermediario, que podem dividir-se, cada uma, em
dois grupos, de acordo com os tipos de clientes, o que trocou de servi¢co e 0 que ndo

trocou. Este resultado pode ser visto na Figura 5.71.
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Figura 5.70: 22 segmentacgéo da base de clientes “churn” pelo Enterprise Miner.

Os grupos apresentam-se, agora, com maior divergéncia, como apresentado
na Figura 5.72, provavelmente devido ao peso atribuido pelo software aos atributos

que dizem respeito as faixas de horarios das chamadas.
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Figura 5.71: gréafico de proximidade dos grupos na 22 segmentacédo da base.

O CCC mostra uma tendéncia a uniformidade menor agora, mas ainda com
outras formac¢des podendo ser satisfatérias. O gréfico de evolugdo do CCC é
apresentado na Figura 5.72.
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Figura 5.72: grafico CCC da 22 segmentac¢éo da base de clientes “churn”.

Ainda mais um teste foi realizado, onde as segmentacdes a serem testadas
foram limitadas a apenas dois grupos. Mesmo assim, o desempenho do processo ndo
foi considerado de muito boa qualidade, pois os grupos ndo foram separados
convenientemente, pois a divisdo natural € um grupo com 707 clientes que trocaram
de concessionaria e outro grupo com o0s 4293 clientes que permaneceram na

empresa. O melhor resultado apontado pelo Enterprise Miner, visto na Figura 5.73 e

na Figura 5.74, formou um grupo com 1323 e outro com 3677 clientes.
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Figura 5.73: segmentacao da base de clientes “churn” em dois grupos.
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Figura 5.74: nimero de objetos e outros detalhes dos dois grupos formados .

5.3.4 Resultados do Mineset sobre a base de clientes “churn”

Para andlise da base de clientes “churn” com o Mineset, optou-se por iniciar
logo pela base reduzida a 9 colunas, ou seja, apenas com os atributos que significam

acoes ou caracteristicas determinantes do perfil dos clientes.

Neste teste a segmentagdo redundou, mais uma vez, na formagéo de dois

grupos, como mostra a Figura 5.75

Fithezz = 0.B913 Rezult of clustering:

1 clusters: fitness = 0.B91298E = | - mmmmm oo
£ clusters: fitness = 0.4232792

3 clusters: fitnezz = 0.4041BR7 overall root-nean-zgquared distance from

4 clusters: fitness = 0.3581153 record to centroid: 0.4706 +- O.2057

5 clusters: fitness = 0.35142R9 RME distance from records to each centroid:
B clusters: fitness = 0.3456019 {luster L-A: O.4B28 +- 0.2059

7 clusters: fitness = 0.345098 {luster L-B: O.491k +- O.2033

8 clusters: fitness = 0.34489k7 done.

9 clusters: fitness = 0.3414743

10 clusters: fitness = 0.339739

Chose 2 clusters (cholce point = 0.5L55188)

Figura 5.75: relatorio texto do processo de segmentagdo da base de clientes
“churn”.
Embora as quantidades de objetos por grupo de 3677 e 1323, contra 4293 e
707, ndo sejam as esperadas, o resultado é bastante semelhante ao apresentado pelo
SearchCluster e permite algumas conclusdes como, por exemplo, a grande influéncia
do atributo nimero de mensagens de voz (correio) na separagcdo dos grupos, haja

vista um grupo, identificado como 1-A, somente possuir clientes que ndo adotam o
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plano de voz e o outro grupo, identificado como 1-B, ao contrario, ser exclusivamente

constituido por clientes que utilizam tal plano, conforme é apresentado na Figura 5.76.

¥ Mineset Cluster Visuokzer 4.0 churn » ——=[ &)
Flle Wew Haip
= s . B
plinn mens, w2 plann mens i plano miens e
i
M mian 1
ma max—p—1 AR —ae e—y
§ TH%
mea:an].
6%
J.':a.ll L
mecian
zw& ;
EAN— min -"—a—; 0 min 0
5,10 108al vals 677 t08al vals 1,323 10tal vals.
& 100 fngal wrsigh! 3 BTT fntal wsight 1.323 fotal wisighl
FILSTL M Vo FIET M0 vod FURTL TS VO
mat -y Mkt S
TE% Y15
mean 1493081
megian 29 w1 B54R
| 6% 24
1
Tom—gE—11 j
5%
S, 77552 megtin}
25% | 13508 zs'»%_
min u = S rniry 3 min ]

Figura 5.76: visualizacéo estatistica da segmentagéo da base de clientes
“churn” reduzida.

5.3.5 Resultados do Intelligent Miner sobre a base de clientes “churn”

Cluster_demographic

Result created: 10v28/04 17.07:27

Result File o CATEMPWO1GYHLO.C2T
Mode o Training
User Spacified Parameters
Maximum Mumber of Passes 2
Maximum MNumber of Clusters 20
Improvement Over Last Pass 200
Similarity Thrashold 0D
Mining Run Qutputs
Mumber of Passes Performed o2
Mumber of Clusters Co20
Improvement COver Last Pass 000

Global Condorcet Walua o D444
Parallel Parameters: Applicable For Results Created On Parallel Systems Only
Records Processed Before Merging: 10000
MNStripe |
MNSpan © 1440

Cluster Characteristics :

Id Cluster Size Condorcat Id Cluster Size Condorcet
Absolute  Relativel%) Values Absolute  Relative(%) Valus
[u] 428 B.56 0.5132 10 22 4.44 0.4753
1 227 4.54 04765 11 158 316 0.3908
2 229 4.58 0.4799 12 23 4 .46 0.4521
3 261 522 047TT 13 208 T.06 0.5111
4 186 T2 0.4441 14 220 4 .40 04675
=] 204 4.08 045619 15 205 4.10 04111
5] 403 986 0.5221 16 23 5.86 04986
7 200 418 0.4389 17 287 574 0. 4938
g 181 262 04262 18 187 3.74 0.4452
a 191 .82 0.4302 19 198 3.06 04413

Figura 5.77: relatério de saida do método “Cluster demographic” para a base de
clientes “churn” completa.
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Inicialmente, o software Intelligent Miner foi empregado na segmentacéo da

base de clientes “churn” completa, considerando todos os seus 21 atributos originais.

Sabendo-se que o esperado seria uma divisdo da base em dois grupos, ou
até em um numero maior, definido pela subdivisdo destes em grupos menores,
percebe-se que a segmentacdo pelo método “Cluster demographic” ndo apresentou
bons resultados. A Figura 5.77 mostra uma divisdo em 20 grupos, com uma
distribuicdo de objetos muito equitativa. E mesmo assim, os resultados que podem ser
vistos nao refletem o nimero maximo de grupos que o aplicativo pode apontar como
6timo. Testes subseqiientes apontam para um numero superior a 200 grupos, o0 que,
para esta base, é um resultado de qualidade muito inferior ao aceitavel, ndo sendo (til

para analisar o comportamento dos objetos.

A segmentacgdo pelo método “Cluster neural” ndo apresentou resultados téo
inesperados, embora a formacdo 13 grupos, com numeros de objetos ndo muito
discrepantes, também esteja longe de ser considerada boa e a distribuicdo dos objetos
pelos grupos nédo contribua para observagdes conclusivas. E, ainda, como pode ser
vista na Figura 5.78, uma vez mais o aplicativo apresentou o defeito de apontar 15
grupos, quando dois deles estdo vazios. Se 0 grupo n&o possui objetos n&o deveria

ser contado no processo de agrupamento.

Cluster neural

Result created: 10/2&/04 17:13:39

Result File C CATEMPIMICMTDUA.C2T
Mode . Training
User Specified Parameters
Maximum Mumber of Passes ]
Maximum Mumber of Clusters 4
Mining Run Qutputs
Mumber of Passas Performed ]
Mumber of Clusters 15
Deviation R 5

Cluster Characteristics :

Id Cluster Size Id Cluster Size
Absolute  Relative(%) Absclute  Relative(%)

0 454 Q.88 8 476 052

1 0 0.00 a 158 316

2 561 11.22 10 0 0.00

3 426 852 11 471 042

4 354 7.08 12 441 542

5 535 10.70 13 360 720

5] 168 336 14 196 392

7 360 7.20

Figura 5.78: relatério de saida do método “Cluster neural” para a base de
clientes “churn” completa.

Considerando-se que a base de clientes “churn” completa é formada por

atributos dispensaveis ao processo de segmentacdo, por sua pouca relevancia, ou até
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mesmo pelas distor¢cdes que poderiam causar, também foram realizados testes com a

base reduzida para 9 colunas.

Adotando-se 50 como parametro de maximo de grupos, o aplicativo atingiu 43
grupos, conforme mostrado na Figura 5.79. Numero muito elevado em relacdo ao
esperado, porém aqui faz algum sentido, pois um grupo é muito maior que os demais,
contendo 3.290 objetos, representando cerca de 66% da base, como pode ser
facilmente notado na Figura 5.80, sendo provavelmente composto de clientes que ndo
trocaram de concessionaria. Os outros grupos, alguns unitarios até, sao resultados da
pulverizacdo do grupo de clientes que trocaram o servi¢o e de clientes fiéis, mas com
caracteristicas diferentes o bastante para que fossem percebidos como grupos

distintos.

Cluster_demographic

Fesull creatad: 11/06004 172702

Fesull Al . CNTEWMPFPELAXLETC2T
[ 1 Training
Liesr Speciied Farameiers
s mum Hu mber ol Fasses 2
s mum Ko mer of Cusiss - ]
Impiovemeni Creer Las1 Pass T 200
Similarity Threshold I QED
lining Fun Culputs
Iy mizer ol Passss Periormed 2
I mizer o Clusias M ]
Improvemeni Creer Las1 Pass : oo
Glokal Condores! Yalue Q5745

Farallsl Farameters: Applicabie For Resulls Crealsd On Farallsl Sysiems only
Recos Frocesssd Betore lerging 10000
HSiHpe 1
1Span 1440

Cluster Characteristics :

=] Clusier Size Comdorcsl | Clusler Size Condoroe]
Abeduls Relatves)  Value | Abeciule Relalivers)  Vaue
|

Q 220 &5.20 Q5747 | 22 24 .42 QB2ETS
1 237 &8.74 o574 | 22 2 os aeall
2 = 052 .50 | 24 11 0.22 QB260
2 442 224 0.5E2 | 25 4 0.0 Q220
4 192 284 0.2 | 25 7 .14 QEIZ2
] = 118 0.3=e2 | 27 1 0.02 k==
=] 45 [ }=r] 0,538 | 22 1 0.02 QE7TT0
7 =] 016 0.E 3 | 22 7 0.14 DESE6
a 124 253 0,569 | 20 3 0.05 Q7T
a 12 025 0323 | 2 7 o4 QES52
10 237 474 OUEED | 22 2 .04 07424
1" 12 024 .33 | 22 1 .02 0oaza
12 4 ke o] Qe | 2 2 .04 Qrear
12 4 oo (=X = o | 25 4 .02 O70E2
14 12 025 0.5225 | & 2 .04 07308
15 7 014 O.EEAZ | 27 1 .02 Qo7ss
15 o) 005 0,300 | 22 4 0.08 07220
17 2 004 0,857 | 22 2 0.04 s rj=m =
18 & 055 0. 5500 | 40 2 0.04 Q.7E39
1= = 045 05183 [ 1 0.02 DE3E2
e 12 024 Q14 | 42 3 .05 QITH
21 2 (xR} [T b ] |

Figura 5.79: relatério de saida do método “Cluster demographic” para a base de
clientes “churn” reduzida.
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Figura 5.80: grafico do método “Cluster demographic” para a base de clientes
“churn” reduzida.
O teste seguinte, usando o método “Cluster neural”, conforme mostrado na
Figura 5.81, apresentou um resultado coincidente com o apresentado pelo mesmo
método aplicado sobre a base completa: 13 grupos, considerando-se que grupos com
0 objetos ndo devem ser contados. A alocacdo dos objetos pelos grupos novamente

ndo apresenta contribuicdo conclusiva para processo de analise do agrupamento.

Cluster _neural

Result created: 11/05/04 17:31 41

Result File . CINTEMP\ESZBHS4MN.C2T
Muode . Training
User Specified Parameters
Maximum Number of Passes ]
Maximum Number of Clusters .9
Mining Run Outputs
Mumber of Passes Performed ]
MNumber of Clusters .15
Deviation o003

Cluster Characteristics :

Id Cluster Size
Absolute  Relative(%)

Id Cluster Size
Absolute  Relative(%s)

|

|
0 399 7.8 | 8 342 6.84
1 333 6.6 | g 506 10.12
2 460 9.20 | 10 681  13.62
3 77 154 | 11 0 0.00
4 49 098 | 12 558  11.16
5 54 1.08 | 13 508 10.16
6 352 7.04 [ 14 681  13.62
7 0 0.00 |

Figura 5.81: relatério de saida do método “Cluster neural” para a base de
clientes “churn” reduzida.

Na observacgéo do gréfico gerado pelo método “Cluster neural”, visto em parte

na Figura 5.82, chama a aten¢cdo a larga contribuicAo da opgdo pelo plano
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internacional e correio de voz. Fato que pode ser notado igualmente no grafico gerado
pelo método “Cluster demographic”, visto na Figura 5.80 e ja apontado desde os testes
com SearchCluster, reafirmando a importancia de tais atributos para a manutencéo da

fidelidade dos clientes da concessionaria de servigos telefénicos.
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Figura 5.82: grafico do método “Cluster neural” para a base de clientes “churn”
reduzida.
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CAPITULO 6
CONCLUSAO

A analise de agrupamentos e a consequente extracdo de conhecimento de
grandes bases de dados integram um recente ramo da atividade computacional. Diversas
técnicas e softwares estdo sendo estudados e desenvolvidos para auxiliar os especialistas

nesta complexa, e cada vez mais importante, tarefa.

Com o intuito de comprovar a validade de algumas das técnicas que tém
sido propostas para andlise e agrupamento de dados, o objetivo deste trabalho foi
desenvolver um aplicativo que implementasse métodos particionais, hierarquicos e

visuais, aliando eficacia e funcionalidade na tarefa de mineracéo de dados.

Para desenvolvimento do aplicativo, intitulado SearchCluster, foi empregada
a linguagem de programacao Microsoft Visual Basic, a qual permite a construcao de
softwares com uma interface bastante amigavel e intuitiva, de maneira que possam ser
analisadas bases com diferentes tamanhos e conformacdes, desde que estejam em
formato texto, o que proporciona maior rapidez na leitura dos dados de entrada.
Apesar de ndo possuir notéria habilidade em manipular recursos gréficos em alta
velocidade, o Visual Basic apresenta excelente capacidade na leitura dos arquivos e
na realizacdo das operacdes aritméticas de forma rapida e precisa, compensando
sobremaneira suas deficiéncias. O produto final, geralmente obtido, é representado
por aplicativos de custo computacional compensador e com cédigo fonte de facil
manutencdo. Ainda, se recursos mais poderosos do que aqueles que podem ser
desenvolvidos exclusivamente com o Visual Basic realmente forem necessarios, é
possivel introduzir funcdes para célculos e exibicdo de telas gréficas, entre outras,
desenvolvidas em linguagens que tiram melhor proveito da interface de programacéo
de aplicativos (API, Application Programming Interface) do sistema operacional

Microsoft® Windows.

A segmentacdo de dados realizada pelo SearchCluster é realizada atraves
da aplicacdo de dois métodos: um particional e um hierarquico. O que prové o
software de duas opg¢bes de analise, que sendo aplicadas em conjunto, proporcionam

ao usudrio um apoio mais variado para sua descoberta de conhecimento.
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O método particional “K-Means”, uma das técnicas de agrupamento
implementadas, é baseado no conceito estatistico do centréide para formacdo de
grupos cujos elementos tenham a mais alta similaridade entre si e a mais baixa
similaridade em relacdo aos elementos dos outros grupos. Apesar deste método ser
passivel de criticas pela sua inaptiddo em distinguir grupos com quantidades de
objetos muito discrepantes e bases com formas ndo convexas, a sua implementacdo
pelo SearchCluster mostrou-se eficiente, conseguindo produzir agrupamentos de

muito boa qualidade.

Como ponto crucial deste trabalho, a determinacdo automatica do namero
de grupos é uma tarefa delicada e feita por tentativas sucessivas, ou seja, para que
seja determinado o nimero 6timo de grupos, a base é dividida inicialmente em dois
grupos, depois em trés e assim sucessivamente até alcancar o nimero maximo de
grupos pretendido pelo usuario. A cada agrupamento um indice é calculado e
comparado com o do anterior, sempre conservando aguele que otimizou o critério, Na
implementagdo do SearchCluster foi empregado o método estatistico proposto por
Calinski e Harabasz para verificar a qualidade da formagéo realizada. Com efeito, o
sucesso das segmentacfes obtidas deve-se em muito a aplicacdo deste método, que
ja havia sido apontado como o melhor, entre 30 critérios de otimizacdo de

agrupamentos comparados em um estudo realizado por Milligan e Cooper, em 1985.

O outro método de segmentacdo disponivel no SearchCluster é a
segmentacao hierarquica aglomerativa que, partindo da consideracao individual dos
objetos vai criando fusdes sucessivas até que todos os objetos estejam em um Unico
grupo ou a satisfacdo de certas condicbes de conclusdo. Oferecida na forma de
dendrogramas, a implementacéo desta técnica pelo método do Vizinho Mais Préximo
€ um recurso visual que ndo determina objetivamente o nimero ideal de grupos ou a
alocacéao dos objetos, como as op¢des de saida em arquivos ou tela de resumo, como
na segmentacao particional, mas permite a visualizacdo, em forma de arvore, das
ligagBes dos objetos e subgrupos, possibilitando uma andlise mais subjetiva por parte

do especialista.

Ainda no ambito dos recursos gréficos, a visualizacdo da distribui¢éo
espacial relativa dos objetos e do centro dos grupos formados, determinados com a
segmentacao particional prévia, torna-se possivel através do emprego da técnica de
“Coordenadas Estrela”, que produz excelentes resultados na transposi¢éo de objetos
com n dimensfes para um plano bidimensional. Este recurso visual colabora de

maneira muito efetiva na andlise de agrupamentos, ao dar a percepcao virtual do
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posicionamento dos objetos no espaco, no formato da base e dos grupos em que esta
se divide. Aliando-se a isto a representacdo dos objetos de diferentes grupos com
diferentes cores e a possibilidade de alterar o peso dos atributos, a visualizacdo torna-

se um importante auxilio ao usuario em sua tarefa de analise de dados.

Com capacidade méaxima de 30 atributos, o SearchCluster possui uma
limitacdo tedrica de 100.000 objetos, porém este numero é dependente da
configuracdo da maquina utilizada em sua execuc¢ao. Nos casos em que a base a ser
estudada exceder a capacidade do ambiente, pode ser realizada uma segmentacao
por amostragem. Contudo, durante os testes de segmentacdo de diversas bases, o
aplicativo desenvolvido mostrou-se satisfatério: é estavel, confiavel e de baixo custo
computacional, proporcional ao tamanho das bases. Realiza segmentacbes que
podem ser consideradas de boa qualidade e exibe recursos de visualizagdo bastante
precisos, que podem ser de real utilidade para quem esta envolvido na tarefa de

analisar e, possivelmente, extrair conhecimentos de grandes bases de dados.

Para os estudos de caso, foram selecionadas trés bases de dados: DNA da
cana de acuUcar, automdveis e clientes “churn”. Tais bases foram analisadas e
segmentadas utilizando-se, além do SearchCluster, quatro ferramentas especializadas
em mineracdo de dados disponiveis no mercado: o gCLUTO, o Enterprise Miner, o
Mineset e o Intelligent Miner. Nos testes realizados, o SearchCluster, apresentou
resultados muito semelhantes ou, ao menos, bastante compativeis com aqueles
apresentados pelos softwares comerciais, como no caso dos automoveis, onde a
determinagdo do numero de grupos e a distribuicdo dos objetos, tanto para base

original quanto para a reduzida, foi coerente entre as ferramentas utilizadas.

Naturalmente, as cinco ferramentas ndo coincidiram exatamente em todos
os resultados obtidos durante a analise das trés bases, provavelmente devido as
diferentes técnicas de segmentacdo e de avaliacdo de qualidade utilizadas, como o
CCC no Enterprise Miner e o Critério de Condorcet, no Intelligent Miner. Diferentes
abordagens podem, portanto, produzir resultados inesperados ou inapropriados para a
base analisada, demonstrando que dificilmente uma sé ferramenta pode assumir a
condicdo de solucdo definitiva, devendo-se considerar a possibilidade da ocorréncia
de casos que requeiram a utilizacdo de dois ou mais aplicativos, a fim de que os
resultados gerados sejam comparados e combinados, proporcionando aos
especialistas insumos mais abrangentes e diferentes angulos de percepgdo para

deducdes mais Uteis e confiaveis.
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Acredita-se que algumas melhorias devam ser desenvolvidas no presente
trabalho: o estudo da possibilidade de refinamento do algoritmo, de forma que bases
extremamente grandes possam ser analisadas na integra; a inclusdo de uma técnica
que otimize a diviséo inicial dos grupos, de onde partiriam as realoca¢gfes dos objetos
em busca da formacéo ideal; A implementacéo da possibilidade do usuério optar entre
variados métodos particionais de segmentacado e critérios de avaliacdo da qualidade
de agrupamentos a serem empregados no processamento; a implementacdo da
visualizacdo de objetos em trés dimensdes, com possibilidade de rotacdo em todas as

direcBes; e a implementacao da visualizacdo de um mapa de correlacao de grupos.

Por fim, pode-se afirmar que a implementacdo de um procedimento
interativo para agrupamento de dados foi atingida com sucesso. O aplicativo
desenvolvido com o uso de métodos bastante estudados e uma linguagem de
programacdo consagrada, executa sua tarefa de forma eficiente, produzindo
resultados estéveis e coerentes e auxiliando na aplicacéo e difusdo das técnicas de

mineracdo de dados e descoberta de conhecimento.
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APENDICE |

Listagem do programa SearchCluster

FORMULARIO FRMCLUSTER

& SearchCluster - 1ol x|

Arquivo  Editar  Opedes  Ajuda

&
8

Agrupar

=

Detalhes

{4y
 chartiem
Wisualizagdo

Option Explicit

Dim arquivo, msg, arq As String

Dim erro, T, desvpad, medbase() As Single
Dim nrcluster, k As Integer

Dim carrega_ok As Boolean

Dim argt As Integer

Private Sub Form_Load()
monta_tabela_cores
FrmCluster.Agrupar.Enabled = True
arqt=0

End Sub

Private Sub menu_argentrada_Click()
dialog.Flags = cdlOFNFileMustExist
dialog.ShowOpen

arq = dialog.FileName

st(1) = "Arquivo de dados - leitura: " + arq
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monta_resultsl

If st(4) <> Empty Then
FrmCluster.Agrupar.Enabled = True
FrmCluster.Visualizagdo.Enabled = True
End If

Agrupamentos_ok = False
FrmCluster.results2 = Empty

End Sub

Private Sub menu_argsaida_clu_Click()

If FrmCluster.menu_argsaida_clu.Checked = True Then
FrmCluster.menu_argsaida_clu.Checked = False

Else
FrmCluster.menu_argsaida_clu.Checked = True

End If

st(2) = "Arquivo de dados - gravacgao(grupos): saida_clu.txt"
monta_resultsl

End Sub

Private Sub menu_argsaida_obj_Click()
If FrmCluster.menu_argsaida_obj.Checked = True Then
FrmCluster.menu_argsaida_obj.Checked = False
Else
FrmCluster.menu_argsaida_obj.Checked = True
End If
st(3) = "Arquivo de dados - gravacdo(objetos): saida_obj.txt
monta_resultsl

End Sub
Private Sub menu_ed_copiar_Click()

If results1.SelLength > 0 Then
Clipboard.SetText resultsl.SelText
resultsl.SelLength =0

Else
Clipboard.SetText results2.Sel Text

End If

End Sub

Private Sub menu_parm_Click()
Dim i As Integer

Fori=4To 40
st(i) = Empty
Next i
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FrmCluster.Enabled = False
FrmParm.Show

End Sub

Private Sub menu_ajsobre_Click()
FrmCluster.Enabled = False
FrmSobre.Show

End Sub

Private Sub menu_argsair_Click()
End

End Sub

Private Sub Agrupar_Click()
Dim i As Integer

Dim msgl, msg2 As String
FrmCluster.results2 = Empty
FrmCluster.Refresh

If arqg = Empty Then

msgl = "Arquivo de entrada: "

msg2 = "preenchimento obrigatorio."

MsgBox msgl + vbCrLf + vbCrLf + msg2, vbExclamation, "Erro"
Else

FrmCluster.Detalhes.Enabled = False

processamento

FrmCluster.Refresh

End If

Agrupamentos_ok = True
FrmCluster.menu_ed_copiar.Enabled = True

End Sub

Private Sub Cancelar_Click()
End

End Sub

Private Sub detalhes_Click()
Dim i, x As Integer

Dim erromd As Single

Dim texto, esp As String
FrmResumo.txtresumo = Empty

i=1
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While i <= nrotimocl

texto = CStr(i)
texto = Space((4 - Len(texto)) * 2) + texto
FrmResumo.txtresumo = FrmResumo.txtresumo + texto + Space(12)

texto = CStr(tabresumo(i, 31))
texto = Space((6 - Len(texto)) * 2) + texto
FrmResumo.txtresumo = FrmResumo.txtresumo + texto + Space(11)

If tabresumo(i, 32) < 0.000001 Or tabresumo(i, 32) > 100000 Then
texto = Format(tabresumo(i, 32), "000E+")
Else
texto = Format(tabresumo(i, 32), "0.00000™)
End If
texto = Space((14 - Len(texto)) * 2) + texto
FrmResumo.txtresumo = FrmResumo.txtresumo + texto + Space(3)

erromd = tabresumo(i, 32) / tabresumo(i, 31)

If erromd < 0.000001 Or erromd > 100000 Then

texto = Format(erromd, "0000E+")

Else

texto = Format(erromd, "0.000000")

End If

texto = Space((14 - Len(texto)) * 2) + texto
FrmResumo.txtresumo = FrmResumo.txtresumo + texto + vbCrLf

izi+1
Wend

FrmResumo.Show

End Sub
Private Sub visualizacdo_Click()
Dim i As Integer

If Agrupamentos_ok = False Then
inicia_atributos
If carrega_ok Then
Fori=1 To linmax
atrib(i, 32) = 31
tabxyobij(i, 3) = 31
Next i
FrmGrafico.menu_cluster.Enabled = False
FrmGrafico.menu_objgraf.Checked = True
FrmGrafico.menu_legenda.Enabled = False
FrmGrafico.Show
End If
Else
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abre_arquivo
carrega_tab_atributos
fecha_arquivo

FrmGrafico.menu_cluster.Enabled = True
FrmGrafico.menu_objgraf.Checked = True
FrmGrafico.menu_legenda.Enabled = True

FrmGrafico.Show
End If
End Sub

Sub inicia_atributos()
On Error GoTo ChamaRotinaErro
Dim vazio As String

Dim i As Integer
msg = "Inicializacdo de atributos”

ProgressBarl.Value = 0.0001
Textl.Text = Empty
Textl.Refresh

linmax =1

abre_arquivo

Input #arquivo, vazio

While Not EOF(arquivo)
linmax = linmax + 1

Input #arquivo, vazio

Wend

fecha_arquivo

colmax = FrmParm.nmratrib

Erase tabxycl, atrib, tabxyobj, tabresumo, medbase

Erase tabdcl, tabagrcl, tabagrobj

ReDim atrib(linmax, 32), tabxyobj(linmax, 3), medbase(colmax)

abre_arquivo
carrega_tab_atributos
fecha_arquivo

Exit Sub

ChamaRotinaErro: RotinaErro
End Sub

Private Sub processamento()
On Error GoTo ChamaRotinaErro

Dim W, B, G, Gmax As Single
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Dim ist, i As Integer
Dim sl As Single

Gmax =-900000000000#
T=0

ist=11

inicia_atributos

linmax = linmax

If Not carrega_ok Then

Exit Sub 'ndo conseguiu carregar a tabela de atributos, encerra processamento’
End If

calcula_dif_geral

For nrcluster = FrmParm.nmrmincluster To FrmParm.nmrmaxcluster
W = 9000000000000#

If nrcluster >= linmax Then

Exit For 'interrompe a busca com nmr de cluster > metade do nmr objs
End If

monta_cluster_inicial

calcula_erro

realoca_objetos

calcula_erro

If erro =0 Then

Exit For 'interrompe a busca com erro =0

End If

msg = "Processamento dos resultados™
W =erro

B=T-W

k = nrcluster

G = ((linmax - k) *B) / (k- 1) * W)
If FrmParm.chkerros =1 Then
ist=ist+1

sl=k

st(ist) = CStr(k) + " grupos: "

s1=W

st(ist) = st(ist) + " erro " + CStr(W)
s1=G

st(ist) = st(ist) + " Funcao Objetivo " + CStr(G)
monta_resultsl
End If

If G > Gmax Then

Gmax =G

nrotimocl = k

sl=k

FrmCluster.results2 = "Numero 6timo de grupos: " + CStr(k) + vbCrLf + vbCrLf
s1=W
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FrmCluster.results2 = FrmCluster.results2 + "Erro quadratico: " + CStr(W) + vbCrLf
s1 = Gmax
FrmCluster.results2 = FrmCluster.results2 + "Funcao objetivo: " + CStr(Gmax)
carrega_tabresumo
For i =1 To linmax
tabxyobj(i, 3) = atrib(i, 32)
Next i
End If
If FrmCluster.menu_argsaida_obj.Checked = True And _
FrmParm.chkarquivos = 1 Then
grava_arquivo_obj
End If
ProgressBarl.Value = nrcluster * 100 / FrmParm.nmrmaxcluster
Textl.Text = nrcluster
Textl.Refresh
Next nrcluster

If FrmCluster.menu_argsaida_obj.Checked = True And _
FrmParm.chkarquivos = 0 Then

grava_arquivo_obj
End If
If FrmCluster.menu_argsaida_clu.Checked = True Then
grava_arquivo_clu
End If
FrmCluster.Detalhes.Enabled = True
FrmCluster.Visualizacdo.Enabled = True
FrmGrafico.menu_cluster.Enabled = True
FrmGrafico.menu_legenda.Enabled = True

If nrotimocl > 30 Then
FrmGrafico.menu_grupocor.Enabled = False
Else

FrmGrafico.menu_grupocor.Enabled = True
End If

Exit Sub

ChamaRotinaErro: RotinaErro

End Sub

Sub abre_arquivo()

On Error GoTo ChamaRotinaErro

Dim vazio As String

arquivo = FreeFile
msg = "Abertura do arquivo de dados"

Open arq For Input As arquivo
Exit Sub
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ChamaRotinaErro: RotinaErro
End Sub

Sub carrega_tab_atributos()
On Error GoTo ChamaRotinaErro

Dim col As Integer
Dim despcol As Single
Dim desplin As String

linmax =1
carrega_ok = True
If FrmParm.chkplin = 1 Then 'despreza 1.a linha
Input #arquivo, desplin
End If
If Not EOF(arquivo) Then
msg = "Leitura do arquivo de dados.”" + vbCrLf + _
"Verifiqgue NUmero de atributos e Colunas identificadoras."
If FrmParm.chkpcol.Value = 1 Then
Input #arquivo, despcol
End If
For col = 1 To colmax
Input #arquivo, atrib(linmax, col)
atrib(linmax, col) = atrib(linmax, col) * FrmParm.Pesocol(col)
atrib(linmax, 31) = atrib(linmax, 31) + atrib(linmax, col)
medbase(col) = medbase(col) + atrib(linmax, col)
Next col
If FrmParm.chkucol.Value = 1 Then
Input #arquivo, despcol
End If
Else
msg = "Arquivo de dados vazio"
GoTo ChamaRotinaErro
End If

While Not EOF(arquivo)
linmax = linmax + 1
If FrmParm.chkpcol.Value =1 Then
Input #arquivo, despcol
End If
For col =1 To colmax
Input #arquivo, atrib(linmax, col)
atrib(linmax, col) = atrib(linmax, col) * FrmParm.Pesocol(col)
atrib(linmax, 31) = atrib(linmax, 31) + atrib(linmax, col)
medbase(col) = medbase(col) + atrib(linmax, col)
Next col
If FrmParm.chkucol.Value =1 Then
Input #arquivo, despcol
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End If
Wend

If FrmParm.chkulin.Value = 1 Then 'despreza ultima linha
For col =1 To colmax
medbase(col) = medbase(col) - atrib(linmax, col)
Next col
linmax = linmax - 1
End If

Exit Sub

ChamaRotinaErro: RotinaErro
carrega_ok = False
FrmCluster.Agrupar.Enabled = False
FrmCluster.Visualizacdo.Enabled = False

End Sub

Sub fecha_arquivo()
On Error GoTo ChamaRotinaErro

msg = "Fechamento do arquivo de dados"
Close arquivo
Exit Sub

ChamaRotinaErro: RotinaErro
End Sub
Sub calcula_dif_geral()

Dim i As Integer
Dim dif, lin As Single
msg = "Calculo da diferenca geral dos dados"

For i =1 To colmax 'calcula media de todos os objetos
medbase(i) = medbase(i) / linmax
Next i
For lin =1 To linmax ‘calcula o erro
For i =1 To colmax
If FrmParm.Pesocol(i) <> 0 Then
dif = atrib(lin, i) - medbase(i) ‘calcula dif entre o atrib de cada obj e a media desse
atrib de todos obj da base
T =T + (dif * dif)
End If
Next i
Next lin
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End Sub

Sub monta_cluster_inicial()
Dim nrobyj, lincl, cont, i As Integer
Dim lin As Single

msg = "Montagem de clusters iniciais™
nrobj = (linmax / nrcluster) - 0.5 'determina qtd obj ini p/ cluster
lin=1
For cont = 1 To nrcluster ‘inclui nr cluster ini para cada objeto
For i =1 To nrobj

atrib(lin, 32) = cont

lin=lin+1
Next i
Next cont

For i =lin To linmax
atrib(i, 32) = nrcluster
Next i

Erase tabcl

For lin =1 To linmax
lincl = atrib(lin, 32)
For i =1 To colmax
tabcl(lincl, i) = tabcl(lincl, i) + atrib(lin, i) 'soma os atrib dos obj de um cluster
Next i
tabcl(lincl, 31) = tabcl(lincl, 31) + 1 'soma qtd obj do cluster
Next lin

For lincl = 1 To nrcluster
For i =1 To colmax
tabcl(lincl, 1) = tabcl(lincl, 1) / tabcl(lincl, 31)
Next i
Next lincl

End Sub

Sub calcula_erro()
Dim dif, dist, lin As Single
Dim lincl, i As Integer

msg = "Calculo do erro dos atributos”
erro=0

For i =1 To FrmParm.nmrmaxcluster
tabcl(i, 32) =0
Next i

For lin =1 To linmax ‘calcula o erro

dist=0
lincl = atrib(lin, 32)
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For i =1 To colmax

If FrmParm.Pesocol(i) <> 0 Then

dif = (atrib(lin, i) - tabcl(lincl, 1)) 'calcula dif entre o atrib de cada obj e a media desse
atrib do cluster

dist = dist + (dif * dif)

erro = erro + (dif * dif)

End If

Next i
atrib(lin, 31) = dist
tabcl(lincl, 32) = tabcl(lincl, 32) + atrib(lin, 31)
Next lin

End Sub

Sub realoca_objetos()

Dim lincl, i, cluster_origem As Integer

Dim lin, dif, dist, nv_nr_obj, nr_obj_origem As Single
Dim troca As Boolean

msg = "Realocacdo de objetos"

troca = True
While troca
troca = False
lin=1
While lin <= linmax
cluster_origem = atrib(lin, 32)
For lincl = 1 To nrcluster
dist=0
For i =1 To colmax 'calcula a distancia de cada obj ao centro de cada cluster
If FrmParm.Pesocol(i) <> 0 Then
dif = (atrib(lin, i) - tabcl(lincl, 1))
dist = dist + (dif * dif)
End If
Next i
If dist < atrib(lin, 31) Then ‘coloca o objeto no cluster com a menor distancia
atrib(lin, 31) = dist
atrib(lin, 32) = lincl
End If
Next lincl
If atrib(lin, 32) <> cluster_origem Then
troca = True
lincl = cluster_origem
‘calcula novo centro cluster origem
nv_nr_obj = tabcl(lincl, 31) - 1
nr_obj_origem =nv_nr_obj
Fori =1 To colmax
If FrmParm.Pesocol(i) <> 0 Then
tabcl(lincl, 1) = tabcl(lincl, i) * tabcl(lincl, 31)
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tabcl(lincl, i) = tabcl(lincl, i) - atrib(lin, i) ‘diminui os atrib do obj que mudou de
cluster
If nv_nr_obj <>0 Then
tabcl(lincl, i) = tabcl(lincl, i) / nv_nr_obj
End If
End If
Next i
tabcl(lincl, 31) = nv_nr_obj
‘calcula novo centro cluster destino
lincl = atrib(lin, 32)
nv_nr_obj = tabcl(lincl, 31) + 1
Fori =1 To colmax
If FrmParm.Pesocol(i) <> 0 Then
tabcl(lincl, i) = tabcl(lincl, i) * tabcl(lincl, 31)
tabcl(lincl, i) = tabcl(lincl, i) + atrib(lin, i) 'soma os atrib do obj que mudou de cluster
tabcl(lincl, i) = tabcl(lincl, i) / nv_nr_obj
End If
Next i
tabcl(lincl, 31) = nv_nr_obj
End If
lin=1lin+1
If nr_obj_origem = 1 Then 'encerra a realocac¢do qdo algum cluster ficar com apenas
um obj
Exit Sub
End If

Wend
Wend

End Sub

Sub carrega_tabresumo()

Dim i, c As Integer

msg = "carregamento da tabela de resumo"

Erase tabresumo

For i =1 To nrcluster

For c =1 To colmax
tabresumo(i, c) = tabcl(i, )
Next c

tabresumo(i, 31) = tabcl(i, 31)
tabresumo(i, 32) = tabcl(i, 32)

Next i

End Sub
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Sub grava_arquivo_obj()
On Error GoTo ChamaRotinaErro

Dim i, ¢ As Single
Dim linha, num, args As String

msg = "Gravacao arquivo de objetos"
args = FreeFile

If FrmParm.chkarquivos = 1 Then

Open "saida_obj" + Format(Format(nrcluster, "000"), "@@@") + ".txt" For Output As
arquivo

Else

Open "saida_obj.txt" For Output As arquivo

End If

Fori=1To linmax
linha = Empty
For ¢ =1 To colmax
If atrib(i, ¢) =0 Then
num = CStr(0)
Else
If atrib(i, c) < 0.000001 Then
num = Format(atrib(i, c), "0000E+")
Else
num = Format(atrib(i, ), "O.##H#H#H##")
End If
End If
linha = linha + Format(num, "!'@@@@@@@@") + " "
Next c
linha = linha + Format(CStr(atrib(i, 31)), "'@@@@@@@@") + " "

linha = linha + Format(CStr(atrib(i, 32)), "@@@")

Write #arquivo, linha
Next i

Close arquivo

Exit Sub

ChamaRotinaErro: RotinaErro
End Sub

Sub grava_arquivo_clu()
On Error GoTo ChamaRotinaErro

Dim i, c As Integer
Dim linha, num As String
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msg = "Gravacéo arquivo de clusters”
arquivo = FreeFile
Open "saida_clu.txt" For Output As arquivo

i=1
While i <= Int(nrotimocl)
linha = Empty
For ¢ =1 To colmax
If c =17 Then
c=17
End If
If tabresumo(i, ¢) = 0 Then
num = CStr(0)
Else
If tabresumo(i, ¢) < 0.000001 Then
num = Format(tabresumo(i, c), "0000E+")
Else
num = Format(tabresumo(i, c), "0.####H#")
End If
End If
linha = linha + Format(num, "'@@@@@@@@") + " "
Next ¢
linha = linha + Format(CStr(tabresumo(i, 31)), "@@@@") +" "

linha = linha + Format(CStr(tabresumo(i, 32)), "'@@Q@@Q@Q@@Q@")
Write #arquivo, linha

i=i+1l

Wend

Close arquivo

Exit Sub

ChamaRotinaErro: RotinaErro

End Sub

Sub RotinaErro()

MsgBox msg + vbCrLf + vbCrLf + "Erro: " + Str(Err) + _
" (" + Error + )", vbCritical, "*** ERRO ***"

End Sub
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FORMULARIO FRMGRAFICO

w. Visualizagdo —1of x|

Ohjetos  Grupos Eixos Legends

Dim tabmobj() As Single ‘coluna 1: valor minimo do atributo em todas as linhas
‘coluna 2: valor maximo do atributo em todas as linhas

Dim escalarv, escalarh, escalah, escalav, desx, desy As Single

Dim escaladh, escaladv As Single

Dim Cosx(), Seny(), tabc(), tabcobj() As Single

Dim x, xi, xf, Y, yi, yf, cor, margem, imnivel As Integer

Dim nmrcl, auxi, auxj, ordem, cont, lintc As Integer

Dim objagr, clagr, pvez As Boolean

DimR, G, B, tom As Integer

Private Sub Form_Activate()
ReDim tabmobj(colmax, 2)

calcula_Cosx_Seny
prepara

End Sub
Private Sub prepara()

objagr = False

objagrcl = False

pvez = True
calcula_xy_objeto
transforma_max_min_obj
escalah = 11600 / (maxx * 2)
escalav = 8600 / (maxy * 2)
escalarh = escalah / 4
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escalarv = escalav / 4
cont=3
escaladh =0

End Sub

Private Sub Form_Resize()
ReDim tabmobj(colmax, 2)

If FrmGrafico.menu_eixos.Enabled = True Then
calcula_Cosx_Seny

prepara

Else

FrmGrafico.Refresh

If FrmGrafico.menu_objdendro.Checked = True Then
monta_dendrograma "obj"

Else

monta_dendrograma "cl"

End If

End If

End Sub

Private Sub Form_Unload(Cancel As Integer)
X = Empty
If clagr = True Then
FrmHisto.Hide
End If

End Sub
Private Sub menu_objgraf_Click()
FrmGrafico.menu_eixos.Enabled = True

If FrmGrafico.menu_objgraf.Checked = True Then
FrmGrafico.menu_objgraf.Checked = False
monta_grafico

Else

FrmGrafico.menu_objgraf.Checked = True

If FrmGrafico.menu_clgraf.Checked = False Then
FrmGrafico.Refresh

End If

plota_objeto

End If

FrmGrafico.menu_cldendro.Checked = False

FrmGrafico.menu_clhist.Checked = False

FrmGrafico.menu_clhist.Enabled = False

FrmGrafico.menu_objdendro.Checked = False

FrmGrafico.menu_objhist.Checked = False

FrmGrafico.menu_objhist.Enabled = False
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End Sub
Private Sub menu_objdendro_Click()

FrmGrafico.menu_eixos.Enabled = False
FrmGrafico.menu_idgrupo.Checked = False
FrmGrafico.menu_idgrupo.Enabled = False

If objagr = False Then
FrmGrafico.menu_objhist.Enabled = True
calcula_distancia_objeto
executa_agregacao_objeto

End If

escaladh = 11600 / ((linmax + 1) * 1)
escaladv = 8400 / (tabagrobj(linmax - 1, 5) * 1)
FrmGrafico.menu_cldendro.Checked = False
FrmGrafico.menu_clhist.Checked = False
FrmGrafico.menu_clhist.Enabled = False
FrmGrafico.menu_clgraf.Checked = False
FrmGrafico.menu_objgraf.Checked = False
FrmGrafico.menu_objdendro.Checked = True
FrmGrafico.menu_clhist.Checked = False
FrmGrafico.menu_clhist.Enabled = True
FrmGrafico.Refresh

monta_dendrograma "obj"

End Sub

Private Sub menu_objhist_Click()

If FrmGrafico.menu_objhist.Checked = True Then
FrmGrafico.menu_objhist.Checked = False
FrmHisto.Hide
FrmGrafico.Refresh

monta_dendrograma "obj"

Else

FrmGrafico.menu_objhist.Checked = True
tipo_histo = "obj"

FrmHisto.Show

End If

End Sub

Private Sub menu_clgraf_Click()
FrmGrafico.menu_eixos.Enabled = True

If FrmGrafico.menu_clgraf.Checked = True Then
FrmGrafico.menu_clgraf.Checked = False

FrmGrafico.menu_clhist.Enabled = False
FrmGrafico.menu_idgrupo.Enabled = False
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FrmGrafico.menu_idgrupo.Checked = False
monta_grafico

Else

FrmGrafico.menu_clgraf.Checked = True
FrmGrafico.menu_idgrupo.Enabled = True

If FrmGrafico.menu_objgraf.Checked = False Then
End If

calcula_xy_cluster

plota_cluster

End If

End Sub
Private Sub menu_cldendro_Click()

FrmGrafico.menu_eixos.Enabled = False
FrmGrafico.menu_idgrupo.Checked = False
FrmGrafico.menu_idgrupo.Enabled = False

If clagr = False Then
FrmGrafico.menu_clhist.Enabled = True
calcula_distancia_cluster
executa_agregacao_cluster

escaladh = 11600 / ((nmrcl + 1) * 2)
escaladv = 8400 / (tabagrcl(nmrcl - 1, 5) * 2)
End If

FrmGrafico.menu_clgraf.Checked = False
FrmGrafico.menu_objgraf.Checked = False
FrmGrafico.menu_cldendro.Checked = True
FrmGrafico.menu_objdendro.Checked = False
FrmGrafico.menu_objhist.Checked = False
FrmGrafico.menu_objhist.Enabled = False
FrmGrafico.Refresh

monta_dendrograma "cl”

End Sub

Private Sub menu_clhist_Click()

If FrmGrafico.menu_clhist.Checked = True Then
FrmGrafico.menu_clhist.Checked = False
FrmHisto.Hide
FrmGrafico.Refresh
monta_dendrograma "cl"

Else
FrmGrafico.menu_clhist.Checked = True
tipo_histo = "cl"
FrmHisto.Show

End If

End Sub
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Private Sub menu_eixosexb_Click()

If FrmGrafico.menu_eixosexb.Checked = False Then
FrmGrafico.menu_eixosexb.Checked = True
traca_eixos

Else

FrmGrafico.menu_eixosexb.Checked = False
FrmGrafico.Refresh

monta_grafico

End If

End Sub

Private Sub menu_grupocor_Click()

If FrmGrafico.menu_grupocor.Checked = False Then
FrmGrafico.menu_grupocor.Checked = True
exibe_legenda

Else

FrmGrafico.menu_grupocor.Checked = False

If FrmGrafico.menu_idgrupo.Checked = True Then
exibe_idgrupo

End If

FrmGrafico.Refresh

End If

End Sub

Private Sub menu_idgrupo_Click()

If FrmGrafico.menu_idgrupo.Checked = False Then
FrmGrafico.menu_idgrupo.Checked = True
exibe_idgrupo

Else

FrmGrafico.menu_idgrupo.Checked = False

If FrmGrafico.menu_grupocor.Checked = True Then
exibe_legenda

End If

FrmGrafico.Refresh

End If

End Sub

Sub calcula_Cosx_Seny_original_salvo()
Dim i As Integer

Dim ang, pi As Single

ReDim Cosx(colmax), Seny(colmax)

ang = 360 / colmax
pi = Atn(1) * 4
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Fori =1 To colmax

Cosx(i) = Cos((ang * (i - 1)) * (pi / 180))
Seny(i) = Sin((ang * (i - 1)) * (pi / 180))
Next i

End Sub

Sub calcula_Cosx_Seny()

Dim i, eixo As Integer

Dim ang, pi As Single

ReDim Cosx(colmax), Seny(colmax)

ang = 360 / (colmax - contcol0)
pi = Atn(1) * 4
eixo=0
For i =1 To colmax
If FrmParm.Pesocol(i) <> 0 Then

If FrmParm.Pesocol(i) = 1 Then

peso =1

Else

peso = colmax / 10

peso = 1 + peso * peso

If FrmParm.Pesocol(i) < 1 Then

peso = FrmParm.Pesocol(i)

End If

End If
Cosx(i) = Cos((-1) * (ang * (eix0)) * (pi / 180)) * peso
Seny(i) = Sin((-1) * (ang * (eix0)) * (pi / 180)) * peso
eixo = eixo +1

End If
Next i

End Sub

Sub calcula_xy_objeto()

Dim i, c As Integer

Dim Sx, Sy, ux, uy, max, min As Single
Dim UE, UEx, UEy As Single

msg = "calculo de coordenadas dos objetos"
For ¢ =1 To colmax

If FrmParm.Pesocol(c) <> 0 Then

tabmobj(c, 1) = atrib(1, c)
tabmobj(c, 2) = atrib(1, c)
For i =1 To linmax

If tabmobj(c, 1) > atrib(i, ¢) Then
tabmobj(c, 1) = atrib(i, ¢)
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End If

If tabmobj(c, 2) < atrib(i, ¢) Then
tabmobj(c, 2) = atrib(i, ¢)

End If

Next i

End If
Next ¢

Fori=1 To linmax
Sx=0

Sy=0

For c =1 To colmax

If FrmParm.Pesocol(c) <> 0 Then
min = tabmobij(c, 1)

max = tabmobj(c, 2)

If max = min Then 'Vcorregdo para max = min

UE=0

Else

E=c

UE = E / (max - min)

End If

UEx = UE * Cosx(c)

UEy = UE * Seny(c)

Sx = UEx * (atrib(i, c) - min) + Sx
Sy = UEy * (atrib(i, ) - min) + Sy
End If

Next ¢
tabxyobj(i, 1) = Sx
tabxyobj(i, 2) = Sy

Next i
End Sub

Sub monta_grafico()

FrmGrafico.Cls

If FrmGrafico.menu_objgraf.Checked = True Then
plota_objeto

End If

If FrmGrafico.menu_clgraf.Checked = True Then
plota_cluster

End If

If FrmGrafico.menu_grupocor.Checked = True Then
exibe_legenda
End If
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If FrmGrafico.menu_idgrupo.Checked = True Then
exibe_idgrupo
End If

End Sub
Sub plota_objeto()

If FrmGrafico.menu_eixosexb.Checked = True Then
traca_eixos
End If

For i =1 To linmax
X = tabxyobj(i, 1) * escalah
Y = tabxyobj(i, 2) * escalav

lintc = tabxyobj(i, 3) - (Int(tabxyobj(i, 3) / 30) * 30) 'MOD

If (tabxyobij(i, 3) > 30) Then "ate 30 grupos usa tabela, apos tabela + tons
tom = Int(tabxyobj(i, 3) / 5)

Else

tom=0

End If

R = tc(lintc, 1) + tom

G = tc(lintc, 2) + tom

B = tc(lintc, 3) + tom

Forj=0To 25 'reta horizontal
FrmGrafico.PSet (x + j, Y), RGB(R, G, B)
FrmGrafico.PSet (x - J, Y), RGB(R, G, B)
Next j

Forj=0To 25 'reta vertical
FrmGrafico.PSet (x, Y +j), RGB(R, G, B)
FrmGrafico.PSet (x, Y - j), RGB(R, G, B)
Next j

Next i

End Sub

Sub plota_cluster()

If FrmGrafico.menu_eixosexb.Checked = True Then
traca_eixos

End If

For i =1 To nrotimocl

x = tabxycl(i, 1) * escalah
Y = tabxycl(i, 2) * escalav

168



lintc = i - (Int(i / 30) * 30) '"MOD

If (i >30) Then

tom = Int(i / 5)
Else

tom=0

End If

R = tc(lintc, 1) + tom

G = tc(lintc, 2) + tom

B = tc(lintc, 3) + tom

For j =25 To 120 'reta horizontal com centro em branco
Fork=0To 10
FrmGrafico.PSet (x +j, Y + k), RGB(R, G, B)
FrmGrafico.PSet (x - j, Y + k), RGB(R, G, B)
FrmGrafico.PSet (x +j, Y - k), RGB(R, G, B)
FrmGrafico.PSet (x - j, Y - k), RGB(R, G, B)
Next k

Next j

For j=25To 120 'reta vertical com centro em branco
Fork=0To 10
FrmGrafico.PSet (x + k, Y +j), RGB(R, G, B)
FrmGrafico.PSet (x - k, Y +j), RGB(R, G, B)
FrmGrafico.PSet (x + k, Y - }), RGB(R, G, B)
FrmGrafico.PSet (x - k, Y +j), RGB(R, G, B)

Next k

Next j

Next i

End Sub

Sub traca_eixos()
Dim cx, cy, seh, sev, extremoy, extremox As Single
Dim j As Integer

cx = (minx + maxx) / 2
cy = (miny + maxy) / 2
CX = cx * escalah

cy =cy * escalav

seh = cx - minx * escalah
sev = cy - miny * escalav
i=1

FrmGrafico.ForeColor = &H88& 'preto
FrmGrafico.FillColor = &H88&

For i =1 To colmax

If FrmParm.Pesocol(i) <> 0 Then
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'multiplicacdo por 1.3 para prolongar o eixo em 30%
extremoy = cx - (seh * 1.3 * Seny(i))

extremox = cy - (sev * 1.3 * Cosx(i))

Line (cx, cy)-(extremoy, extremox), QBColor(0)
FrmGrafico.CurrentX = (cx - (seh * Seny(i))) + 50
FrmGrafico.CurrentY = (cy - (sev * Cosx(i))) + 50
While FrmParm.Pesocol(j) = 0

=i+l

Wend

If j > 18 Then

=)
End If

FrmGrafico.Print CStr(j)
j=j+1

End If
Next i
End Sub

Private Sub Form_KeyPress(KeyAscii As Integer)
If FrmGrafico.menu_objgraf.Checked = True Or FrmGrafico.menu_clgraf.Checked =
True Then
If KeyAscii =43 Or KeyAscii =45 Then
If KeyAscii =43 Then
If cont < 8 Then
escalah = escalah + escalarh
escalav = escalav + escalarv
cont=cont+1
End If
Else
If cont > 0 Then
escalah = escalah - escalarh
escalav = escalav - escalarv
cont=cont-1
End If
End If
End If
monta_grafico
Else
If FrmGrafico.menu_cldendro.Checked = True Then
monta_dendrograma "cl"
Else
monta_dendrograma "obj"
End If
End If

End Sub
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Private Sub Form_MouseDown(Button As Integer, Shift As Integer, X As Single, Y As
Single)
If FrmGrafico.menu_objgraf.Checked = True Or FrmGrafico.menu_clgraf.Checked =
True Then
If Button = 2 Then
If cont <8 Then
escalah = escalah + (escalah / 4)
escalav = escalav + (escalav / 4)
cont=cont+1
End If
Else
If Button =1 Then
If cont > 0 Then
escalah = escalah - (escalah / 4)
escalav = escalav - (escalav / 4)
cont=cont-1
End If
End If
End If
monta_grafico
Else
If FrmGrafico.menu_cldendro.Checked = True Then
monta_dendrograma "cl"
Else
monta_dendrograma "obj"
End If
End If

End Sub
Private Sub Form_paint()

If FrmGrafico.menu_objgraf.Checked = True Or FrmGrafico.menu_clgraf.Checked =
True Then

monta_grafico
Else

If FrmGrafico.menu_cldendro.Checked = True Then

monta_dendrograma "cl”

Else

If FrmGrafico.menu_cldendro.Checked = True Then

monta_dendrograma "obj"

End If

End If
End If

End Sub

Sub calcula_xy_cluster()
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Dim i, c As Integer

msg = "calculo de coordenadas do centro dos grupos”
Erase tabxycl
ReDim tabxycl(nrotimocl, 2)

Fori=1 To linmax

¢ = tabxyobj(i, 3)

tabxycl(c, 1) = tabxycl(c, 1) + tabxyobj(i, 1)
tabxycl(c, 2) = tabxycl(c, 2) + tabxyobj(i, 2)
Next i

For ¢ =1 To nrotimocl

tabxycl(c, 1) = (tabxycl(c, 1) / tabresumo(c, 31))
tabxycl(c, 2) = (tabxycl(c, 2) / tabresumo(c, 31))
Next c

End Sub

Sub transforma_max_min_obj()
Dim i, c As Integer

msg = "transformacdo de méximos e minimos dos objetos"

maxx = tabxyobj(1, 1)
minx = tabxyobj(1, 1)
maxy = tabxyobj(1, 2)
miny = tabxyobj(1, 2)

Fori=1 To linmax

If tabxyobj(i, 1) > maxx Then
maxx = tabxyobj(i, 1)

Else
If tabxyobj(i, 1) < minx Then
minx = tabxyobj(i, 1)

End If

End If

If tabxyobj(i, 2) > maxy Then
maxy = tabxyobj(i, 2)

Else
If tabxyobj(i, 2) < miny Then
miny = tabxyobj(i, 2)
End If

End If

Next i

desx =0
desy =0

If minx <=0 Then
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desx = (minx *-1) + 1

End If

If miny <=0 Then

desy = (miny *-1) + 1

End If

maxx = maxx + desx

maxy = maxy + desy

minx = minx + desx

miny = miny + desy

Fori=1To linmax

tabxyobj(i, 1) = tabxyobj(i, 1) + desx
tabxyobj(i, 2) = tabxyobj(i, 2) + desy
Next i

End Sub

Sub calcula_distancia_objeto()
On Error GoTo ChamaRotinaErro

Dim i, j, ¢ As Integer
Dim dif, dist As Single
ReDim tabdobj(linmax, linmax)

msg = "calculo da distancia entre os objetos"

Fori=1To linmax
For j =1 To linmax
dist=0
For ¢ =1 To colmax
If FrmParm.Pesocol(c) <> 0 Then
dif = atrib(i, c) - atrib(j, )
dist = dist + (dif * dif)
End If
Next ¢
tabdobj(i, j) = Sqr(dist)
If tabdobj(i, j) =0 Then
Ifi <>j Then
i=i
End If
End If
Next j
Next i

Exit Sub
ChamaRotinaErro: RotinaErro
End Sub

Sub executa_agregacdo_objeto()
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Dimi, j, L, c As Integer
Dim vpeso() As Integer
ReDim tabagrobj(linmax, 5), vpeso(2, linmax)

Fori=1 To linmax
vpeso(1,i) =i
vpeso(2,i) =1
Next i

L=0
ordem = linmax
tabagrobj(1, 1) = linmax
While ordem > 1
L=L+1
tabagrobj(L, 1) = linmax + L 'nod
tabagrobj(L, 5) = distmin(obj™)  'nivel
tabagrobj(L, 2) = vpeso(1, auxi) 'l.o pto
tabagrobj(L, 3) = vpeso(1, auxj) '2.0 pto
vpeso(1, auxi) = tabagrobj(L, 1)
vpeso(2, auxi) = vpeso(2, auxi) + vpeso(2, auxj)
tabagrobj(L, 4) = vpeso(2, auxi)  'peso
"\/ reorganiza a matriz
For j=1To ordem
If tabdobj(auxi, j) > tabdobj(auxj, j) Then
tabdobj(auxi, j) = tabdobj(auxj, j)
End If
If tabdobj(j, auxi) > tabdobj(j, auxj) Then
tabdobij(j, auxi) = tabdobj(j, auxj)
End If
Next j

If auxj < ordem Then
Fori=auxj+1 To ordem
vpeso(l, i - 1) = vpeso(l, i)
vpeso(2, i - 1) = vpeso(2, 1)
Forj=1To ordem
tabdobj(i - 1, j) = tabdobj(i, j)
If i = ordem Then
tabdobij(i, j) =0
End If
Next j
Next i

Fori=1To ordem

For j =auxj + 1 To ordem
tabdobj(i, j - 1) = tabdobj(i, j)
If j = ordem Then
tabdobj(i, j) =0
End If

Next j
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Next i
End If

ordem = ordem - 1

Wend
objagr = True

End Sub

Sub calcula_distancia_cluster()
On Error GoTo ChamaRotinaErro

Dim i, j, ¢ As Integer
Dim dif, dist As Single
ReDim tabdcl(nrotimocl, nrotimocl)

msg = "calculo da distancia entre os clusters"
nmrcl = nrotimocl

Fori=1To nmrcl
For j=1 To nmrcl
dist=0
For ¢ =1 To colmax
If FrmParm.Pesocol(c) <> 0 Then
dif = tabresumo(i, c) - tabresumo(j, c)
dist = dist + (dif * dif)
End If
Next ¢
tabdcl(i, j) = Sqgr(dist)
Next j
Next i

Exit Sub

ChamaRotinaErro: RotinaErro
End Sub

Sub executa_agregacdo_cluster()
Dimi, j, L, c As Integer

Dim vpeso() As Integer

ReDim tabagrcl(nmrcl, 5), vpeso(2, nmrcl)
Fori=1To nmrcl

vpeso(l,i) =i

vpeso(2,i) =1

Next i

L=0
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ordem = nmrcl
tabagrcl(1, 1) = nmrcl
While ordem > 1
L=L+1
tabagrcl(L, 1) = nmrcl + L 'no
tabagrcl(L, 5) = distmin("cl")  'nivel
tabagrcl(L, 2) = vpeso(1, auxi) 'l.0 pto
tabagrcl(L, 3) = vpeso(1, auxj) '2.0pto
vpeso(1, auxi) = tabagrcl(L, 1)
vpeso(2, auxi) = vpeso(2, auxi) + vpeso(2, auxj)
tabagrcl(L, 4) = vpeso(2, auxi) 'peso
"\/ reorganiza a matriz
For j=1To ordem
If tabdcl(auxi, j) > tabdcl(auxj, j) Then
tabdcl(auxi, j) = tabdcl(auxj, j)
End If
If tabdcl(j, auxi) > tabdcl(j, auxj) Then
tabdcl(j, auxi) = tabdcl(j, auxj)
End If
Next j

If auxj < ordem Then
Fori=auxj+1 To ordem
vpeso(l, i - 1) = vpeso(l, i)
vpeso(2, i - 1) = vpeso(2, 1)
Forj=1To ordem
tabdcl(i - 1, j) = tabdcl(i, j)
If i = ordem Then
tabdcl(i, j) =0
End If
Next j
Next i

Fori=1Toordem

For j=auxj + 1 To ordem
tabdcl(i, j - 1) = tabdcl(i, j)
If j = ordem Then
tabdcl(i, j) =0
End If

Next j

Next i

End If

ordem = ordem - 1

Wend
objagrcl = True

End Sub
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Function distmin(tpdist As String) As Single

auxi =1
auxj =2
Fori=1Toordem-1 'so busca acima da diagonal principal
Forj=1i+1Toordem
If (tpdist = "obj") Then
If tabdobj(i, j) < tabdobj(auxi, auxj) Then
auxi =i
auxj =j
End If
Else
If tabdcl(i, ) < tabdcl(auxi, auxj) Then
auxi =i
auxj =j
End If
End If
Next j
Next i
If (tpdist = "obj™) Then
distmin = tabdobj(auxi, auxj)
Else
distmin = tabdcl(auxi, auxj)
End If

End Function
Sub monta_dendrograma(tpdendro As String)
margem = 10

If tpdendro = "obj" Then
calcula_centro_compostas_obj
traca_reta_vertical_simples_obj
traca_reta_vertical_agregada obj
traca_reta_horizontal_obj

Else

calcula_centro_compostas
traca_reta_vertical_simples
R=0

G=0

B=0
traca_reta_vertical_agregada
traca_reta_horizontal

End If

If FrmGrafico.menu_grupocor.Checked = True Then
exibe_legenda

End If

End Sub
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Sub calcula_centro_compostas_obj()
Dim L, j As Integer
ReDim tabcobj(linmax)

ForL=1To linmax -1
If tabagrobj(L, 2) <= linmax Then
xi = tabagrobj(L, 2)
Else
j = tabagrobj(L, 2) - linmax
xi = tabcobj(j)
End If
If tabagrobj(L, 3) <= linmax Then
xf = tabagrobj(L, 3)
Else
j = tabagrobj(L, 3) - linmax
xf = tabcobj(j)
End If
tabcobj(L) = (xi + xf) / 2
Next L

End Sub

Sub traca_reta_vertical_simples_obj()
Dim L, j, obj As Integer

ForL=1To linmax -1
yf = tabagrobj(L, 5) * escaladv + margem
If tabagrobj(L, 2) <= linmax Then
yi = margem
x = escaladh * tabagrobj(L, 2)
obj = tabagrobj(L, 2)
lintc = tabxyobj(obj, 3) - (Int(tabxyobj(obj, 3) / 30) * 30) 'MOD
R = tc(lintc, 1)
G =tc(lintc, 2)
B = tc(lintc, 3)
ligapixel "v", 0
End If
If tabagrobj(L, 3) <= linmax Then
yi = margem
x = escaladh * tabagrobj(L, 3)
obj = tabagrobj(L, 3)
lintc = tabxyobj(obj, 3) - (Int(tabxyobj(obj, 3) / 30) * 30) 'MOD
R = tc(lintc, 1)
G = tc(lintc, 2)
B = tc(lintc, 3)
ligapixel "v", 0
End If
Next L
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End Sub

Sub traca_reta_vertical_agregada_obj()
Dim L, j As Integer

o=

rooo

ForL=1To linmax-1
yf = tabagrobj(L, 5) * escaladv + margem
If tabagrobj(L, 2) > linmax Then
j = tabagrobj(L, 2) - linmax
yi = tabagrobj(j, 5) * escaladv + margem
x = escaladh * tabcobj(j)
ligapixel "v", 0
End If
If tabagrobj(L, 3) > linmax Then
j = tabagrobj(L, 3) - linmax
yi = tabagrobj(j, 5) * escaladv + margem
x = escaladh * tabcobj(j)
ligapixel "v", 0
End If
Next L
End Sub

Sub traca_reta_horizontal_obj()
Dim L, j As Integer

ForL=1To linmax -1
Y = tabagrobj(L, 5) * escaladv + margem
If tabagrobj(L, 2) <= linmax Then
xi = escaladh * tabagrobj(L, 2)
Else
j = tabagrobj(L, 2) - linmax
xi = escaladh * tabcobj(j)
End If
If tabagrobj(L, 3) <= linmax Then
xf = escaladh * tabagrobj(L, 3)
Else
J = tabagrobj(L, 3) - linmax
xf = escaladh * tabcobj(j)
End If
ligapixel "hobj", Clnt(tabagrobj(L, 1))
Next L

End Sub
Sub calcula_centro_compostas()

Dim L, j As Integer
ReDim tabc(nrotimocl)
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ForL=1Tonmrcl-1
If tabagrcl(L, 2) <= nmrcl Then
xi = tabagrcl(L, 2)
Else
J = tabagrcl(L, 2) - nmrcl
Xi = tabc(j)
End If
If tabagrcl(L, 3) <= nmrcl Then
xf = tabagrcl(L, 3)
Else
J = tabagrcl(L, 3) - nmrcl
xf = tabc(j)
End If
tabc(L) = (xi + xf) / 2
Next L

End Sub

Sub traca_reta_vertical_simples()
Dim L, j, obj As Integer

ForL=1Tonmrcl-1
yf = tabagrcl(L, 5) * escaladv + margem
If tabagrcl(L, 2) <= nmrcl Then
yi = margem
x = escaladh * tabagrcl(L, 2)
lintc = tabagrcl(L, 2) - (Int(tabagrcl(L, 2) / 30) * 30) 'MOD
R = tc(lintc, 1)
G =tc(lintc, 2)
B = tc(lintc, 3)

ligapixel "v", 0

End If

If tabagrcl(L, 3) <= nmrcl Then

yi = margem

x = escaladh * tabagrcl(L, 3)

lintc = tabagrcl(L, 2) - (Int(tabagrcl(L, 2) / 30) * 30) 'MOD
R = tc(lintc, 1)

G =tc(lintc, 2)

B = tc(lintc, 3)

ligapixel "v", 0
End If
Next L
End Sub
Sub traga_reta_vertical_agregada()

Dim L, j As Integer
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ForL=1Tonmrcl-1
yf = tabagrcl(L, 5) * escaladv + margem
If tabagrcl(L, 2) > nmrcl Then
J = tabagrcl(L, 2) - nmrcl
yi = tabagrcl(j, 5) * escaladv + margem
x = escaladh * tabc(j)
ligapixel "v", 0
End If
If tabagrcl(L, 3) > nmrcl Then
J = tabagrcl(L, 3) - nmrcl
yi = tabagrcl(j, 5) * escaladv + margem
x = escaladh * tabc(j)
ligapixel "v", 0
End If
Next L
End Sub

Sub traga_reta_horizontal()
Dim L, j As Integer

ForL=1Tonmrcl-1

Y = tabagrcl(L, 5) * escaladv + margem
If tabagrcl(L, 2) <= nmrcl Then

xi = escaladh * tabagrcl(L, 2)

Else

J = tabagrcl(L, 2) - nmrcl

xi = escaladh * tabc(j)

End If

If tabagrcl(L, 3) <= nmrcl Then

xf = escaladh * tabagrcl(L, 3)

Else

J = tabagrcl(L, 3) - nmrcl

xf = escaladh * tabc(j)

End If

ligapixel "hcl”, Cint(tabagrcl(L, 1))
Next L

End Sub

Private Sub ligapixel(sentido As String, n6 As Integer)
If sentido = "v" Then
If yi > yf Then
aux =vyi
yi = yf
yf = aux
End If
Line (x, 8600 - yi)-(x, 8600 - yf), RGB(R, G, B)
Else
If xi > xf Then
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aux = Xi
Xi = xf
xf = aux
End If
Line (xi, 8600 - Y)-(xf, 8600 - Y), RGB(R, G, B)
FrmGrafico.CurrentX = Clnt((xi + xf) / 2) - 200
FrmGrafico.CurrentY = 8620 - Y
If sentido = "hcl" Then
FrmGrafico.Print CStr(nd)
End If
End If

End Sub
Sub exibe_caracteres()
Dim X, Y, i, j As Integer

X = 4200
Y =150

FrmGrafico.ForeColor = &HFF& ‘'vermelho
FrmGrafico.FillColor = &HFF&

FrmGrafico.CurrentX = x
FrmGrafico.CurrentY = Y
FrmGrafico.Print "N6 Ptol Pto2 Peso Nivel"

i=1

imnivel =1

While tabagrcl(i, 1) <> Empty

X =4200

Y=Y +200

FrmGrafico.CurrentX = x
FrmGrafico.CurrentY =Y
FrmGrafico.Print CStr(tabagrcl(i, 1))
X=X+ 360

Forj=3To5
FrmGrafico.CurrentX = x
FrmGrafico.CurrentY =Y
FrmGrafico.Print CStr(tabagrcl(i, j))
X =X+ 550

Next j

FrmGrafico.CurrentX = X
FrmGrafico.CurrentY =Y
FrmGrafico.Print CStr(tabagrcl(i, 2))
If tabagrcl(imnivel, 5) < tabagrcl(i, 5) Then
imnivel = i

End If

i=i+1
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Wend
End Sub

Sub exibe_barras()
Dimi, j, x, Y, xf, yi, yf As Integer
Dim escala As Single

escala = 4880 / tabagrcl(imnivel, 5)
i=1

yi =394

While tabagrcl(i, 1) <> Empty

xf = 6960 + (tabagrcl(i, 5) * escala)
Line (6960, yi)-(xf, yi + 150),, B

izi+1
yi =vyi+ 194
Wend

FrmGrafico.ForeColor = &HCOCOCO ‘cinza
FrmGrafico.FillColor = &HCOCOCO

Line (4080, 1)-(4100, yi + 60),, B

Line (4100, yi + 50)-(12000, yi + 60),, B

FrmGrafico.ForeColor = &HFFFFFF 'branco
End Sub

Sub exibe_legenda()

Dim x, Y, i, j, maxleg As Integer

X =80
Y =15

tam = FrmGrafico.Width
X = tam - 940

FrmGrafico.CurrentX = x
FrmGrafico.CurrentY =Y
FrmGrafico.Print "Grupo Cor"
Xx=x+170

maxleg = nrotimocl

Fori=1 To maxleg
Y=Y+210
FrmGrafico.CurrentX = x
FrmGrafico.CurrentY = Y
FrmGrafico.Print CStr(i)
Next i

X =X+ 380
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yi =220
Fori =1 To maxleg

R =tc(i, 1)

G =tc(i, 2)

B =tc(i, 3)

FrmGrafico.Line (x, yi)-(x + 200, yi + 150), RGB(R, G, B), BF
yi =yi+ 210

Next i
End Sub
Sub exibe_idgrupo()

FrmGrafico.Font.Name = "arial"
FrmGrafico.Font.Size =7

For i =1 To nrotimocl

FrmGrafico.CurrentX = tabxycl(i, 1) * escalah + 118
FrmGrafico.CurrentY = tabxycl(i, 2) * escalav + 12
FrmGrafico.Print CStr(i)

Next i

FrmGrafico.Font.Name = "ms sans serif"
FrmGrafico.Font.Size = 8

End Sub

FORMULARIO FRMHISTO

w. Histograma de nivel
Ma Pto 1 Pto 2 Peso Mivel

=0 x|

184




Option Explicit
Dim imnivel As Integer

Private Sub Form_Load()

Dim x As Currency

Dim i, j, L, escala, max As Integer
Dim barra() As String

max = 84

ReDim barra(max + 1)

FrmHisto.titcol = "N¢" + vbTab + "Pto 1" + vbTab + "Pto 2" + vbTab
FrmHisto.titcol = FrmHisto.titcol + "Peso" + vbTab + "Nivel"

Fori=1Tomax+1

Forj=1Toi

barra(i) = barra(i) + "_"
Next j
Next i

i =1 'determina o maior nivel e a escala do histograma
imnivel =1
If tipo_histo = "obj" Then
While tabagrobj(i, 1) <> Empty
If tabagrobj(imnivel, 5) < tabagrobj(i, 5) Then
imnivel =i
End If
i=i+1
Wend
escala = max / tabagrobj(imnivel, 5)
Else
While tabagrcl(i, 1) <> Empty
If tabagrcl(imnivel, 5) < tabagrcl(i, 5) Then
imnivel =i
End If
i=i+1
Wend
escala = max / tabagrcl(imnivel, 5)
End If

i=1
If tipo_histo = "obj" Then
While tabagrobj(i, 1) <> Empty
Forj=1To5
x = tabagrobj(i, j)
FrmHisto.colhisto = FrmHisto.colhisto + CStr(x) + vbTab
Next j
L = Int((escala * tabagrobij(i, 5))) + 1
FrmHisto.colhisto = FrmHisto.colhisto + barra(L) + vbCrLf
i=i+1
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Wend
Else
While tabagrcl(i, 1) <> Empty
Forj=1To5
x = tabagrecl(i, j)

FrmHisto.colhisto = FrmHisto.colhisto + CStr(x) + vbTab

Next j
L = Int((escala * tabagrcl(i, 5))) + 1

FrmHisto.colhisto = FrmHisto.colhisto + barra(L) + vbCrLf

i=i+1
Wend
End If

End Sub

Private Sub Form_Resize()
FrmGrafico.Refresh
If FrmGrafico.menu_cldendro.Checked
FrmGrafico.monta_dendrograma "cl"
Else
FrmGrafico.monta_dendrograma "obj"
End If
End Sub

= True Then

Private Sub Form_Unload(Cancel As Integer)
FrmGrafico.menu_objhist.Checked = False
FrmGrafico.menu_clhist.Checked = False

End Sub

FORMULARIO FRMPARM

o=

|’NﬂmEID de atributos

{dnbubos e Grupos | Exibir & Gravar | Peso dos atribubos I

— Mumern de grupos

b inirmo I2 3
EEI I2 3

Desprezar identificadares
[ Primeira coluna

[T Oltima coluna

[~ Linha de cabecalho
[T Linha de rodapé

1] Cancelar
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Option Explicit

Dim vparm(10) As String

Dim vparmcol(30) As Integer

Dim X, pesoant, guiaant, indant As Integer
Dim errocol As Boolean

Dim msg As String

Private Sub Form_Activate()

Dim i As Integer

errocol = False

guiaant =1

indant =1

msg = "O peso deve estar entre 0 e 99999"

vparm(1) = FrmParm.nmratrib

vparm(2) = FrmParm.nmrmincluster
vparm(3) = FrmParm.nmrmaxcluster
vparm(4) = FrmParm.chkpcol.Value
vparm(5) = FrmParm.chkucol.Value
vparm(6) = FrmParm.chkplin.Value
vparm(7) = FrmParm.chkulin.Value
vparm(9) = FrmParm.chkerros.Value
vparm(10) = FrmParm.chkarquivos.Value

seta_despcol

Fori=1To vparm(1)
vparmcol(i) = Pesocol(i)
Next i

End Sub

Private Sub Guia_Click()
Dim i, j As Integer

If guiaant = 3 And errocol = True Then
errocol = False
MsgBox msg, vbCritical, "*** ERRQ ***"
Guia.Tabs(3).Selected = True
Else
For i =1 To Guia.Tabs.Count
If i = Guia.Selectedltem.Index Then
Picparm(i).Visible = True
Ifi=3Then
seta_despcol
If Pesocol(indant) = Empty Then
errocol = True
End If
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End If

Else

Picparm(i).Visible = False

End If

Next i

guiaant = Guia.Selectedltem.Index
End If

End Sub

Private Sub Pesocol_Change(Index As Integer)
errocol = False
If Pesocol(Index) = Empty Then
errocol = True
Else
critica_pesocol (Index)
End If

End Sub

Private Sub Pesocol_GotFocus(Index As Integer)
pesoant = Pesocol(Index)

indant = Index

End Sub

Private Sub Pesocol_LostFocus(Index As Integer)

errocol = False

If FrmParm.Cancelar = False Then
critica_pesocol (Index)

End If

End Sub

Private Sub OK_Click()
Dim msgl, msg2 As String

If FrmParm.chkarquivos = 1 Then
FrmCluster.menu_argsaida_obj.Checked = True
End If

FrmCluster.Enabled = True

If CInt(FrmParm.nmrmaxcluster) < CInt(FrmParm.nmrmincluster) Then

FrmParm.nmrmincluster.SetFocus

Else

If CInt(FrmParm.nmrmincluster) <2 Then
FrmParm.nmrmincluster = 2
FrmParm.nmrmincluster.SetFocus

Else
If CInt(FrmParm.nmrmaxcluster) > 200 Then
FrmParm.nmrmaxcluster = 200
FrmParm.nmrmaxcluster.SetFocus
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Else
FrmParm.Hide
carrega_msg
monta_resultsl
End If

End If

End If

End Sub

Private Sub Cancelar_Click()
Dim i As Integer

FrmCluster.Enabled = True
FrmParm.nmratrib = vparm(1)
FrmParm.nmrmincluster = vparm(2)
FrmParm.nmrmaxcluster = vparm(3)
FrmParm.chkpcol.Value = vparm(4)
FrmParm.chkucol.Value = vparm(5)
FrmParm.chkplin.VValue = vparm(6)
FrmParm.chkulin.Value = vparm(7)
FrmParm.chkerros.Value = vparm(9)
FrmParm.chkarquivos.Value = vparm(10)

Fori=11To vparm(1)
Pesocol(i) = vparmcol(i)
Next i

If st(4) <> Empty Then
carrega_msg
monta_resultsl

End If

FrmParm.Hide
End Sub

Private Sub seta_despcol()
Dim i As Integer

Fori=1To 30

If i <= FrmParm.nmratrib Then
FrmParm.Pesocol(i).Visible = True
FrmParm.Lbpcol(i).Visible = True
Else
FrmParm.Pesocol(i).Visible = False
FrmParm.Pesocol(i) = 1
FrmParm.Lbpcol(i).Visible = False
End If

Next i
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End Sub

Private Sub critica_pesocol(Index As Integer)
Dim j As Integer

If Not IsNumeric(Pesocol(Index)) Then
errocol = True
Else
If Pesocol(Index) < 0 Or Pesocol(Index) > 99999 Then
errocol = True
End If
End If
If errocol = True Then
Pesocol(Index).SetFocus
MsgBox msg, vbCritical, "*** ERRQO ***"
Pesocol(Index) = pesoant
End If

End Sub

Private Sub carrega_msg()
Dim i, j, nenhum As Integer
Dim s1 As String

i=4

s1 = FrmParm.nmratrib

st(i) = "Numero de atributos: " + s1

s1 = FrmParm.nmrmincluster

i=i+1

st(i) = "Faixa de grupos a testar: de " +s1+"a™
s1 = FrmParm.nmrmaxcluster

st(i) = st(i) + s1

i=i+1

st(i) = " coluna identificadora inicial "
If FrmParm.chkpcol =1 Then

st(i) = "Possui™ + st(i) + "(desprezada)"
Else

st(i) = "N&o possui* + st(i)

End If

i=i+1l

st(i) = " coluna identificadora final "

If FrmParm.chkucol =1 Then

st(i) = "Possui™ + st(i) + "(desprezada)"
Else

st(i) = "N&o possui* + st(i)

End If

i=i+1

st(i) = " linha de cabecalho "

If FrmParm.chkplin = 1 Then
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st(i) = "Possui™ + st(i) + "(desprezada)"
Else

st(i) = "N&o possui* + st(i)

End If

i=i+1

st(i) =" linha de rodapé "

If FrmParm.chkulin =1 Then

st(i) = "Possui" + st(i) + "(desprezada)"
Else

st(i) = "N&o possui" + st(i)

End If

If FrmParm.chkarquivos = 1 Then
i=i+1

st(i) = "Gravar arquivo de objetos para cada cluster testado"
End If

nenhum =0
contcol0 =0
i=i+1l
st(i) = "Atributos a desconsiderar:"
s1=""
For j =1 To FrmParm.nmratrib
If FrmParm.Pesocol(j) =0 Then
st(i) = st(i) + s1 + FrmParm.Lbpcol(j).Caption
s1=""

nenhum =1

contcolO = contcol0 + 1
End If
Next j

If nenhum =0 Then

st(i) = "Considerar todos os atributos"

End If
End Sub
Private Sub Form_deactivate()
If st(1) <> Empty And st(4) <> Empty Then
FrmCluster.Agrupar.Enabled = True
FrmCluster.Visualizacdo.Enabled = True
End If
FrmParm.Guia.Tabs(1).Selected = True

End Sub
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FORMULARIO FRMRESUMO

[¥ Detalhes 10| x|
Nidmero de
Cluster 0Objetos Emo Erro Médio
=
] 4

Private Sub OK_Click()
FrmResumo.Hide

End Sub

MODULES MODULO1

Public tabxycl() As Single ‘coluna 1: coord X do centro do cluster
‘coluna 2: coord Y do centro do cluster

Public atrib() As Single 'coluna 31: distancia do objeto ao centro do cluster
‘coluna 32: nimero do cluster

Public tabxyobj() As Single ‘coluna 1: coord X do objeto
‘coluna 2: coord Y do objeto
‘coluna 3: numero do cluster

Public tabcl(200, 32) As Single ‘coluna 31: qtd obj do cluster
‘coluna 32: somatorio dos erros dos obj do cluster

Public tabresumo(200, 32) As Single ‘coluna 31: gtd obj
‘coluna 32: erro do cluster

Public tabdobj() As Single ‘tabela de distancias entre objetos

Public tabdcl() As Single ‘tabela de distancias entre clusters
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Public tabagrcl() As Single 'tabela resumo da agregacéo
‘col 1: nmrnd col 2: nivel col 3: primeiro pto col 4: segundo pto col 5: peso
Public tabagrobj() As Single

Public linmax, maxx, minx, maxy, miny As Single
Public nrotimocl, colmax, contcolO As Integer

Public st(216) As String 'vetor de string para msg resumo
Public Agrupamentos_ok As Boolean

Public tipo_histo As String

Public tc(31, 3) As Integer 'tabela de cores R G B

Public Sub monta_results1()
Dim i As Integer

FrmCluster.resultsl = Empty
Fori=1To 215
If st(i) <> Empty Then
FrmCluster.resultsl = FrmCluster.results1 + st(i) + vbCrLf
End If
Next i

End Sub

Sub monta_tabela_cores()

Erase tc

tc(1, 1) = 256: tc(2, 2) = 256: tc(3, 3) = 256: tc(4, 1) = 256: tc(4, 2) = 256

tc(5, 1) = 256: tc(5, 3) = 256: tc(6, 2) = 256: tc(6, 3) = 64: tc(7, 1) = 128

tc(7, 2) = 192: tc(7, 3) = 192: tc(8, 1) = 192: tc(8, 2) = 128: tc(8, 3) = 192

tc(9, 1) = 192: tc(9, 2) = 192: tc(9, 3) = 128: tc(10, 1) = 128: tc(10, 2) = 128
tc(10, 3) = 192: tc(11, 1) = 128: tc(11, 2) = 192: tc(11, 3) = 128: tc(12, 1) = 192
tc(12, 2) = 128: tc(12, 3) = 128: tc(13, 1) = 256: tc(13, 2) = 192: tc(13, 3) = 192
tc(14, 1) = 64: tc(14, 2) = 192: tc(14, 3) = 54: tc(15, 1) = 192: tc(15, 2) = 192
tc(15, 3) = 256: tc(16, 1) = 192: tc(16, 2) = 160: tc(17, 1) = 256: tc(17, 2) = 192
tc(17, 3) = 256: tc(18, 1) = 160: tc(18, 2) = 160: tc(18, 3) = 192: tc(19, 1) = 192
tc(20, 1) = 64: tc(20, 2) = 160: tc(20, 3) = 64: tc(21, 3) = 192: tc(22, 1) = 192
tc(22, 2) = 192: tc(23, 1) = 192: tc(23, 3) = 192: tc(24, 2) = 192: tc(24, 3) = 192
tc(25, 2) = 128: tc(25, 3) = 128: tc(26, 1) = 128: tc(26, 2) = 96: tc(26, 3) = 128
tc(27, 1) = 128: tc(27, 2) = 192: tc(28, 1) = 96: tc(28, 2) = 96: tc(28, 3) = 128
tc(29, 2) = 128: tc(30, 1) = 160: tc(30, 2) = 160: tc(30, 3) = 160

End Sub
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Livros Gratis

( http://www.livrosgratis.com.br )

Milhares de Livros para Download:

Baixar livros de Administracao

Baixar livros de Agronomia

Baixar livros de Arquitetura

Baixar livros de Artes

Baixar livros de Astronomia

Baixar livros de Biologia Geral

Baixar livros de Ciéncia da Computacao
Baixar livros de Ciéncia da Informacéo
Baixar livros de Ciéncia Politica

Baixar livros de Ciéncias da Saude
Baixar livros de Comunicacao

Baixar livros do Conselho Nacional de Educacdo - CNE
Baixar livros de Defesa civil

Baixar livros de Direito

Baixar livros de Direitos humanos
Baixar livros de Economia

Baixar livros de Economia Doméstica
Baixar livros de Educacao

Baixar livros de Educacdo - Transito
Baixar livros de Educacao Fisica

Baixar livros de Engenharia Aeroespacial
Baixar livros de Farmacia

Baixar livros de Filosofia

Baixar livros de Fisica

Baixar livros de Geociéncias

Baixar livros de Geografia

Baixar livros de Histdria

Baixar livros de Linguas
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Baixar livros de Literatura

Baixar livros de Literatura de Cordel
Baixar livros de Literatura Infantil
Baixar livros de Matematica

Baixar livros de Medicina

Baixar livros de Medicina Veterinaria
Baixar livros de Meio Ambiente
Baixar livros de Meteorologia
Baixar Monografias e TCC

Baixar livros Multidisciplinar

Baixar livros de Musica

Baixar livros de Psicologia

Baixar livros de Quimica

Baixar livros de Saude Coletiva
Baixar livros de Servico Social
Baixar livros de Sociologia

Baixar livros de Teologia

Baixar livros de Trabalho

Baixar livros de Turismo
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