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Resumo 
Em saneamento, um dos fatores críticos na operação de Sistemas de Abastecimento de 
Água é o atendimento contínuo da população mantendo uma oferta de água maior ou igual ao 
consumo. Se for considerado que este consumo é variável ao longo do dia e que todo Sistema 
de Abastecimento de Água está sujeito a problemas operacionais de diversas naturezas 
(quedas de energia, acidentes, quebras em componentes do sistema, entre outras) que 
prejudicam o abastecimento, a previsão do consumo de água pode auxiliar a minimizar os 
efeitos destes problemas no sistema. 
Esta pesquisa analisou dois métodos de previsão de consumo de água em Sistemas de 
Abastecimento de Água. O método de ajuste exponencial e o método de redes neurais 
artificiais foram usados para gerar, analisar e selecionar modelos de previsão de consumo para 
curtíssimo prazo, isto é, para horizontes de quinze minutos. A previsão do consumo foi 
realizada baseada em dados históricos de consumo de duas diferentes zonas de pressão de um 
Sistema de Abastecimento de Água com diferentes características de consumo. Os dados 
históricos foram obtidos de um Sistema de Supervisão e Controle. 
As duas séries de dados utilizadas representam duas áreas de abastecimento distintas. 
A primeira área representa uma área abastecida por recalque com consumo predominante 
residencial com média de setenta e cinco litros por segundo. A segunda área representa uma 
área com maior concentração de ligações comerciais e industriais com consumo médio de 
cento e oitenta e cinco litros por segundo. Estas duas áreas podem, pelas vazões médias 
apresentadas, representar também o consumo de muitos Sistemas de Abastecimento de Água 
de pequeno e médio porte, o que possibilita que esta pesquisa possa ser replicada em outros 
Sistemas de Abastecimento de Água. 
Os resultados da pesquisa comprovam a eficiência das previsões de consumo em 
intervalo de horas, mas mostraram que não existe um modelo ideal, dentre os modelos 
considerados, que seja aplicável em qualquer Sistema de Abastecimento de Água. 
 
Palavras-Chave: Previsão de consumo de Água, redes neurais, ajuste exponencial. 
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Abstract 
One of the most critical factors in the operation of the Water Supply System is to maintain a 
supply of water equal to or larger than the population’s consumption. The water must be 
supplied constantly to the population being served by the Water Supply System. As water 
supply may in fact be variable throughout the day, due to energy declines, accidents, system 
component failures, etc., water consumption forecasts can help minimize such anomalies. 
This research analyzed two methods of forecasting consumption of water in Water Supply 
Systems. The method of exponential smoothing and the method of artificial neural networks 
were used to generate, to analyze, and to select models of consumption forecast for short 
periods in intervals of fifteen minutes. The forecast of the consumption was made based on 
historical consumption data for two different pressure areas of a Water Supply System. The 
historical data were obtained from a Supervisory Control and Data Acquisition System. 
The two series of data used in this research represent two areas of different consumption. The 
first area was predominantly residential with medium consumption levels of seventy-five 
liters per second. The second area represents an area with a larger concentration of 
commercial and industrial connections with medium consumption of one hundred and eighty 
five liters per second. These two areas can, for the presented flows, also represent the 
consumption of many small and medium size Water Supply Systems; hence it is possible to 
apply this research to other Water Supply Systems. 
The results of the research prove the efficiency of the consumption forecast models developed 
in hourly intervals; however, an ideal model that fits in any area does not exist. 
The results of the research prove the efficiency of the consumption forecasts models 
developed in interval of hours, however, considering the two methods used, there is no model 
that fits in any area or in a hole Water Supply System. 
 
Key words: Water consumption forecast, artificial neural networks, exponential smoothing. 
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Capítulo 1 
Introdução 
Introdução 
Em saneamento, um dos fatores críticos na operação de Sistemas de Abastecimento de 
Água (SAA) é o atendimento contínuo da população mantendo uma oferta de água maior ou 
igual ao consumo
1
 desta população. Considerando que este consumo é variável ao longo do 
dia e que todo SAA está sujeito a problemas operacionais de diversas naturezas (quedas de 
energia, acidentes, quebras em componentes do sistema, entre outras) que prejudicam o 
abastecimento, a previsão do consumo de água pode auxiliar a minimizar os efeitos destes 
problemas no sistema. 
O uso de técnicas de previsão para prever o consumo de água pela população, dentro do 
setor de saneamento tem uma grande aplicação no planejamento estratégico de longo prazo e 
no planejamento tático de médio prazo. Esta previsão atende a projetos de novos SAA, 
projeto de ampliação de SAA e auxilia a decisão sobre investimentos a serem feitos em SAA. 
O planejamento da produção e distribuição de água, para longo prazo e curto prazo, tem feito 
uso de ferramentas básicas de estatística e os resultados para previsões de períodos de semana, 
meses e anos a frente tem sido considerado eficiente de acordo com a bibliografia pesquisada. 
Com a introdução de sistemas de coleta e armazenamento de dados, através de sistemas 
automatizados de supervisão e controle (SCADA), em intervalos de segundos ou minutos, a 
previsão do consumo de água pode ser feita com mais dados e em intervalos menores de 
tempo como, por exemplo, horas e intervalo de horas. 
 
 
1 
Existem dois conceitos que se confundem: consumo e demanda. Na área de saneamento consumo é a 
quantidade de água efetivamente abastecida (oferta) e demanda é definida como a capacidade necessária de 
abastecimento. Em sistemas estáveis o consumo é compatível com a demanda, e em sistemas com déficit de 
abastecimento – geralmente regiões metropolitanas – ocorre o fenômeno da demanda reprimida. Neste trabalho 
será usado o termo consumo, considerado como vazão instantânea em litros por segundo, para mensurar a 
quantidade de água consumida pela população. 
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Em paralelo com a introdução da automação no setor de saneamento, o campo da 
inteligência artificial disponibilizou outras ferramentas de previsão além das ferramentas 
estatísticas tradicionais. 
Esta pesquisa analisa, dentro das técnicas tradicionais de estatística, o método de ajuste 
(suavização ou alisamento) exponencial (AJE) e, dentro da área da inteligência artificial, a 
técnica de redes neurais artificiais (RNA), e verifica quais destas técnicas melhor se adapta a 
previsão de consumo de água de curtíssimo prazo, tendo-se como base dois tipos de áreas de 
consumo: uma área de abastecimento residencial e uma área de abastecimento comercial (o 
número e porte de usuários comerciais afetam o perfil de consumo da área). 
1.1  Definição do problema da pesquisa 
A previsão do consumo de água em SAA é imprescindível em vários processos dentro 
de uma empresa de saneamento. Os três principais processos
2
 que trabalham com previsão de 
consumo considerando a operação de SAA são: 
 projetos de novos SAA e projetos de ampliação de SAA existentes; 
 produção
3
 de água que atua na captação de água bruta (in natura) e, no tratamento 
da água bruta transformando-a em água tratada e própria para consumo humano; e 
 distribuição de água que atua na reservação (armazenamento) e distribuição de água 
aos usuários finais. 
Em cada um destes processos a previsão do consumo é abordada de diferentes maneiras 
e com diferentes objetivos. 
Em projetos de SAA, a previsão do consumo é feita com base no número de ligações de 
água previstas e em dados de crescimento demográfico disponíveis, através de metodologias 
de cálculo já consagradas (MAURICE et al., 1971; WALSKI et al., 2003). 
 
 
2
 Outros processos que utilizam ferramentas de previsão de consumo são: faturamento e cobrança, 
planejamento estratégico, e marketing. 
3
 Usando uma definição de processos dentro do setor de saneamento pode-se ter a função produção 
considerada de duas formas: os processos de produção e distribuição integrados em função/processo de produção 
ou separados em função/processo produção e função/processo distribuição. Nesta pesquisa as funções produção 
e distribuição foram abordadas como separadas.
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Em projetos de expansão ou melhoria de um SAA, além dos dados usados em projetos 
de novos SAA, são utilizados dados históricos de consumo do SAA em estudo. 
Em projetos de SAA, os técnicos trabalham com dados coletados em intervalos de 
tempo de anos ou meses para as previsões de consumo. Estas previsões são feitas para 
períodos de cinco, dez e vinte anos e são usadas para dimensionamento das diversas unidades 
componentes do SAA. 
Nos processos de produção e de distribuição, a previsão do consumo é feita com base 
em dados históricos do consumo de cada componente do SAA em estudo e na experiência 
prática dos técnicos envolvidos na operação diária do sistema. As previsões de consumo 
normalmente são necessárias em intervalos de horas para planejamento um dia à frente, ou em 
intervalos menores de uma hora em situações de rompimentos de adutoras, quebras de 
equipamentos, panes elétricas, controle do consumo de energia de estações elevatórias (EE) e 
acompanhamento de níveis de reservação. 
A previsão de consumo para apoio na operação diária de um SAA, dentro dos processos 
de produção e distribuição, ainda é fortemente baseada na experiência dos técnicos de 
produção e distribuição envolvidos e leva em conta uma variabilidade do consumo baseada 
em inúmeros fatores e suas interdependências. Alguns fatores que influenciam o consumo e 
suas interdependências estão relacionados na Tabela 1.1. 
 
Tabela 1.1 - Alguns fatores que influenciam o consumo de água 
HORIZONTE DE 
PREVISÃO 
FATORES QUE INFLUENCIAM O CONSUMO 
horária 
- período do dia (em áreas residenciais e comerciais o consumo é maior durante o dia, 
menor durante a noite e mínimo de madrugada) 
-  temperatura (aumento de temperatura implica em aumento do consumo) 
-  umidade ou chuva (chuva implica em diminuição do consumo) 
 
horária e diária 
 
- dia da semana (nos sábados, domingos e feriados, geralmente, o consumo diminui) 
semanal e mensal 
-  época do ano (férias e inverno com baixo consumo, meses com temperaturas 
médias com consumo médio, meses quentes com consumo máximo) 
mensal e semestral 
- variação no número de ligações por ampliações do sistema ou mudanças nos limites 
das áreas de abastecimento (zonas de pressão) 
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A Figura 1.1 mostra esquematicamente como o consumo é distribuído em um SAA e 
como é caracterizado. 
 
Figura 1.1 - Esquema geral para previsão de consumo em uma região da cidade de Curitiba
Em cada unidade de abastecimento
4
 existe um determinado consumo (C
i
). O consumo, 
dependendo do porte do SAA, pode ser em uma ou mais áreas de abastecimento ou zonas de 
pressão (ZP)
5
 abastecidas através de linhas de distribuição (LD). Ainda, em função do porte 
do SAA, considera-se um consumo (T
j
) para abastecer outra unidade de abastecimento através 
 
 
4
 UNIDADE DE ABASTECIMENTO é uma unidade responsável pelo abastecimento de determinada 
região dentro de um sistema de abastecimento. Pode ser composta de um centro de reservação (ou reservatório 
isolado), um centro de reservação associado a uma estação elevatória (bombas) ou apenas uma estação 
elevatória. Esta região abastecida pode ser composta de uma ou mais zonas de abastecimento. 
5
 ÁREA DE ABASTECIMENTO OU ZONAS DE PRESSÃO - região próxima a uma UNIDADE DE 
ABASTECIMENTO que é abastecida por esta UNIDADE. Uma UNIDADE DE ABSTECIMENTO tem pelo 
menos uma ZP. Esta ZP é servida através de uma linha de distribuição que pode ser considerada GRAVIDADE 
ou RECALQUE. 
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de adutoras de água tratada (AAT). A determinação deste consumo é a base para as definições 
de previsão de demanda. Para a operação diária de sistemas de abastecimento de água devem 
ser feitas previsões de cada consumo em cada ZP que são agregados ao longo do sistema para 
definir a melhor forma de operação do sistema como um todo. 
A previsão de consumo como apoio no processo de distribuição de um SAA, dentro de 
uma perspectiva histórica, era feita na forma de previsão diária nos processos de produção e 
distribuição baseadas praticamente na experiência dos técnicos envolvidos. Com o advento de 
sistemas de supervisão automatizados a previsão do consumo pode ser feita de forma mais 
precisa em intervalos de tempo menores – horas e fração de horas - e de forma contínua no 
processo de distribuição devido à capacidade que os sistemas SCADA têm de coletar e 
armazenar dados. A coleta e armazenamento de dados em tempo real e o uso de gráficos de 
histórico, permite uma previsão mais realista dos consumos e uma modelagem matemática 
deste consumo no curtíssimo prazo
6
 ou imediata. 
Apesar deste avanço tecnológico, a operação de um SAA e a previsão de consumo 
como apoio à operação de um SAA ainda contam com uma participação grande da 
experiência - conhecimento tácito - dos técnicos envolvidos. Isto ocorre principalmente 
devido ao processo de implantação da tecnologia de automação que não leva em consideração 
aspectos sócio-técnicos do ambiente de trabalho e as mudanças necessárias nas estruturas, 
espaços e processos organizacionais dentro de uma organização. 
A situação referente ao processo de implantação de tecnologia no ambiente de produção 
tem sido objeto de inúmeras pesquisas na área de engenharia de produção que comprovam 
que a pouca ênfase nos aspectos sócio-técnicos são causas comuns de fracassos na 
implantação de tecnologias de produção (PINHEIRO, 2001; GOUVÊA DA COSTA, 2003). 
Outro fator que dificulta a previsão de consumo é a ausência de softwares de previsão 
incorporados aos sistemas SCADA. 
Se estas dificuldades forem superadas, a previsão de consumo de curto prazo vai 
permitir uma tomada de decisão mais ágil e eficiente na operação de cada unidade de 
 
 
6
 Para fins desta pesquisa, e devido a diferentes interpretações que os termos ‘longo prazo’, ‘curto 
prazo’ tem na literatura, convencionou-se que: longo prazo e médio prazo se referem a períodos de anos , meses 
e semanas; e curto prazo se refere a dias e curtíssimo prazo se refere a horas e intervalo de horas. 
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abastecimento dentro da função de distribuição e de cada estação de captação/tratamento da 
função de produção. 
Estas decisões contemplariam, por exemplo: 
-  melhorar a operação de estações elevatórias reduzindo o custo de energia; 
-  melhorar a recuperação dos níveis de reservação do sistema distribuindo a água de 
forma mais eficiente entre as unidades de abastecimento e para as áreas de 
abastecimento; 
-  melhorar a recuperação de zonas de pressão com abastecimento prejudicado por 
problemas de rompimento de redes e adutoras; 
-  definir paradas para manutenção em unidades de abastecimento, captações e 
estações de tratamento minimizando os impactos de falta de água no sistema; 
-  tomar decisões de aumentar ou diminuir a produção, bem como aumentar ou 
diminuir a distribuição das unidades de abastecimento para as zonas de pressão e a 
distribuição entre unidades. 
1.2  Objetivos da pesquisa 
O objetivo desta pesquisa é estudar a aplicação de métodos de previsão de consumo 
para previsão do consumo de água em um SAA para um período de fração de horas 
(curtíssimo prazo) visando melhorar as condições de planejamento, operação e controle e 
melhorar a tomada de decisão no processo de distribuição de água dentro de um SAA. 
A pesquisa tem como objetivos específicos: 
-  definir quais as variáveis que influenciam o consumo de água em um SAA através 
da análise dos processos de projeto, produção e distribuição existentes em uma 
empresa de saneamento; 
-  selecionar, dentro de um conjunto global de variáveis, aquelas que influenciam 
diretamente o consumo de água para curtíssimo prazo, através da análise de cada 
variável e da análise do comportamento do consumo dentro de um SAA; 
-  avaliar o ferramental teórico e prático existente para previsão de consumo; e 
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- propor um modelo de previsão para curtíssimo prazo com base nos dados e 
ferramental disponíveis. 
A pesquisa tem como hipótese: 
-  Os modelos de previsão para previsão do consumo de água para curtíssimo prazo 
podem ser aplicados para apoio nas atividades de planejamento, operação, controle 
e tomada de decisão de curtíssimo prazo em SAA com base em dados históricos 
obtidos por sistemas de supervisão e controle. 
Outras perguntas básicas a serem respondidas pela pesquisa são: 
-  A previsão de curtíssimo prazo para o consumo de água é viável do ponto de vista 
de aplicação prática? 
-  Que fatores, além de ferramentas de software, devem ser considerados para o uso da 
previsão curtíssimo prazo? Quais alternativas e limitações para um uso efetivo desta 
abordagem? 
-  Considerando os métodos aplicados, existe uma ferramenta ideal de previsão de 
consumo de água à curtíssimo prazo, para o setor de saneamento? Qual ferramenta? 
1.3  Justificação da pesquisa 
A pesquisa pode ser justificada considerando: 
-  a motivação do pesquisador em relação ao tema. 
-  o contexto do setor de saneamento e da função produção dentro de um ambiente de 
pesquisa acadêmica. 
-  a conformação política do setor de saneamento como setor industrial. 
A motivação do pesquisador 
A pesquisa surgiu dentro da atividade profissional do pesquisador no acompanhamento 
de projetos, execução, implantação e operação de sistemas de supervisão e controle 
automatizados em um SAA. O SAA sendo considerado conta com mais de um milhão de 
ligações de água, 34 centros de reservação (reservatórios), 50 estações elevatórias com 
volume diário distribuído de seiscentos mil metros cúbicos de água que correspondem a uma  
vazão média diária aproximada de sete mil litros por segundo. 
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Dentro desta atividade profissional, com o objetivo de melhorar o planejamento das 
atividades de produção e distribuição de água em SAA, surgiu um interesse crescente pelas 
áreas de automação industrial e conseqüentemente a engenharia de produção cujo ferramental 
teórico e prático tem sido aplicado com grande intensidade para automação e controle em 
SAA na última década. 
A introdução de tecnologias de automação
7
 no setor de saneamento teve um grande 
crescimento na última década na busca de melhorar a operação dos SAA e reduzir custos 
operacionais. 
Na prática, contudo, observa-se que apesar deste ferramental de automação (hardware, 
software, sistemas SCADA e sistema de informações operacionais) ter trazido uma melhoria 
nas atividades de supervisão e controle de SAA, este ferramental e os dados gerados podem 
ser usados de forma mais eficiente no planejamento e operação de curto prazo dentro de SAA. 
Este planejamento e operação ainda são feitos com base no conhecimento ou experiência dos 
técnicos envolvidos sem uma utilização efetiva dos recursos que as tecnologias de automação 
disponibilizam para estas atividades. 
Aliado a este cenário existe um problema crescente dentro do setor de saneamento: os 
recursos hídricos disponíveis para consumo humano são limitados enquanto o consumo de 
água é crescente. Este desequilíbrio entre oferta limitada e demanda crescente, já sentido em 
muitos países, exige que os processos de produção e distribuição sejam operados de forma 
mais eficiente reduzindo as perdas de água que ocorrem no sistema entre o manancial e a casa 
do consumidor final, perdas essas que no Brasil em 2002, de acordo com o Serviço Nacional 
de Informações de Saneamento (SNIS), chegam, em média, a 44% (SNIS, 2002). 
Este percentual é inaceitável e sua redução passa necessariamente por uma melhoria 
contínua nos processos de produção e distribuição. Como exemplo: se uma operação mais 
eficiente puder reduzir estas perdas em dois pontos percentuais, isto representaria em um 
sistema cuja produção diária seja de 1000 l/s e a perda esteja em 450 l/s, uma recuperação de 
9 l/s (2% da perda de 450 l/s) que permite o abastecimento de aproximadamente 5.000 
pessoas. 
 
 
7
 Pode-se definir, dentro da terminologia da engenharia de produção, as tecnologias de automação 
como tecnologias avançadas de manufatura (AMTs) dentro da definição apresentada por [GOU2002]. 
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Dentro deste contexto, a previsão do consumo de curto ou curtíssimo prazo é uma 
ferramenta que contribui para uma operação mais eficiente nos processos de produção e 
distribuição. 
A pesquisa acadêmica dentro do setor de saneamento 
A procura por soluções para um uso mais efetivo dos dados disponibilizados por 
sistemas SCADA e a busca por ferramentas que permitissem uma melhoria contínua nos 
processos de produção e distribuição mostrou um grande vazio em relação ao processo de 
distribuição dentro de SAA. 
Uma análise da produção científica dentro do setor de saneamento tomando por base os 
últimos três congressos internacionais da Associação Brasileira de Engenharia Sanitária 
(ABES) apresenta duas situações distintas para os processo de produção e distribuição dentro 
de um SAA. Felizmente, pesquisas visando uma análise dos mananciais que fornecem a água 
e o tratamento desta (tornado-a própria para consumo humano) tem sido crescente nos últimos 
anos. Considerando-se o processo de distribuição, infelizmente, as pesquisas visando 
melhorar o desempenho e o controle da distribuição desta água não têm acompanhado o 
mesmo ritmo. 
A Tabela 1.2 mostra a quantidade e o percentual de pesquisas (artigos técnicos) 
apresentadas nos últimos três Congressos Internacionais de Saneamento e Meio Ambiente 
promovidos pela ABES e compara estes dados em cada tema específico dentro destes eventos. 
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Tabela 1.2 – Pesquisa no setor de saneamento 
nº de 
trabalhos
%
nº de 
trabalhos
%
nº de 
trabalhos
%
nº de 
trabalhos
%
Gestão Estratégica 295,9%244,1%284,0%814,5%
Produção de Água 69 14,0% 45 7,7% 92 13,1% 206 11,5%
Distribuição de Água 42 8,5% 54 9,2% 31 4,4% 127 7,1%
Coleta e Tratamento 
de Esgoto
145 29,4% 181 30,8% 233 33,1% 559 31,3%
Meio Ambiente e 
Recursos Hidricos
137 27,8% 176 29,9% 190 27,0% 503 28,2%
Resíduos Sólidos 71 14,4% 108 18,4% 129 18,3% 308 17,3%
TOTAL 493 100% 588 100% 703 100% 1784 100%
2003 TOTAL
ÁREA PRINCIPAL 
DE PESQUISA
1999 2001
 
 
Uma análise dos totais apresentados na Tabela 1.2 mostra a pouca quantidade de artigos 
e pesquisas em estratégia e gestão no setor de saneamento (4,5 %) e em distribuição de água 
(7,1%) nesses últimos anos. 
Por outro lado, a análise destes dados mostra que os trabalhos relativos ao meio 
ambiente, tratamento de esgoto e resíduos sólidos chegam a 74,8% mostrando a crescente 
preocupação em relação ao comprometimento do setor com o meio ambiente. 
Analisando as pesquisas na função de distribuição de água de um SAA, onde se 
encontram 7,1% das pesquisas, observa-se que existem oportunidades para desenvolvimento 
de pesquisas dentro deste processo. 
O gráfico da Figura 1.2 detalha as pesquisa e trabalhos científicos apresentados na 
Tabela 1.2 na área da distribuição de água. 
Esta figura também mostra que os trabalhos em análise de consumo representam menos 
de um por cento (1%) da produção científica apresentada nos últimos sete anos nos Congresso 
Internacionais da ABES evidenciando o pouco interesse da comunidade científica ligada ao 
setor de saneamento por este processo quando comparado a outros processos de maior 
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evidência como meio ambiente e recursos hídricos, desconsiderando a estreita relação de 
causa-efeito entre todos os processos. 
 
Figura 1.2- Pesquisas no processo de distribuição de água. 
 
A conformação política do setor de saneamento 
Uma primeira pergunta que surgiu em uma análise da Tabela 1.2 e da Figura 1.2 foi o 
porquê desta situação. Para responder a esta questão é preciso definir o setor de saneamento 
no Brasil e avaliar as políticas existentes no setor. 
Artigos, revistas e definições referentes ao setor de saneamento refletem o conceito de 
que o setor de saneamento é considerado como um setor de serviços, serviços de saneamento. 
As empresas do setor prestam dois serviços essenciais aos seus consumidores: 
disponibilizar água tratada com qualidade através de Sistemas de Abastecimento de Água; e 
coletar e tratar o esgoto proveniente do uso da água tratada através de Sistemas de 
Esgotamento Sanitário
8
 (SES). Algumas empresas prestam ainda o serviço de coleta e 
disposição de resíduos sólidos (lixo) em sua região de atuação. 
No Brasil, o setor de saneamento é um setor predominantemente público e regulado por 
leis federais. 
 
 
8
 Sistemas de Esgotamento Sanitário são redes de coleta, transporte e tratamento dos resíduos 
provenientes do uso da água em residências, indÚstrias, estabelecimentos comerciais e orgãos públicos. 
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O artigo 22, inciso IV da Constituição Federal determina que: 
“Compete privativamente à União legislar sobre: IV - águas, energia, informática, 
telecomunicações e radiodifusão (art.25, § 1º e art.30, I e II, ambos da Constituição Federal, 
respectivamente)”. 
Porém, apesar da legislação constitucional dizer que a competência legislativa sobre a 
questão hídrica ser da União, não se pode retirar dos Estados e dos Municípios o poder de 
legislar supletivamente. 
Turolla (2002) analisa este ambiente e dentro desta formatação política, apesar da 
indefinição de titularidade, municipal ou estadual, demonstra que os recursos naturais são de 
propriedade do município e as empresas de saneamento estariam subordinadas a gestão 
municipal ou, por concessão desta gestão, subordinadas a gestão estadual com algumas 
empresas podendo ser total ou parcialmente privatizadas através do regime de concessão do 
município ou do estado. 
Esta característica tem sido determinante no desenvolvimento do setor e influenciado o 
planejamento e desenvolvimento de estratégias nas empresas do setor. 
Os meios de comunicação mostram o debate existente no campo político sobre a 
legislação referente ao setor. Dados do Ministério das Cidades (OLIVEIRA, 2003) mostram 
que estes debates estão longe de chegarem a um bom termo. O modelo de privatização 
proposto em 1998, está sendo rediscutido dentro do novo governo e conseqüentemente está 
sendo revisto pelo setor privado a continuidade da entrada de capital privado no setor. 
Complementando este cenário de incertezas, a legislação que regulamenta o setor que estava 
para aprovação do Congresso Nacional foi retirada da pauta no início de 2003 e até meados de 
2004 não voltou a ser discutida. 
Turolla (2002) propõe uma discussão desta conformação política do setor e detalhando 
com clareza e objetividade, em uma perspectiva histórica, as características de formulação de 
preços, apropriação de custos e investimentos do setor de saneamento no Brasil. 
Este é o macro ambiente onde a presente pesquisa se encaixa e revela a importância de 
se buscarem soluções para melhoria contínua dos processos internos nas empresas de 
saneamento paralelamente ou concomitante às definições de políticas para o setor que 
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retomem o investimento em melhoria e ampliação dos sistemas de abastecimento de água no 
país. 
Este conjunto de fatores: necessidade profissional, ausência de ferramental 
teórico/prático e macro ambiente político/financeiro serviram como motivação para o projeto 
de pesquisa proposto. 
1.4  Definição da abordagem metodológica utilizada 
A abordagem metodológica define e classifica a pesquisa dentro de padrões adotados no 
mundo acadêmico. Esta classificação varia em detalhes e complexidade de autor para autor. 
Considerando o objetivo da pesquisa e o material, métodos e aplicações utilizados 
descreve-se na seqüência as possíveis classificações da presente pesquisa. 
De acordo com Fleury e Nakano (1996) e Vilares e Nakano (1998) a pesquisa pode ser 
classificada como sendo uma pesquisa quantitativa (empírica, ou método científico 
tradicional), com propósito de previsão e baseado em dados históricos existentes.  
Quantitativa por ser baseada na coleta, análise e interpretação matemática de dados numéricos 
coletados ao longo do tempo em um sistema existente. Este projeto de pesquisa, pode ainda, 
ser classificado segundo esses autores como teórico-conceitual. 
De acordo com Ashby (2002), considerando o conteúdo da pesquisa, esta pode ser 
definida como uma pesquisa de modelagem por utilizar modelos de previsão. 
De acordo com Gil (1999) a pesquisa pode ser classificada do ponto de vista de seus 
objetivos e do ponto de vista dos procedimentos técnicos adotados. Em relação aos seus 
objetivos, a pesquisa pode ser definida como uma pesquisa explicativa
 que visa identificar os 
fatores que determinam ou contribuem para a ocorrência dos fenômenos, aprofunda o 
conhecimento da realidade porque explica a razão, o “porquê” dos fenômenos. Em relação aos 
seus procedimentos técnicos, a pesquisa pode ser definida como pesquisa experimental que 
visa através de um objeto de estudo (o consumo de água), selecionar as variáveis que põem 
ser capazes de influenciá-lo, definir as formas de controle e de observação dos efeitos que as 
variáveis produzem no objeto. 
De acordo com Bertrand e Fransoo (2002) a pesquisa pode também ser classificada 
como um estudo de caso, por considerar os dados de uma empresa específica dentro do setor 
de saneamento. 
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Dentro destas definições, a pesquisa está estruturada em sete etapas (BRYMAN, 1989): 
-  entendimento do processo: etapa de contextualização do problema; 
-  conceituação do problema: etapa de explicação do problema e justificação do 
problema dentro da contextualização do problema; 
-  definição de objetivos e hipóteses: etapa de definição, com base nas duas etapas 
anteriores, dos objetivos e hipóteses que vão nortear a seqüência da pesquisa; 
-  definição dos dados: etapa de definição dos dados relevantes à pesquisa e da forma 
de coleta e tratamento destes dados; 
-  definição de modelos/ferramentas: etapa de definição do ferramental necessário 
para obtenção de resultados que comprovem ou não os objetivos e hipóteses da 
pesquisa; 
-  resultados: etapa de análise dos resultados obtidos na etapa anterior; e 
-  conclusões: etapa de apresentação dos resultados finais da pesquisa. 
A Figura 1.3 esquematiza a estruturação básica da pesquisa quanto à abordagem 
metodológica. 
 
Figura 1.3 - Estrutura básica de uma pesquisa quantitativa 
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1.5  Organização do trabalho 
A pesquisa está estruturada em cinco capítulos. 
O Capítulo 1 (Introdução) apresenta a definição do tema, os objetivos da pesquisa e uma 
justificativa e motivação da pesquisa no contexto do setor de saneamento além de uma visão 
geral do estado da arte dentro do tema da pesquisa. Este capítulo incorpora ainda a abordagem 
metodológica dentro da qual a pesquisa foi desenvolvida. 
No Capítulo 2 (Referencial teórico) está contemplado o levantamento bibliográfico do 
estado da arte e do ferramental teórico e prático utilizado na pesquisa definidos na abordagem 
metodológica. Abrange: conceitos de métodos de previsão com base em séries temporais, os 
métodos de ajuste exponencial e redes neurais utilizados pela pesquisa, e descreve algumas 
aplicações da teoria de previsão dentro do setor de saneamento. 
No Capítulo 3 (Material, métodos e aplicações) é demonstrada a aplicação do 
ferramental adotado dentro dos objetivos da pesquisa, descrevendo as perspectivas que 
sistemas de supervisão e controle automatizados trazem para melhorar o desempenho de SAA 
e detalhando os passos básicos da pesquisa na definição, coleta, tratamento e uso dos dados 
para definição dos modelos de previsão utilizados. 
O Capítulo 4 (Desenvolvimento e análise dos modelos) apresenta e discute os resultados 
obtidos dentro da metodologia proposta com a utilização das ferramentas selecionadas e a 
aplicação dessas ferramentas ao problema estudado, considerando duas amostras de dados de 
duas diferentes áreas abastecidas pelo SAA estudado. 
O Capítulo 5 (Conclusões) apresenta as conclusões sobre os resultados obtidos e 
apresenta algumas recomendações para aplicação da pesquisa e sua continuidade. 
E ao final do capítulo 5 se encontra relacionada a bibliografia utilizada como referência 
para o texto escrito e para a pesquisa em geral. 
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Capítulo 2 
Referencial Teórico 
Referencial teórico 
O referencial teórico apresenta os principais conceitos utilizados na pesquisa divididos 
nos seguintes tópicos: 
-  Previsão, séries temporais, e estatística, 
-  Inteligência artificial – redes neurais, 
-  Previsão de consumo dentro do setor de saneamento. 
Este referencial teórico surgiu da caracterização dos dados de consumo e direcionou a 
pesquisa para o estudo de ferramentas de previsão em duas áreas; a estatística, com suas 
ferramentas, ditas, “usuais” de previsão, e a inteligência artificial onde o campo de redes 
neurais está sendo cada vez mais explorado dentro da ciência da previsão. 
Este referencial teórico inicia com estatística aplicada a previsão e dentro dos métodos 
estatísticos de previsão ao estudo das séries temporais, passa pela definição de redes neurais 
dentro do campo da inteligência artificial e termina com uma avaliação das ferramentas 
discutidas e sua aplicação para previsão de consumo no setor de saneamento. 
1.1  Previsão, séries temporais e estatística 
Prever é o processo de estimar um evento futuro baseado em dados passados (histórico). 
Estes dados são combinados sistematicamente de uma forma predeterminada até se obter uma 
estimativa futura (SILVA, 2002). 
Makridakis (1998) ao analisar a ciência da previsão observa que a eficiência da previsão 
varia de acordo com o horizonte de previsão necessário. Na medida em que o horizonte 
aumenta, os resultados da previsão se tornam mais suscetíveis a erros aumentando a incerteza 
da previsão. 
Gilliland (2002) e Helberg (2003) explicam as causas de erros comuns de previsão que 
muitas vezes fazem com as técnicas de previsão sejam consideradas incorretas e inadequadas, 




  17 
quando na realidade os erros de previsão são causados, em muitos casos, por erros nos dados 
ou falhas na análise dos resultados. 
Em SAA é comum encontrar sistemas sub dimensionados ou superdimensionados 
devido a decisões sobre o projeto do sistema baseadas em previsões de longo prazo 
(horizontes de projeto de cinco a até vinte anos). A previsão de longo prazo no 
dimensionamento de SAA é outro fator que justifica uma avaliação do comportamento atual 
dos SAA visando aumentar a eficiência operacional do SAA. Essa eficiência está baseada no 
acompanhamento do comportamento atual e em adequações na operação dos componentes de 
um SAA que devem ser feitas com base em previsões do comportamento do consumo no 
curtíssimo prazo. 
Os métodos de previsão podem ser agrupados em métodos quantitativos e métodos 
qualitativos (MAKRIDAKIS, 1998; HANKE et al., 2001; ALBRIGHT et al., 2002). 
Os métodos qualitativos são métodos não analíticos, considerados métodos de predição, 
baseados em julgamento, intuição, experiência dos envolvidos, entrevista com especialistas, 
pesquisa de mercado, entre outros, e usados para criar cenários futuros. 
Os métodos quantitativos são métodos analíticos baseados em um modelo matemático e 
são considerados métodos de previsão. 
A previsão combina dados via um modelo matemático para estimar eventos futuros, já a 
predição estima eventos futuros com base em considerações subjetivas, sem combinações 
predeterminadas. (SILVA, 2003). 
Os métodos quantitativos são os mais usados em ferramentas de apoio à decisão. Os 
modelos são baseados em dados históricos e no comportamento passado de determinado 
fenômeno. 
Moretin e Toloi (1987) definem que as previsões baseadas em informações provenientes 
de dados históricos possuem três componentes básicas que contemplam padrões de 
comportamento do fenômeno, como: 
- tendências, 
- sazonalidade, 
- variações aleatórias. 
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Silva (2003) considera que para utilização de dados históricos em modelos de previsão 
deve-se ainda considerar três condições básicas: 
-  a existência de informações históricas, 
-  as informações históricas podem ser transformadas em dados numéricos, 
-  padrões passados podem ser repetidos no futuro. 
A consideração de dados históricos para modelos de previsão direcionou a presente 
pesquisa para o estudo de séries temporais e a aplicação de ferramentas que fazem uso deste 
conceito. 
A Figura 2.1 relaciona algumas ferramentas utilizadas para previsão e para predição. 
 
Figura 2.1- Métodos para previsão de demanda 
FONTE: Adaptado de Silva (2003) 
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1.2  Modelos de previsão baseados em séries temporais 
Moretin e Toloi (1987) definem uma série temporal como um conjunto de observações 
ordenadas no tempo. Levine e Berenson (2000) definem série temporal como um conjunto de 
dados numéricos obtidos durante períodos regulares ao longo do tempo. Como uma definição 
mais abrangente: Uma série temporal é um conjunto de dados numéricos espaçados no tempo. 
São dados observados ou medidos na saída de um sistema, sendo dependentes do tempo 
(hora, dia, mês, ano, etc.), estes dados fornecem informações para a previsão partindo da 
premissa que se pode prever o futuro a partir de dados passados. 
O uso de séries temporais para modelagem de fenômenos e para o estudo do 
comportamento de fenômenos diversos tem sido crescente a partir da década de 70 com base 
nos trabalhos de Box e Jenkins (1976). 
 Pode-se conceituar uma série temporal, denotada por Z
t
, onde t = 1, 2, ..., n, 
interpretando Z
t
 como sendo um conjunto de observações de uma variável aleatória indexada 
no tempo, denotada por {Z
t
, t 
∈
 
ℜ
+
}, onde 
ℜ
+
 representa o conjunto de números reais. Em 
geral, as observações vizinhas são dependentes entre si e o estudo de uma série temporal 
consiste em analisar e modelar esta dependência. 
  Em uma série temporal, os valores assumidos por uma variável ao longo do tempo em 
três componentes: componente de tendência, componente de sazonalidade, e uma componente 
aleatória denominado resíduo, erro ou ruído (ALBRIGHT et al., 2002). 
A tendência ocorre quando a série apresenta um padrão de subida ou descida que 
persiste no tempo; a sazonalidade é um padrão repetitivo do crescimento ou decrescimento de 
demanda, em períodos bem definidos e as variações aleatórias são flutuações irregulares que 
não seguem a nenhum padrão determinístico. 
  A caracterização do comportamento das vazões dentro de um SAA apresenta uma 
componente de atividade cíclica e de sazonalidade. A Figura 2.2 mostra uma curva 
característica de consumo de uma das áreas de abastecimento (ZP) utilizadas nesta pesquisa. 
Pode-se observar na Figura 2.2 a variação do consumo de água durante um período de 
oito dias. Para a ZP caracterizada observa-se que consumo é menor durante o final de semana 
e que o dia de maior consumo é uma segunda-feira. Este comportamento não é idêntico para 
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todas as ZP de um SAA de grande porte, o que inviabiliza a adoção de um modelo padrão 
para todo um SAA. 
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Figura 2.2- Perfil do consumo 
 
A caracterização do comportamento do consumo como séries temporais direciona a 
aplicação de ferramentas estatísticas como método de previsão. Direciona também a aplicação 
de ferramentas de inteligência artificial, mas especificamente as RNA. 
Na seqüência esta pesquisa apresenta conceitos teóricos básicos dos métodos de 
previsão que foram utilizados. A seção 2.3 apresenta o método estatístico de ajuste 
exponencial em três de suas variações: os modelos Simples, e de Holt modificados para 
considerar a sazonalidade, e o modelo de ajuste expoencial de Winter que incorpora a 
sazonalidade e a seção 2.4 apresenta um método relacionado à Inteligência Artificial (IA), as 
RNA. 
1.3 Ajuste Exponencial 
O método de ajuste exponencial e seus modelos (variações) são referenciados para 
aplicação em previsão de demanda por inúmeros autores (LEVINE e BERENSON, 2000; 
HANKE  et al., 2001; ALBRIGHT et al., 2002; MAKRIDRAKIS, 2002; CHOPRA e 




[image: alt]  21 
MEINDL, 2004) e tem se mostrado consistente em previsões de médio e longo prazo voltadas 
para planejamento estratégico, tático e operacional. Alguns resultados parciais obtidos durante 
o desenvolvimento desta pesquisa mostram que o método de ajuste exponencial é consistente 
também para previsões de curtíssimo prazo quando aplicado a previsão de consumo de água 
(COELHO et al., 2003). 
Os modelos ou variações do método de ajuste exponencial com maior aplicação na 
previsão de séries temporais são: ajuste exponencial simples, ajuste exponencial de Holt, e 
ajuste exponencial de Winter (ALBRIGHT et al., 2002). 
A aplicação destes modelos leva em consideração os componentes de tendência e 
sazonalidade da série temporal estudada. O modelo Simples desconsidera as componentes 
tendência e sazonalidade. O modelo de Holt considera o componente de tendência. E o 
modelo de Winter considera as componentes de tendência e sazonalidade, 
Hanke et al., (2001) e Albright et al. (2002) indicam a opção de aplicar um fator de 
sazonalidade para retirar esta componente da série temporal antes da previsão usando os 
modelos Simples e de Holt, e a aplicação deste fator após a previsão para incorporar 
novamente a sazonalidade na série temporal. Essa opção, quando aplicada, é uma alternativa 
ao método de Winter e incorpora a influência da sazonalidade aos métodos Simples e de Holt. 
Na seqüência, antes do detalhamento teórico dos modelos de ajuste exponencial, será 
apresentado o método de previsão por médias móveis, que é base do método de ajuste 
exponencial. 
1.3.1  Média móvel e ajuste exponencial 
O método de médias móveis é o mais simples método para previsão de demanda 
(ALBRIGHT et al., 2002). Ele utiliza o conceito de médias simples entre n valores anteriores 
ao valor que se deseja prever. Estes n valores representam o span ou número de termos em 
cada iteração desejada. 
∑
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ntt
t
n
YY
Y
1
)()1(
)(
^
...
 
(2.1)
onde Ŷ
(t) 
representa a previsão no período t, e Ŷ
(t-1) + ..... + 
Ŷ
(t-n ) 
representam o valores reais nos n 
períodos anteriores a t. 
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A sua simplicidade traz como contrapartida dois problemas para sua utilização: a não 
diferenciação entre valores próximos e valores distantes do ponto de previsão; e a necessidade 
de grande base de dados quando se tem um grande número de itens para previsão. 
É recomendado que seja usado como um método preliminar de previsão quando de uma 
avaliação superficial do comportamento da demanda em médio e longo prazo (ALBRIGHT et 
al., 2002). 
O ajuste exponencial (exponential smoothing) é um método relativamente intuitivo para 
o cálculo de um indicador de dinâmica (peso) do sistema que contabiliza de forma ponderada 
(pesos com decaimento exponencial) o comportamento dos valores passados em um período 
arbitrário de tempo (HANKE et al., 2001). Essa ponderação resolve o primeiro problema da 
média móvel simples da não diferenciação entre valores próximos e distantes do ponto de 
previsão. 
Em função das características da curva representativa da série temporal o ajuste 
exponencial pode ser calculado por diferentes modelos. Os três modelos mais comumente 
utilizados são: ajuste para curva sem tendência (método simples), ajuste para tendência 
(método de Holt), ou ajuste para sazonalidade (método de Winter). 
1.3.2  Ajuste exponencial simples 
No método simples, a previsão Ŷ
(t)
 é calculada a partir da última previsão realizada no 
período (t-1) adicionada ou subtraída de um coeficiente 
α (peso) que multiplica o consumo 
real (Y) e a previsão no período Ŷ
(t–1),
 de acordo com a expressão a seguir (MARTINS; 
LAUGENI, 2002): 
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onde 
α
 varia de 0 a 1 e é um valor de ponderação projetado para permitir que Ŷ
(t)
 aproxime 
uma média móvel simples através em um período de tempo arbitrário. Em outras palavras, 
deseja-se minimizar o erro entre a demanda histórica e a respectiva previsão. 
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MARTINS; LAUGENI (2002) recomendam o uso de valores pequenos para 
α
 quando a 
demanda é estável e valores grandes quando a demanda é flutuante. 
SON (1996) pondera que a determinação do 
α
 ótimo depende da função de erro (função 
custo) a ser minimizada e que se deve considerar mais de uma função de erro para avaliar o 
desempenho de um método de ajuste exponencial. 
1.3.3  Ajuste exponencial de Holt 
No método de Holt, a previsão Ŷ
(t)
 considera que a série em estudo apresenta uma 
tendência e incorpora uma componente de tendência T e um segundo coeficiente, 
β, aplicado 
no ajuste da tendência. A previsão no período (t) é calculada a partir da equação 2.3 
(ALBRIGHT et al., 2002). 
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l
onde o termo (  representa a correção da previsão considerando a componente de 
tendência (T). 
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que resulta na expressão final: 
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onde k representa o número de períodos a frente que se quer prever. 
1.3.4  Ajuste exponencial de Winter 
No método de Winter, a previsão Ŷ
(t)
 considera que a série em estudo apresenta uma um 
comportamento de sazonalidade além da componente da tendência incorporando um  
componente de sazonalidade S, um terceiro coeficiente 
γ
, e um indicativo de sazonalidade M 
que representa o intervalo em que ocorre a sazonalidade (M=4 para sazonalidade a cada 
quatro períodos de dados, M=12 para sazonalidade a cada 12 períodos de dados, e assim por 
diante). 
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A previsão dentro do método é calculada a partir da expressão a seguir (HANKE et al., 
2001): 
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onde a componente de tendência (T) é calculada como na equação 2.4, e a componente de 
sazonalidade (S) é calculada pela expressão: 
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que resulta na expressão final: 
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1.3.5  Análise da componente de sazonalidade 
Albright et al. (2002) utilizam o procedimento de retirar a componente sazonal da série 
temporal como alternativa a aplicação direta do método de Winter. Este procedimento gera 
uma nova série temporal sobre a qual podem ser aplicados os métodos Simples e de Holt para 
obtenção da previsão. A sazonalidade é adicionada a esta previsão, obtendo-se uma previsão 
final considerando a componente sazonal. 
A retirada e posterior aplicação da sazonalidade para previsão da série temporal é feita 
através de um fator de sazonalidade calculado para cada elemento do período em que ocorre a 
sazonalidade (M). Uma das formas de obtenção deste fator é através da divisão da variável 
estudada no período t pela média dos valores da variável estudada (equação 2.9). 
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1.4  Redes neurais artificiais (RNA) 
O estudo das redes neurais artificiais (RNA) é parte de um campo de estudo 
denominado de Inteligência Artificial e as RNA têm sido aplicadas para auxiliar a 
interpretação de problemas em diversas áreas do conhecimento. 
Nesta seção serão abordados os conceitos básicos de uma RNA, sua evolução nas 
últimas décadas, o modelo de rede Perceptron de Múltiplas Camadas (MLP) e o modelo 
Função de Base Radial (RBF) que são utilizados nesta pesquisa, e as características de 
arquitetura das redes neurais necessárias para a construção dos modelos de previsão. 
1.4.1  Conceituação de Redes Neurais 
Moody e Darken (1992) definem uma RNA como um sistema artificial (projetado pelo 
homem) baseado na estrutura neuronal observadas nos seres humanos. 
Haykin (1999) compara o cérebro humano a um computador, considerando o cérebro 
como um sistema de processamento de informações altamente complexo, não linear, e 
paralelo: 
“Uma rede neural é um processador maciçamente paralelamente distribuído constituído 
de unidades de processamento simples, que tem propensão natural para armazenar 
conhecimento experimental e torna-lo disponível para o uso. Ele se assemelha ao 
cérebro em dois aspectos: 
1. O conhecimento é adquirido pela rede a partir de seu ambiente através de um 
processo de aprendizagem. 
2.  Forças de conexão entre neurônios, conhecidas como pesos sinápticos, são 
usadas para armazenar o conhecimento adquirido”. 
Para Azevedo (1999), RNAs podem ser definidas como sistemas complexos 
constituídos por elementos representando algumas das características dos neurônios que 
constituem o sistema nervoso dos seres vivos e permitindo sua interação com o ambiente que 
os cerca. 
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1.4.2  Evolução da teoria sobre RNA 
As RNAs, de acordo com as definições básicas da seção anterior, representam a procura 
constante do ser humano pela compreensão de sua existência e pela representação do 
comportamento humano através de modelos. 
Desde a mitologia grega onde o robô Dédalo, criado pelo Deus Talos, defendia a ilha de 
Creta, passando pelos trabalhos de Leonardo da Vinci no século XV, até os dias de hoje esta 
busca pela reprodução do comportamento e da mente humana tem sido uma obsessão do ser 
humano. 
As redes neurais representam esta busca e a evolução da teoria sobre RNAs nas décadas 
de quarenta e cinqüenta indicava que esta busca poderia estar próxima de se tornar realidade. 
Os primeiros estudos sobre redes neurais artificiais vieram do campo da psiquiatria e da 
neuro-anatomia através de Warren McCulloch que associado ao matemático Walter Pitts 
publicaram, em 1943, o artigo pioneiro sobre redes de neurônios artificiais comparando o 
processo de comunicação das células nervosas com a transmissão de sinais elétricos entre elas 
e criando o primeiro modelo matemático de neurônio artificial. 
Em 1958, Frank Rosemblat desenvolve uma rede para reconhecimento de padrões que 
colocou as RNA em evidência nas pesquisas científicas. Em 1960 Marvin Minsky e Seymour 
Papert provam que as RNAs até então existentes não resolviam um simples problema de ´ou-
exclusivo´. Este fato reduziu o interesse e as pesquisa sobre redes neurais durante quase duas 
décadas. 
A partir de 1980 com a evolução tecnológica e com o desenvolvimento em 1986 do 
algoritmo de backpropagation as pesquisas e aplicações de RNAs retomaram um crescimento 
acelerado com o surgimento de vários tipos de redes com aplicações em vários campos do 
conhecimento. 
A Tabela 2.1, elaborada com base nos trabalhos de Hagan et al. (1996) e Haykin (1999), 
resume a evolução da teoria de redes neurais artificiais nas últimas décadas, consideradas por 
Haykin (1999) como a era moderna das redes neurais. 
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Tabela 2.1 – Resumo da evolução das RNA. 
ANO PESQUISADOR  ASSUNTO 
1940  Warren McCulloch e Walter Pitts 
Afirmam que as redes de neurônios artificiais podem executar 
qualquer função aritmética ou lógica 
1949  Donald Hebb  Demonstra o mecanismo de aprendizado dos neurônios biológicos 
1958 Frank Rosemblat 
Desenvolve a rede neural perceptron para reconhecimento de 
padrões 
1950  Bernar Widrow e Ted Hoff 
Novo algoritmo de aprendizado para redes neurais lineares (regra 
delta) 
1960  Minsky e Papert 
Provam que as redes neurais artificiais até então existentes não 
eram capazes de resolver um problema simples (XOR) 
1972 
Teuvo Kohonen e James 
Anderson 
Desenvolvimento de novos modelos de redes neurais que simulam 
a memória 
1976 Stephen Grossberg 
Desenvolvimento de modelo de rede neural artificial auto-
organizável 
1980 “Evolução tecnológica” 
Rápido desenvolvimento de ferramentas computacionais (hardware 
e software) acelera o uso dos conceitos de redes neurais artificiais 
1982 John Hopfield 
Adequação de mecanismos estatísticos para agilizar o uso de redes 
recorrentes 
1986 
David Rumelhart e James 
MacLelland 
Desenvolvimento do algoritmo backpropagation para redes neurais 
artificiais que permitiu a solução do problema do XOR 
 
A Figura 2.3 mostra os principais tipos de redes que estão sendo utilizadas, bem como 
suas aplicações mais comuns. 
 
 
Figura 2.3 - Redes Neurais mais utilizadas 
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As redes neurais fornecem, usualmente, conhecimento quantitativo não-paramétrico e 
são adequadas para identificação de sistemas, aprendizado e adaptação de processos 
complexos (HAYKIN, 1999). 
1.4.3  Arquitetura das redes neurais 
A arquitetura de uma RNA pode ser dividida em duas partes: componentes de uma 
RNA e tipologia de uma RNA. Os componentes definem as partes que compõe uma RNA, e a 
topologia define a forma com que estes componentes são agrupados. 
1.4.3.1  Componentes das RNA 
Baxter et al. (2000) definem os componentes de uma RNA como: 
 Unidades de processamento ou neurônios; 
 Camadas específicas de neurônios (layers); 
 Pesos sinápticos ou pesos (weights); 
 Regra de propagação de sinais; 
 Função de ajuste de escala (normalização); 
 Função de ativação; e 
 Regra de aprendizagem. 
 
Unidades de processamento ou neurônios 
Haykin (1999) define o neurônio como a unidade fundamental das RNAs responsável 
pelo processamento das informações. 
Os neurônios são responsáveis pela execução de atividades específicas sobre os dados 
como, por exemplo: ajustar valores de entrada e saída, tratar os pesos sinápticos, ativar ou 
amplificar sinais de neurônios através de funções de ativação. 
Os neurônios artificiais são também conhecidos como: elementos de processamento, 
nós ou nodos de uma RNA (SANTOS, 2002). 
A Figura 2.4 compara os neurônios artificiais (NA) e os neurônios biológicos (NB) 
estabelecendo a relação ente os componentes de cada tipo de neurônio. Os dendritos no NB 
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são comparados com a camada de entrada no NA; o corpo ou soma no NB é comparado com 
o neurônio no NA; as sinapses no NB são comparadas com os pesos (weights) no NA; o corpo 
ou soma no NB é comparado com o neurônio no NA; o axônio no NB é comparado com a 
camada de saída no NA; 
 
Figura 2.4 - Comparação entre o neurônio artificial e o neurônio biológico 
 
Camadas específicas de neurônios (layers) 
Estes neurônios podem ser organizados em uma ou mais camadas específicas chamadas 
de layers. Cada camada executa uma função diferente dentro da RNA. Uma camada pode, por 
exemplo, tratar os valores de entrada da RNA estabelecendo uma relação entre o mundo real e 
a RNA (camada de entrada), ou servir de interface entre a RNA e o mundo real (camada de 
saída), ou ainda executar cálculos para ativação ou não de neurônios específicos que 
transformam as entradas em saídas (uma ou mais camadas intermediárias). 
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A Figura 2.5 representa uma RNA com três camadas: a camada de entrada que recebe 
os dados de entrada, a camada oculta e a camada de saída que fornece os resultados da rede. A 
ligação entre os neurônios de cada camada é feita através dos pesos sinápticos (pesos para 
ajuste). 
 
 
Figura 2.5 - Exemplo de uma RNA com 3 camadas 
 
Pesos sinápticos (weights) 
Os neurônios de cada camada são conectados a neurônios de outras camadas através de 
pesos (weights) que representam a ligação entre neurônios. Os pesos são ajustados pela RNA, 
durante a fase de treinamento do modelo, para que a saída da RNA represente uma realidade 
esperada. 
Regra de propagação de sinais 
Os pesos compõem uma regra de propagação que define como os pesos conectados a 
um neurônio serão combinados para gerar um valor de saída do neurônio. A Figura 2.4, vista 
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anteriormente, mostra um exemplo de como estes pesos são combinados com os elementos da 
camada de entrada. 
Normalização 
Na camada de entrada, pode ocorrer ainda um ajuste dos dados ou pré-processamento 
definido como uma função de ajuste de escala que transforma os dados de entrada reais para 
valores entre 0 e 1 ou -1 e 1. A aplicação ou não desta regra em uma RNA pode alterar o 
desempenho da RNA em modelos para reconhecimento de padrões (BISHOP, 1995). 
Função de ativação 
Nas camadas intermediárias e de saída, a regra de propagação é definida por uma 
função de ativação, ou função de transferência, que determina através dos pesos sinápticos 
qual será o estado de ativação de cada neurônio da camada. Este estado de ativação é obtido 
pela aplicação da função de ativação sobre o valor de entrada no neurônio. 
Existem vários tipos de funções de ativação, as mais usadas nas RNAs são as funções: 
degrau (hard limiter), rampa (thresold logic), logistica (sigmoid), e Gaussiana (Gaussian), 
conforme ilustrado na Figura 2.6. 
 
Figura 2.6 - Exemplo de funções de ativação 
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Regra de aprendizagem da RNA 
Uma vez obtida uma saída da RNA ela deve ser comparada com a saída esperada ou 
saída real e caso esta comparação não seja satisfatória é aplicada uma regra de aprendizado 
que define como os pesos devem ser modificados para que a saída da RNA fique a mais 
próxima possível da saída real esperada. 
A aprendizagem da RNA pode ser classificada de acordo com o paradigma de 
aprendizagem utilizado e com o algoritmo de aprendizagem utilizado. A Figura 2.7 mostra 
uma classificação dos processos de aprendizagem. 
 
 
Figura 2.7 - Taxonomia do Processo de Aprendizagem 
Fonte: Haykin (1999) 
 
A seção 2.4.4 detalha a regra de aprendizagem utilizada nesta pesquisa, e na seção 4.2.7 
são apresentados alguns algoritmos utilizados para comparar diferentes modelos de RNAs. 
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1.4.3.2  Tipos de RNA 
A tipologia de uma RNA define a forma com que os componentes vistos anteriormente 
são agrupados podendo variar de acordo com o número de camadas, número de neurônios em 
cada camada, função de ativação utilizada e número de saídas. 
Haykin (1999) exemplifica quatro tipos de arquitetura: 
 Redes de Camada Única 
 Redes Multicamadas 
 Redes Recorrentes 
 Redes Treliçadas 
Uma RNA de camada única tem a camada de entrada ligada à camada de saída e são 
utilizadas para associação de padrões de entrada e saída. 
As RNAs de múltiplas camadas possuem além das camadas de entrada e saída uma ou 
mais camadas ocultas e tem aplicação no mapeamento entre conjuntos de dados de entrada e 
saída. 
As RNAs recorrentes, também chamadas de RNA com memória possibilitam que novas 
entradas sejam introduzidas dinamicamente e cada nova saída seja realimentada para 
modificar a entrada. As redes de Elman e as redes de Hopfield são exemplos de RNA 
recorrentes (BISHOP, 1995). 
As RNAs com estrutura treliçada consistem de duas ou mais dimensões de neurônios 
(as camadas de neurônio possuem mais de uma dimensão) (HAYKIN, 1999). 
A diversidade de possibilidades arquiteturas de RNA torna a criação e seleção de 
modelos bastante trabalhosa e demorada. Este trabalho se concentra no estudo de duas 
arquiteturas de RNAs, RNA perceptron de várias camadas, e RNA função de base radial. 
Estas redes são consideradas de mais simples implementação e de eficiência comprovada para 
previsão de séries temporais e aplicações no setor de saneamento (BAXTER et al., 2002). 
Na seqüência serão detalhados aspectos teóricos destas duas redes. 
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1.4.4  Rede neural artificial perceptron de múltiplas camadas (RNA-MLP) 
A RNA-MLP é aplicada para resolver os mais diversos e complexos problemas, devido 
a suas capacidades de “aproximadores universais” de uma função com uma dada precisão 
(CYBENKO, 1989), proporcionando uma ferramenta promissora à identificação de sistemas 
não lineares e abordagens de controle inteligente, preditivo e adaptativo. A RNA-MLP é uma 
generalização do perceptron de uma camada. A RNA-MLP contém três tipos de camadas: a 
camada de entrada, camada(s) oculta(s) e a camada de saída. Qualquer neurônio de uma 
camada pode interligar-se com outro neurônio da camada seguinte. A Figura 2.8 mostra uma 
RNA-MLP com três camadas. 
 
 
Figura 2.8 - Rede neural perceptron multi-camadas 
FONTE: Silva (2003) 
 
Os neurônios da camada de entrada recebem os sinais do mundo externo e os 
transmitem para os neurônios da próxima camada. Enquanto isso, os neurônios da camada de 
saída enviam a informação dos neurônios da(s) camada(s) oculta(s) para o mundo externo, 
conforme apresentado na Figura 2.8. 
A função geral da RNA-MLP é dada pela equação 2.10 como uma combinação 
ponderada de N
h
 funções de base. Neste caso, o vetor de entrada  e 
I
N
x ℜ∈
(.)
p
ϕ

representam 
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a p-ésima função de base conectada com a saída por ponderações (pesos da rede neural), 
p
ζ

 , 
onde: 
∑
Ν
=
=
h
p
pp
xxf
1
)()(
ϕζ
 
(2.10)
Considerando-se uma RNA-MLP com uma camada oculta, as funções de base da 
equação 2.10 podem ser escritas em termos da função de ativação, 
ψ(.), onde c
p
 é um vetor de 
entrada ponderado e 
θ
p
 é uma polarização (bias) escalar para o p-ésimo nó (neurônio) na 
camada oculta: 
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Seguindo a estrutura geral da RNA-MLP representada pela equação 2.10, a da RN-MLP 
consiste de 
N
i
 entradas, uma camada oculta de N
h
 funções de ativação (tangentes hiperbólicas) 
e um neurônio de saída linear que pode ser representado por 
 
 
∑
Ν
=
+=
h
p
p
T
pp
xcwxf
1
)tanh(),(
θζ
(2.12)
onde o vetor de pesos 
w contém todos os pesos e polarizações da RNA-MLP. O treinamento 
da RN-MLP é realizado de maneira supervisionada e usualmente realizada com o algoritmo 
back-propagation (BP) ou retropropagação do erro. O algoritmo BP é baseado na regra de 
aprendizado da correção do erro, que pode ser vista como uma generalização do algoritmo da 
filtragem adaptativa ou mesmo um caso especial do algoritmo dos mínimos quadrados. 
 O algoritmo BP
 é um método iterativo de gradiente projetado para minimizar a soma 
do erro quadrático (SSE), entre a saída atual e a saída desejada. Para minimizar esta função 
objetivo o algoritmo BP
  utiliza uma técnica de busca baseada em gradiente, a regra delta 
generalizada. Entretanto, o BP
 apresenta limitações como baixa velocidade de aprendizado. O 
aumento da velocidade de aprendizado, através de procedimentos heurísticos, pela 
modificação adaptativa dos parâmetros, prescrição de uma seleção específica dos pesos 
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iniciais da RN-MLP ou mesmo pela utilização da segunda derivada (uso da matriz Hessiana) 
são alternativas viáveis. 
O desempenho do BP
 é sensível à configuração do coeficiente de aprendizado e utiliza 
somente a primeira derivada (a curvatura) da superfície de erro. Com a utilização da segunda 
derivada (a taxa de mudança da curvatura), o tempo de treinamento pode ser reduzido de 
forma significativa. 
 Um dos algoritmos usados nesta pesquisa para definição de modelos de RNA-MLP é o 
algoritmo de Levenberg-Marquardt (LM) que consiste de uma aproximação do método de 
Newton e freqüentemente constitui-se de uma alternativa eficiente aos algoritmos do tipo BP 
(LEVEMBERG, 1944; MARQUARDT, 1963). O algoritmo de LM
 considera a curvatura da 
função para estabelecer o tamanho de passo ao longo da sua curvatura. A estratégia consiste 
na expansão da função 
f(x,w) = t em uma série de Taylor. O propósito é minimizar a função 
custo, 
J(w), com relação aos pesos w. O algoritmo de LM  apresenta custo computacional 
elevado, em memória e no número de operações requeridas. 
 O treinamento da RNA-MLP
 através do método de LM pode ser descrito pelo seguinte 
procedimento: 
(i)  iniciar a RNA-MLP
 e apresentar todas entradas e saídas; 
(ii)  calcular a resposta da RNA; 
(iii)  calcular a soma dos erros quadráticos; 
(iv)  cálculo da matriz Jacobiana; 
(v)  resolver a equação de Gauss-Newton para atualizar os pesos da RNA; 
(vi)  recalcular a soma dos quadrados dos erros utilizando-se a atualização dos 
pesos, 
w, através de w+∆w. Se esta soma de quadrados é menor que a prévia 
(passo iii), reduzir o fator 
µ por β, leva a w = w+∆w, e retornar ao passo (i). 
Caso contrário, aumentar o fator 
µ por β, e retornar para o passo (v); e 
(vii)  parar quando um número de épocas foi realizado ou quando a soma do erro 
quadrático encontrado está abaixo de um valor determinado 
a priori pelo 
projetista. 
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Maiores detalhes do equacionamento do método de LM para o treinamento de RNA-
MLP
 podem ser encontrados em Kollias e Anastassiou (1989) e Stan e Kamen (1999). 
1.4.5  Rede neural artificial de base radial 
Uma função de base radial, φ, apresenta uma saída simétrica em torno de um centro 
associado, µ
c
, tal que  )(
cc
x
µϕϕ
−= , onde  .  é a norma vetorial e 
µ
c
 é o centro associado a 
função base radial. Uma condição suficiente para uma função ser candidata à função de base 
radial é a de ser radialmente simétrica e a primeira derivada ser monotônica. A função 
Gaussiana é o tipo de função de base radial utilizada nesta pesquisa. As funções Gaussianas 
são caracterizadas por um parâmetro de escala (ou comprimento), 
σ, e isto é verdade para 
muitas outras classes de funções de base radial. Tais classes podem ser representadas como: 
);()(
σµϕϕ
cc
xx −=  
(2.13)
 
Um conjunto de funções de base radial pode servir como uma base para representação 
de uma diversificada classe de funções, que são expressas como combinações lineares de 
funções de base radial, tal que: 
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Uma rede neural função de base radial (RN-RBF) é um agrupamento das equações 
similar a uma rede neural feedforward com três camadas: a(s) entrada(s), camada oculta (ou 
núcleo) e nó(s) de saída. Cada unidade oculta representa uma função de base radial simples, 
com comprimento (dispersão) e posição dos centros associados. As unidades ocultas são 
algumas vezes denominadas de centróides ou núcleos. Cada unidade de saída executa uma 
soma ponderada de unidades ocultas, utilizando os valores de 
ω
j
 como pesos. A Figura 2.9 
mostra a organização de uma RNA-RBF. 
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Figura 2.9- Rede neural função de base radial 
FONTE: Orr (1996) 
 
O projeto da RN-RBF adotado nesta pesquisa é o do treinamento em dois estágios. Esta 
forma de treinamento é uma alternativa atraente para configurações off-line de treinamento. 
Nesta forma de treinamento visa-se a estimação de parâmetros de forma desacoplada e 
realizada em dois estágios, que são os seguintes: 
i.  determinação do número de centros e dos valores de 
µ
c
 e , sendo que a posição dos 
centros é determinada através do algoritmo de clusterização k-médias (MOODY; 
DARKEN, 1989; LO, 1998), e 
ii. para os centros e comprimentos obtidos no estágio (i), determinar os pesos das 
unidades da saída pela técnica da pseudo-inversa. 
1.5  Previsão de consumo no setor de saneamento 
Métodos de previsão de consumo tem sido usado em Sistemas de Abastecimento de 
Água (SAA) para previsão de curto prazo (dias, semanas), e médio prazo (meses e anos) 
visando prever receitas, acompanhar as perdas,e planejar ações de longo prazo. 
A produção científica na área de previsão dentro do setor de saneamento é fortemente 
voltada para a previsão de consumo para projetos e para planejamento estratégico (THOMAS, 
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2000; WALSKI et al., 2003), sendo ainda muito teórica e incipiente para uma previsão de 
curto prazo que contemple o comportamento do sistema no intervalo de horas ou fração de 
horas (JAIN e ORMSBEE, 2002; FALKEMBERG et al., 2003; SILVA, 2003). 
1.5.1  Previsão de consumo para modelos de simulação de SAA 
Walski et al. (2003) trabalha com a previsão de consumo considerando a aplicação de 
modelos hidráulicos sobre o comportamento das redes de distribuição e de SAA através da 
simulação do comportamento da rede estudada.  A previsão de consumo é, neste caso, um 
parâmetro de entrada do modelo e a simulação é usada para dimensionamento de novos SAA 
e é obtida com base em: número estimado de pessoas a serem abastecidas; previsão, 
geralmente baseada em censos, do crescimento populacional dentro do horizonte de projeto 
(cinco, dez e vinte anos); padrões ou indicativos de consumo por tipo/perfil de consumidor 
e/ou consumo per capita obtidos de tabelas específicas (AWWA, 1961; AZEVEDO, 1975; 
WALSKI et al., 2003). 
Atualmente esta simulação é feita através de sistemas informatizados que permitem uma 
flexibilidade e rapidez nas análises permitindo incorporar: diferentes cenários, custo de 
recursos e materiais, avaliação da qualidade da água, inclusão de demandas para incêndio e 
integração com outras ferramentas computacionais tais como bancos de dados, planilhas e 
sistemas de supervisão e controle (GARCIA, 2003). 
Os modelos de simulação de redes de abastecimento são também aplicados para prever 
o comportamento do sistema em curto prazo podendo ser conFigurados para mostrar os 
resultados em intervalos de horas ou dias e auxiliam o processo de distribuição a melhorar o 
desempenho do SAA. 
No entanto, apesar de os modelos de simulação utilizados no setor de saneamento serem 
ferramentas poderosas para projeto e ampliação de SAA e para análise do comportamento do 
SAA, estes modelos ainda não são integrados com modelos de previsão dinâmicos de forma a 
prever o comportamento do SAA e auxiliar o processo de distribuição a melhorar o 
desempenho do sistema no curtíssimo prazo. 
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1.5.2  Previsão de consumo para planejamento operacional de SAA 
As previsões de consumo utilizadas, dentro do setor de saneamento, para planejamento 
utilizam diversos métodos e abordagens em função do horizonte do planejamento a ser 
elaborado. 
Para horizontes de planejamento de meses ou anos, os métodos de regressão são os mais 
usados. A medida em que os horizontes de planejamento diminuem os métodos de regressão 
começam a perder eficiência em relação a métodos auto-regressivos e a métodos que utilizam 
técnicas de Inteligência Artificial. 
Perry (1981) utilizou modelos auto-regressivos para previsão do comportamento do dia 
seguinte 24 horas à frente utilizando como variáveis a temperatura e dados de consumo 
passados procurando avaliar e ajustar o consumo com objetivo de otimizar o uso de estações 
elevatórias de água e reduzir os custos de energia elétrica. O estudo, para a época, apresentou 
resultados promissores com a utilização de sistemas computadorizados para coleta de dados e 
aplicação do modelo proposto. 
Maidment e Parzen (1984) propõem a combinação de dois métodos, o de regressão 
múltipla e análise de séries temporais para previsão mensal do consumo com as séries 
temporais modeladas por Fourier. As variáveis consideradas neste estudo foram: população, 
temperatura, tarifa da água, dados sócio-econômicos e histórico de consumo. 
Kher e Shorosian (1986) comparam modelos regressivos para previsões de consumo 
mensais considerando ou não o efeito do ruído existente nas variáveis utilizadas. As variáveis 
consideradas no estudo são: histórico de consumo mensal, renda familiar, tarifa da água, 
precipitação média mensal, temperatura média mensal e evapotranspiração efetiva de cada 
mês considerado. Através da análise de seis modelos Kher e Shorosian (1996) concluem que 
considerar o ruído nos modelos de regressão para previsão do consumo pode trazer resultados 
mais precisos que os modelos que não consideram o ruído. 
Smith (1988) desenvolve um modelo autoregressivo para previsão diária de consumo 
através de séries temporais. O modelo considera inicialmente as componentes de estação do 
ano e dia da semana e permite incluir variáveis explicativas como tarifa da água, número de 
ligações, características sócio-econômicas, e tipo de consumo (residencial, comercial, 
industrial). 
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Rhoades e Walski (1991) aplicam um modelo de regressão múltipla para previsão de 
consumo mensal considerando as variáveis de temperatura, população, e precipitação 
pluviométrica para planejamento do SAA da cidade de Austin no estado do Texas (EUA). 
Conclui que os resultados obtidos são úteis para o planejamento, apresentam um baixo custo 
de aplicação, mas sua precisão é inferior a métodos mais avançados. 
Crommelynk et al. (1992) desenvolvem três modelos para aplicações de previsão em 
processos de distribuição de água na França. Uma para previsão de consumo médio diário e 
planejamento de médio prazo considerando até quarenta variáveis explicativas baseada em 
modelos de regressão, uma para previsão horária de vinte e quatro horas a frente com base no 
histórico de consumo e temperatura. Estes dois modelos são comparados com uma RNA. O 
trabalho conclui que as RNA são equivalentes, pelos resultados obtidos, aos métodos 
estatísticos, mas permitem uma adaptabilidade maior e podem trabalhar com menos variáveis 
que os modelos de regressão tradicionais. 
Stark et al. (2000) utilizam RNAs para previsão de consumo do dia seguinte e dez dias 
a frente com base em consumo médio diário de um período de 27 meses considerando as 
variáveis explicativas; temperatura média diária, precipitação pluviométrica, dias úteis e finais 
de semana, estação do ano e histórico de consumo horário. Compara os modelos através do 
coeficiente de determinação (estatística R
2
) mostrando a aplicabilidade do modelo de RNAs 
para previsão do dia seguinte e a necessidade de refinar o modelo RNA para prazos maiores. 
Baxter et al. (2000 e 2002) descrevem a aplicação de RNAs no processo de produção e 
qualidade da água demonstrando a eficiência deste método em sistemas complexos. Observa 
que com a crescente redução dos custos de hardware e software o uso de RNAs dentro de 
SAA tem crescido nos últimos anos. 
Stüber et al. (2000) desenvolvem um modelo de previsão de vazão horária em bacias 
hidrográficas para prever enchentes utilizando o método de lógica nebulosa (fuzzy logic) no 
desenvolvimento do modelo de previsão com resultados práticos comprovados e abre novas 
possibilidades de criação de modelos de previsão e de simulação do consumo em SAA. 
Ballini et al. (2001) aplicam o conceito de RNA em conjunto com a lógica nebulosa 
desenvolvendo um modelo neuro-fuzzy para previsão de vazões médias mensais de vazão em 
regiões de aproveitamento hidroelétrico. 
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As pesquisas de Stüber et al. (2000) e Ballini et al. (2001) mostram novas 
possibilidades de criação de modelos de previsão e de simulação do consumo em SAA, 
abrindo um campo promissor para novas pesquisas. 
Iizaka  et al. (2001) aplicam RNA para previsão de vazões para hidrologia em horas 
avaliando modelos de RNA de estrutura flexível (Analyzable Structure Neural Networks – 
ANNS) comparando este modelo com modelos usuais de retro-propagação do erro. 
Jain e Ormsebee (2002) comparam métodos tradicionais de previsão (regressão e séries 
temporais) com métodos de IA (redes neurais artificiais e sistemas especialistas) para previsão 
de consumo diário de água em SAA para previsões médio prazo. A avaliação de modelos de  
regressão diários mostra resultados imprecisos, além da necessidade de um número elevado 
de variáveis explicativas para poder considerar os efeitos de sazonalidade. A avaliação dos 
modelos de séries temporais considera cinco diferentes componentes: consumo histórico de 
curto prazo, consumo histórico de longo prazo, componente de sazonalidade, componente de 
autocorrelação e uma componente aleatória.  A avaliação de modelos RNA considera 
variáveis de demanda histórica e de temperatura em uma RNA-MLP de três camadas com 2 
entradas, 3 neurônios na camada oculta, e uma saída. Os resultados mostram que os métodos 
de IA para previsão de consumo em curto prazo apresentam melhores resultados que os 
métodos tradicionais. 
Silva (2003) aplica RNAs para previsão de consumo horário em SAA aplicando o 
algoritmo de treinamento do gradiente conjugado. Utiliza uma RNA-MLP de três camadas 
com os dados de entrada sendo divididos de acordo com as quatro estações do ano. A previsão 
de consumo de curto prazo com RNAs mostra vantagens sobre métodos estatísticos 
tradicionais por necessitar um número menor de dados históricos. 
Fernandes  et al. (2003) avaliam estatisticamente as variáveis para um modelo de 
previsão de longo prazo (meses) utilizando regressão para diferentes categorias de 
municípios. Esta categorização foi feita em cinco grupos divididos de acordo com a 
população dos municípios comparando através de modelos de regressão levando em conta 
índice de micromedição, valor da tarifa, adensamento populacional, temperatura media anual 
precipitação anual, consumo de energia elétrica por tipo consumidor, renda per capita e índice 
de desenvolvimento humano municipal (IDH-M) para cinco diferentes faixas de população 
dos municípios estudados. 
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Falkemberg  et al. (2003) desenvolvem modelos de RNAs para previsão de consumo 
vinte e quatro horas à frente considerando influências do dia da semana, influencia da hora do 
dia consumo passado e diferentes funções ativação, saída e normalização. Avalia dentro de 
cada modelo os efeitos de diferentes funções de ativação da camada oculta e de saída para 
previsão do consumo nas próximas 24 horas, obtendo resultados considerados satisfatórios 
pela quantidade de dados históricos disponíveis. Recomenda maiores estudos para horários 
onde ocorrem grandes variações de consumo o que prejudica a generalização da rede. 
Coelho et al. (2003) comparam dois métodos de previsão de consumo de água através 
de modelos de ajuste exponencial e RNAs para previsão em intervalos de quinze minutos 
utilizando dados históricos de consumo onde a entrada é composta por dois vetores de 
consumo defasados de x
(t-1)
 e x
(t)
. Os modelos de RNA apresentam desempenho similar aos 
modelos de ajuste exponencial utilizados. 
Sachet (2004) aplica modelos de regressão para previsão mensal de consumo residencial 
em SAA e analisa estatisticamente as relações entre as variáveis que influenciam o consumo. 
A análise das variáveis explicativas, número de economias, temperatura, densidade 
pluviométrica e tarifa da água contempla os parâmetros de fator r
2
 de regressão, correlação, 
multicolinearidade e correlação de erros. Este trabalho demonstra que um modelo adequado 
seria um modelo de regressão com as variáveis de temperatura e tarifa de água, observando 
que este modelo não deve ser considerado como o melhor para todos os casos, uma vez que 
depende do conjunto de dados de teste utilizado. 
1.5.3  Considerações sobre previsão de consumo em SAA 
A bibliografia referenciada na seção anterior demonstra que o melhor método de 
previsão depende de inúmeros fatores e que cada caso deve ser estudado com parcimônia, 
pois nem sempre o melhor modelo de um caso pode ser generalizado. 
Considerando o horizonte da previsão (curto, médio, longo ou curtíssimo prazo) os 
modelos de previsão tendem a ser classificados em: 
 modelos de regressão para médio prazo e longo prazo (meses e anos), 
 modelos auto-regressivos de séries temporais para curto prazo e médio prazo (dias, 
semanas, e meses), e 
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 modelos baseados em IA para previsões de curtíssimo prazo (horas e intervalos de 
horas) tem tido uma pesquisa crescente nos últimos anos e apresentado resultados 
melhores ou, ao menos, similares a modelos estatísticos tradicionais. 
Observa-se que previsões de longo alcance, em intervalos de meses e anos, podem ser 
modeladas considerando inúmeras variáveis explicativas. Na medida em que o horizonte da 
previsão diminui algumas variáveis diminuem a influência na previsão. 
A definição das variáveis explicativas a serem utilizados em modelos de previsão de 
consumo depende ainda do porte do modelo no que diz respeito à área de abrangência sendo 
modelada. Modelos para previsão de consumo de uma cidade devem considerar variáveis 
diferentes de um modelo para previsão de consumo de uma industria ou de um distrito 
industrial. 
O tratamento destas particularidades na definição das variáveis explicativas depende 
não apenas da experiência do projetista, mas principalmente do conhecimento do projetista 
sobre o ambiente no qual o modelo vai ser aplicado. 
Atualmente, a maioria dos métodos estatísticos de previsão estão integrados com 
softwares de planilha eletrônica que tornam rápidas e fáceis a criação e aplicação dos 
conceitos de previsão (HANKE et al. 2001; ALBRIGHT et al., 2003; RADOVILSKY, 2000). 
Esta facilidade de uso das ferramentas e a rapidez na obtenção de resultados, se feita sem 
critérios, pode levar a erros de interpretação dos resultados que invalidam os resultados 
obtidos. (LEVINE e BERENSON, 2000). 
Os modelos baseados em RNAs têm também, atualmente, uma grande variedade de 
softwares, alguns integrados a planilhas eletrônicas e devido à complexidade de definição de 
uma arquitetura mais eficiente, a exemplo dos softwares de estatística, podem também levar a 
erros de interpretação e conclusões inválidas. 
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Capítulo 3 
Materiais, métodos e aplicações 
Materiais, métodos e aplicações 
O  framework apresentado na Figura 3.1 mostra as aplicações, que podem ser 
desenvolvidas para auxiliar a função distribuição, que os sistemas informatizados de aquisição 
de dados de campo disponibilizam em um SAA. 
 
Figura 3.1- Framework das ferramentas de apoio na distribuição de água 
Neste framework, as legendas significam: 
“A” - Na operação tradicional os dados são coletados de instrumentos de campo por 
controladores lógicos programáveis (CLP) que podem estar programados para 
efetuar o controle local de válvulas e conjuntos moto-bomba com parâmetros de 
controle - set-points - fixos. 
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“B” - Em sistemas mais avançados os dados dos CLPs são transmitidos para sistemas  
de supervisão e controle que, através de uma interface gráfica com operadores do 
Centro de Controle Operacional (CCO), permite que sejam tomadas decisões e 
através do CCO sejam alterados parâmetros de controle dos CLPs remotos e a 
conseqüente alteração do comportamento de válvulas e conjuntos moto-bomba. 
“C” - Com os dados do sistema SCADA existe a possibilidade de armazenamento dos 
mesmos em meios digitais através de bancos de dados. 
“D”, “E”, “F” – Este banco de dados permite agilizar o planejamento de médio e longo 
prazo da operação do SAA, avaliar continuamente a eficiência do projeto 
hidráulico do SAA ou das partes que compõe um SAA - unidades de 
abastecimento, redes de distribuição, equipamentos existentes em campo - e alterar 
as condições de controle local e remoto pré-definidas para o SAA. 
As seis aplicações anteriores já são de uso constante em SAA e mostram a evolução dos 
sistemas de controle dentro do setor. 
“1” – A definição de um sistema de previsão do comportamento do sistema para 
subsidiar o controle do sistema de abastecimento a partir de um Sistema SCADA. 
“2” - A definição de um sistema de simulação do comportamento do sistema que 
auxiliaria o controle do sistema de abastecimento. 
“3” - A definição de um sistema de apoio à decisão que, com base no conhecimento 
operacional, nos dados de previsão e na simulação, poderia propor ou mesmo 
executar alteração de parâmetros de controle operacional. 
As três últimas aplicações mostram possibilidades de desenvolvimentos que contribuem 
para a melhoria da supervisão e controle de SAA aproveitando as inovações tecnológicas 
disponíveis. 
Esta pesquisa vai avaliar dois métodos de previsão do comportamento do consumo para 
subsidiar o controle do sistema de abastecimento a partir de um Sistema SCADA dentro da 
definição de um sistema de previsão do comportamento de um SAA. 
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1.1  Definição das variáveis que podem influenciar o consumo 
A Tabela 3.1 define as variáveis que podem ser utilizadas nos processos que trabalham 
com previsão de consumo no setor de saneamento. 
Estas variáveis foram obtidas com base em: 
 levantamento de dados nas áreas que trabalham com previsão de consumo
9
, 
 levantamento de dados existentes nos sistemas informatizados disponíveis em 
uma empresa do setor
10
, e 
 na experiência do pesquisador. 
A Tabela 3.1 mostra as variáveis utilizadas em previsão de consumo, os processos que 
as utilizam e o tipo de previsão que cada processo faz da variável. 
A Tabela 3.1 não contempla todos os processos e também não contempla todos os usos 
que se fazem destas variáveis, contempla apenas os processos mais operacionais e os usos 
ligados diretamente às necessidades de previsão de consumo de água e avaliação do 
comportamento do SAA. 
Dentro dos diferentes usos das variáveis consideradas na Tabela 3.1: 
 Previsão de perdas mensais e anuais no SAA; 
 Previsão de consumo anual e de longo prazo; 
 Previsão de consumo mensal e anual; 
 Previsão do consumo horário e diário; 
 Planejamento ações operacionais; 
 Previsão do comportamento do consumo e do sistema; 
 Previsão de paradas de manutenção; e 
 Previsão de tempos para retomada do abastecimento. 
 
 
9
 Processos de produção, distribuição, projetos e planejamento operacional. 
10
 A empresa que forneceu dados para a o trabalho é considerada empresa modelo no setor no Brasil e 
na América Latina. 
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A previsão de perdas e a previsão dos consumos anual e mensal estão relacionadas ao 
planejamento de médio e de longo prazo. Os demais usos listados na Tabela 3.1 estão 
relacionados com a operação de curto e curtíssimo prazo do sistema. 
Tabela 3.1 – Variáveis e processos envolvidos na previsão de consumo de água 
VARIÁVEL 
PROCESSOS QUE 
UTILIZAM A 
VARIÁVEL 
APLICAÇÃO DA VARIAVEL 
- Volume  micromedido
11
 total por 
zona de pressão 
Distribuição  Previsão de perdas mensais e anuais no 
SAA 
-  Volume macromedido por zona de 
pressão
12
 
Distribuição  Previsão de perdas mensais e anuais no 
SAA 
-  Crescimento demográfico  Projeto e 
Planejamento operacional
Previsão de consumo anual e de longo 
prazo 
- Horas de parada do sistema 
(manutenção) 
Produção e distribuição  Previsão de tempo para retomada do 
abastecimento 
- Mês ou período do ano (verão, 
inverno, férias, feriados) 
Produção e distribuição  Previsão de consumo mensal e anual 
-  Nível médio de reservação
13
  Produção e distribuição  Previsão do consumo horário e diário 
- Número de economias totais por 
zona de pressão 
Produção e distribuição  Previsão de perdas mensais e anuais no 
SAA 
-  Número de ligações totais por zona 
de pressão 
Produção e distribuição  Previsão de perdas mensais e anuais no 
SAA 
-  Número de habitantes / economia – 
taxa ocupação 
Projeto e 
planejamento operacional 
Previsão de consumo anual e de longo 
prazo 
-  Perdas no sistema distribuidor 
(volume macromedido – consumo 
total micromedido) 
Produção e distribuição e 
planejamento operacional 
Previsão de perdas mensais e anuais no 
SAA 
Planejamento de ações operacionais 
- Perfil de consumo por zona de 
pressão 
Distribuição  Perdas mensais e anuais no SAA 
- Precipitação pluviométrica  Produção e distribuição  Previsão do comportamento do consumo 
- Pressão média rede por zona de 
pressão 
Distribuição  Previsão do comportamento do Sistema 
Previsão de perdas mensais e anuais no 
SAA 
-  Reclamações de falta de água  Distribuição  Previsão de paradas de manutenção 
-  Temperatura  Distribuição  Previsão do comportamento do consumo 
-  Umidade doar  Distribuição  Previsão do comportamento do consumo 
 
 
 
11 
Define-se por volume micromedido o volume medido em cada cliente atendido pelo SAA. Este 
volume é apropriado mensalmente através de leituras de campo por equipe especializada ou diariamente através 
de telemetria em grandes consumidores (industrias e grandes condomínios por exemplo) 
12
 Define-se como volume macromedido o volume distribuído em determinada área de abastecimento 
ou zona depressão. Este volume é apropriado diariamente ou de hora em hora em sistemas sem automação e 
apropriado em tempo real em sistemas automatizados com CLP´s e sistemas SCADA. 
13
 Nível médio de reservação corresponde ao nível médio de água em um reservatório durante 
determinado período. 
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1.2  Análise e seleção de variáveis 
Na Tabela 3.1, que contém as variáveis que influenciam os processos de produção e 
distribuição, pode-se notar que alguns dados já são inter-relacionados tais como perdas no 
sistema e volumes macromedido e volume micromedido. 
De acordo com a bibliografia estudada e a Tabela 3.1, a previsão do comportamento do 
SAA no curto prazo e, dentro deste comportamento, a previsão do consumo de água está 
diretamente relacionada às seguintes variáveis: 
-  Mês ou época do ano (verão, inverno, férias, feriados); 
-  Nível médio diário de reservação; 
-  Perdas no sistema distribuidor (volume macromedido – consumo total micromedido); 
-  Perfil de consumo por zona de pressão; 
- Precipitação pluviométrica; 
-  Pressão média na rede por zona de pressão; 
- Temperatura; 
-  Umidade ar; e 
-  Volume macromedido por zona de pressão. 
Para esta pesquisa foram consideradas para análise as seguintes variáveis: histórico de 
consumo (vazão macromedida em litros por segundo) de cada zona de pressão, pressão média 
na rede para áreas abastecidas por recalque, nível de reservação para áreas abastecidas por 
gravidade, temperatura, hora do dia e dia da semana. 
Antes da definição dos métodos de previsão, direcionados pela bibliografia referenciada, 
foi feita uma análise estatística destas variáveis para avaliar a relação entre a variável 
dependente (o consumo) e as variáveis independentes que podem influenciar este consumo 
considerando diferentes amostragens de dados (seção 3.4) que serão usadas pelos métodos de 
previsão estudados (seção 3.5). Foi feita também uma análise gráfica, utilizando diagramas de 
dispersão entre cada variável explicativa e a variável de resposta. 
A análise estatística contemplou estudos de correlação entre as variáveis independentes e 
a variável dependente, autocorrelação da variável dependente com defasagem (lag) de até oito 




[image: alt]  50 
períodos, considerando a previsão de curtíssimo prazo, e uma análise das restrições, ou 
pressupostos da aplicação de técnicas de regressão. Estes estudos são muito usados para 
previsões de médio e longo prazo dentro do setor (SACHET, 2004; YOSHIDA et al., 1999). 
O resultado desta análise aliada a interpretação dos gráficos de dispersão e ao referencial 
teórico direcionou a pesquisa para o tratamento do consumo e sua previsão através de séries 
temporais com modelos de ajuste exponencial e com modelos de RNAs. 
1.3  Planejamento da obtenção dos dados da variável consumo 
Os dados de consumos utilizados na pesquisa foram obtidos de um sistema SCADA 
obedecendo as seguintes etapas: 
1.  Coleta dados do sistema SCADA (base de dados proprietária) e transferência dos 
dados para uma base de dados aberta (SQL). 
2.  Transferência dos dados da base SQL para uma planilha eletrônica. tratamento 
prévio dos dados dentro da planilha eletrônica, e geração de arquivos para serem 
utilizados nos modelos de previsão. 
3.  Aplicação dos modelos de previsão definidos. 
Esta estrutura do fluxo dos dados esta representada de forma simplificada na Figura 3.2. 
CAMPO
INSTRUMENTOS
EQUIPAMENOS
CAMPO
CONTROLE
LOCAL
CLP
BASE
DADOS
PROPRIETÁRIA
SCADA / CCO PREVISÃO
SISTEMA SCADA
4 a 20 ma
MODBUS
PROFIBUS
ASI
ALNET
etc
RADIO
Modbus
Ethernet
Etc
TELEFONIA
Discada
provada
BASE
DADOS
SQL /ACCESS /DDE
ETHERNET
ODBC
VBA
etc
SISTEMA DE PREVISÃO
ETHERNET
VBA
EXCELL PLUG 
I

C
etc
Figura 3.2 - Fluxo dos dados 
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1.3.1  Coleta de dados do sistema SCADA 
Na primeira etapa os dados são coletados automaticamente do sistema SCADA e 
enviados para uma base de dados SQL. Esta etapa de coleta de dados deve ser feita para não 
afetar o desempenho do sistema SCADA, que é um sistema crítico de controle e supervisão da 
distribuição, com as rotinas de modelagem para previsão do consumo. 
Os dados utilizados contemplam um horizonte de 8 dias em intervalos de quinze 
minutos totalizando 768 amostras. Para cada método utilizado (ajuste exponencial e redes 
neurais artificiais) foram definidas amostras de teste e de validação. 
Para fins de comparação entre os modelos desenvolvidos foram definidas seis diferentes 
amostras de dados : 
 duas amostras básicas: a primeira em uma zona de pressão
14
 abastecida por 
gravidade; a segunda em uma ZP abastecida por recalque; 
 A amostras básicas de cada ZP foi dividida em três amostras: amostra com 
dados de oito dias consecutivos, amostra com dados de quatro dias 
consecutivos, e amostra com dados de dois dias consecutivos. 
Os dados de consumo utilizados fazem parte da cidade de Pinhais na Região 
Metropolitana de Curitiba e foram divididos em duas amostras caracterizando duas áreas com 
consumos distintos. 
A definição de seis amostras de dados permite que os modelos definidos dentro de cada 
método possam ser comparados através de três diferentes amostragens para cada ZP e que se 
possa também comparar os modelos entre as ZP definidas. A comparação entre os modelos 
será feita dentro dos critérios de avaliação de modelos utilizados (seção 3.6). 
Nessa transposição do sistema SCADA para o  banco de dados SQL os dados ainda não 
possuem um tratamento para situações de anormalidade (erros e outliers). Este tratamento 
pode ser feito na base de dados ou antes do transporte do dado para o banco de dados. Nesta 
pesquisa o tratamento dos dados foi realizado na segunda etapa considerando os tipos de 
variações que as anormalidades podem causar nos dados. 
 
 
14
 A seção 1.1 define os componentes de um SAA. 
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1.3.2  Tratamento dos dados 
A segunda etapa de tratamento dos dados em planilhas eletrônicas tem por objetivo 
corrigir algumas situações de anormalidade (erros, e outliers) que ocorrem durante o processo 
de aquisição dos dados desde o campo até sua transferência para a base SQL. A Figura 3.2 
mostra o processo de aquisição dos dados. 
As situações de anormalidade encontradas podem ocorrer devido a inúmeros fatores e 
podem ser agrupados em duas categorias: problemas do sistema de automação considerando: 
instrumentos de medição, redes de comunicação de dados, equipamentos de controle e 
supervisão, e problemas nas unidades que compõe um SAA. Estas situações são detalhadas na 
seqüência. 
O tratamento dos dados pode ser feito na própria base SQL desde que ela não seja usada 
para outras aplicações. Na pesquisa foi feita a opção de trabalhar com planilhas eletrônicas 
pela facilidade de uso desta ferramenta e pela necessidade de aplicar os modelos 
desenvolvidos para previsão com diferentes formatos de arquivos de dados. 
1.3.2.1  Erros nos dados causados pelo sistema de automação 
Os erros nos dados causados pelo sistema de automação podem ocorrer nos medidores 
de vazão e nos sensores de temperatura que fornecem dados para previsão, além de outros 
instrumentos de campo cujos dados não estão sendo considerados na pesquisa. Estes 
elementos podem ser considerados elementos primários de coleta de dados. 
Os erros podem ainda ocorrer nos controladores de lógica programável que recebem 
os dados coletados pelos elementos primários ou na rede de campo que é utilizada para 
transportar estes dados desde os elementos primários até os CLP. Estes elementos podem ser 
considerados como sendo a topologia de rede de campo. 
Ou ainda, os erros podem ocorrer durante a transferência dos dados entre o campo e o 
centro de controle operacional onde fica o sistema de supervisão. 
A Tabela 3.2 sintetiza os erros mais comuns devido à automação e os efeitos que esses 
erros podem causar aos dados. 
Alguns destes erros podem ser minimizados adotando-se sistema de alimentação de 
energia (no-break) em componentes críticos do sistema e em caso de falha no micro 
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computador onde o sistema de supervisão esta sendo executado, normalmente, dependendo de 
quão crítica for a aplicação, existe um microcomputador de reserva rodando o sistema em 
paralelo e uma rede local redundante. 
Tabela 3.2 – Erros e Outliers nos dados devido à automação e manutenções 
ORIGEM DO ERRO  CAUSA  EFEITO 
Elementos primários 
Falha do instrumento 
- Quebra 
- Manutenção 
- Imprecisão  
Queda energia 
Perda dados 
- Dado zerado 
-  Dado no fundo de escala 
-  Ausência de dado 
- Dado constante 
-  Dado irreal 
Topologia rede de campo 
Falha no cabeamento 
- Quebra 
- Manutenção 
Falha CLP 
Falha de comunicação 
Queda energia 
Perda dados 
- Dado zerado 
-  Dado no fundo de escala 
-  Ausência de dado 
-  Valor dado constante 
CCO 
Falha no micro computador 
Falha na rede local (Ethernet) 
Queda energia 
Perda dados 
-  Ausência de dados 
Unidades Hidráulicas 
Manutenções corretivas e 
preventivas nas unidades 
- Adutoras 
-  Linhas de distribuição 
- Reservatórios e 
- elevatórias  
Perda de Dados 
Variações bruscas nos valores 
-  Valores acima do normal 
-  Valores abaixo do normal 
-  Oscilações dos valores 
 
1.3.2.2  Erros nos dados causados pelo SAA 
Os erros nos dados causados pelo SAA podem ocorrer devido a: quebras e/ou 
rompimentos nas adutoras, nas linhas de distribuição e na rede de distribuição; operação e 
controle inadequados do sistema de supervisão ou um problema ambiental que obrigue a uma 
parada ou restrição no tratamento de água. 
Estas situações causam variações nos valores dos dados observados que podem 
invalidar a previsão de curto prazo pretendida. 
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1.4  Ferramentas para o desenvolvimento conceitual 
Os métodos quantitativos de previsão baseados em séries temporais são os mais 
adequados para a previsão de curto prazo, podendo-se classificá-los em: métodos tradicionais 
(ajuste exponencial e Box Jenkins), métodos causais (regressão linear) e inteligência artificial 
(redes neurais, sistemas nebulosos e, algoritmos evolucionários) (SILVA, 2003). 
A pesquisa concentrou-se em comparar dois métodos de previsão: ajuste exponencial e 
redes neurais artificiais (RNAs). 
O método de ajuste exponencial tem sido aplicado na engenharia de produção para 
previsões de curto e curtíssimo prazo e é referencia obrigatória na bibLiografia que trabalha 
com planejamento da produção (HANKE et al., 2000; CHOPRA e MAINDL, 2004). 
O método de previsão baseado em RNAs tem apresentado um crescimento em suas 
aplicações dentro do setor de saneamento e mostrado vantagens sobre métodos tradicionais 
como, por exemplo, regressão linear e regressão múltipla (JAIN e ORMSBEE, 2002). 
Dentro de cada método foram definidos modelos específicos e os resultados obtidos por 
cada modelo foram comparados entre si para identificar o melhor modelo para previsão de 
curtíssimo prazo. 
Dentro do método de ajuste exponencial foram desenvolvidos três modelos: 
 Modelo de ajuste exponencial simples; 
 Modelo de ajuste exponencial de Holt; 
 Modelo de ajuste exponencial de Winter. 
Para o desenvolvimento dos modelos de AJE simples e de Holt foi aplicado um fator de 
ajuste da sazonalidade nos dados de cada amostragem conforme Albright (2002). 
Dentro do método de redes neurais foram desenvolvidos dois modelos: 
 Rede neural perceptron multicamada RNA-MLP; 
 Rede neural de base radial RNA-RBF. 
Dentro de cada modelo foram aplicadas várias configurações de arquitetura para escolha 
da melhor arquitetura. 
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O desenvolvimento da pesquisa foi feito em quatro etapas: 
 Análise e definição dos modelos de ajuste exponencial; 
 Análise e definição dos modelos de RNA-MLP; 
 Análise e definição dos modelos de RNA-RBF; e 
 Comparação entre os diversos modelos definidos; 
Na fase de análise de cada etapa foram comparados diferentes modelos de previsão 
dentro de cada método (ajuste exponencial, RNA–MLP e RNA-RBF) e na fase de definição 
foi realizada a seleção do melhor modelo dentro de critérios de avaliação definidos na seção 
3.6. 
1.5  Critérios de avaliação dos modelos 
A avaliação entre cada um dos modelos previsão estudados pode ser feita através da 
comparação entre um ou mais indicadores de erro, ou medidas de erro, dos resultados da 
previsão de cada modelo considerando erro como a diferença entre o valor obtido da previsão 
Ŷ
(t) 
e o valor real Y, conforme a equação 3.1. 
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As medidas de erro para comparação de modelos de previsão com base em séries 
temporais mais usadas na seleção de modelos são (HANKE et al., 2001; ALBRIGHT et al., 
2002; CHOPRA e MEINDL, 2004): 
-  soma do quadrado dos Erros (Sum Squared Erros – SSE); 
-  erro quadrático médio ( Mean Square Error - MSE); 
-  desvio padrão absoluto médio (Mean Absolute Deviation - MAD); 
-  erro médio absoluto em percentual (Mean Absolute Percentual Error - MAPE); 
-  bias, desvio ou viés; 
-  verificação da variação de sinal do erro (Tracking Signal - TS). 
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O erro médio quadrático (MSE) estima a variância dos erros de previsão e é obtido pela 
somatória dos erros ao quadrado dividido pelo numero de amostras avaliadas. O MSE é 
utilizado quando a simples soma dos erros ao quadrado (SSE) apresenta valores muito 
grandes que podem dificultar a interpretação e comparação de modelos de previsão. É usual 
também calcular a raiz quadrada do MSE no caso de resultados do MSE elevados, conforme 
as equações 3.2 a 3.4. 
 
∑
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O desvio padrão absoluto médio (MAD ou MAE) é obtido pela média dos valores 
absolutos do erro dentro do período estudado e determina a amplitude do erro de previsão, 
conforme as equações 3.5 e 3.6. 
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(3.6) 
desvio absoluto médio
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O MAD é usado para obter o desvio padrão do componente aleatório (
σ
) de uma série 
temporal quando é assumido que este componente é normalmente distribuído. Este desvio 
padrão é calculado conforme a equação 3.7. 
 
MAD*25.1=
σ
 
(3.7)
Uma medida simples é a média dos erros (bias) que e usada para verificar se o modelo 
de previsão apresenta um erro sistemático. O bias é calculado usando: 
 
∑
=
=
n
t
t
Ebias
1
 
(3.8)
 
As medidas de erro anteriores expressam valores absolutos dos erros, dependendo da 
escala de valores dos dados amostrados por um modelo de previsão a melhor opção é avaliar 
o erro através de valores percentuais no lugar de valores absolutos. O MAPE é a medida de 
desempenho mais usada, nestes casos, é calculada conforme a equação 3.9. 
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(3.9) 
 
Outra medida de desempenho de um modelo de previsão é o tracking signal (TS). O TS 
é usado para acompanhar o desempenho do modelo e sinalizar a necessidade de revisão do 
modelo. O TS é calculado conforme a equação 3.10. 
 
t
t
t
MAD
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TS =
 
(3.10)
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Outra medida usada é o coeficiente de determinação ou estatística R
2. 
O coeficiente de 
determinação representa a proporção de variância comum entre os valores previstos pelo 
modelo de previsão e os valores reais (Y), ou seja, a proporção da variação de Ŷ
 
explicada 
pela variação de Y, isto é, mede o quanto o valor previsto e o valor real estão ajustados. 
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(3.11) 
 
Este trabalho compara os diversos modelos de previsão estudados dentro de cada um 
dos critérios vistos nesta seção. 
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Capítulo 4 
Desenvolvimento e análise dos modelos 
Desenvolvimento e análise dos modelos 
Este capítulo contempla o desenvolvimento, a aplicação e a avaliação dos resultados de 
cada um dos modelos de previsão construídos com os métodos de ajuste exponencial e de 
redes neurais artificiais. Descreve as ferramentas de software utilizadas, bem como as 
interfaces de entrada de dados de definição dos diversos modelos. 
Foram desenvolvidos 18 modelos de ajuste exponencial e 12 modelos de redes neurais 
artificiais que serão detalhados na seqüência. 
Os modelos foram desenvolvidos de forma a prever o consumo para um período
15
 (t+1), 
um passo a frente, e foram avaliados tomando-se por base as previsões dos últimos 30 dados 
de cada amostra de dados. 
1.1  Método de ajuste exponencial 
Esta seção avalia qual dos modelos de ajuste exponencial é o mais eficiente para 
problema de previsão do consumo de água no curtíssimo prazo. 
Foram utilizados os dados referentes a cada ZP estudada e considerados três diferentes 
tamanhos de amostras (oito dias, quatro dias, dois dias). 
A definição dos modelos seguiu as seguintes etapas: 
i.  Definição do Modelo 
a.  Definição das séries de dados a serem modeladas; e 
b.  Desenvolvimento dos modelos em software específico. 
 
 
15
 Os modelos de Holt, Winter e de redes neurais permitem que sejam feitas previsões para períodos 
(t+n) adiante. 
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ii.  Aplicação dos modelos 
a.  Definição da função custo a ser otimizada; 
b.  Cálculo do(s) parâmetro(s) ou fator(es) de ajuste exponencial ótimo(s) para a 
função custo a ser otimizada. 
iii.  Avaliação dos modelos 
a.  Obter gráficos de desempenho (observado x previsto, erro); 
b.  Avaliar resultados dos modelos através dos gráficos. 
1.1.1  Definição dos modelos de ajuste exponencial 
Os modelos foram desenvolvidos utilizando o pacote de estatística StatPro
16
 em 
conjunto com o software Microsoft Excell. 
Foram elaborados dezoito modelos para o método de ajuste exponencial divididos em 
nove modelos para a ZP de gravidade e nove modelos para a ZP de recalque. Os nove 
modelos básicos para previsão um passo a frente foram: 
 Modelo para amostra de dois dias considerando o ajuste exponencial Simples; 
 Modelo para amostra de dois dias considerando o ajuste exponencial de Holt; 
 Modelo para amostra de dois dias considerando o ajuste exponencial de Winter; 
 Modelo para amostra de quatro dias considerando o ajuste exponencial Simples; 
 Modelo para amostra de quatro dias considerando o ajuste exponencial de Holt; 
 Modelo para amostra de quatro dias considerando o ajuste exponencial de Winter; 
 Modelo para amostra de oito dias considerando o ajuste exponencial Simples; 
 Modelo para amostra de oito dias considerando o ajuste exponencial de Holt. 
 Modelo para amostra de oito dias considerando o ajuste exponencial de Winter; 
 
 
16
 StatPro para Microsoft Excell (www.statpro.com) 
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1.1.2  Aplicação dos modelos de ajuste exponencial 
Para comparação entre os modelos a função custo otimizada foi baseada na medida do 
Erro Médio Quadrático (MSE). Foram feitas também análises das outras medidas de 
desempenho consideradas na seção 3.6. A análise gráfica dos modelos considerou: o erro da 
previsão, o acompanhamento do sinal (Tracking Signal - TS) e o coeficiente de determinação 
(R
2
). 
Para a previsão foram considerados os trinta valores finais de cada amostra. Este 
procedimento foi adotado para que a comparação de resultados fosse feita sobre um mesmo 
número de valores de saída dos modelos de previsão. 
Os fatores de ajuste exponencial ótimos (
α
 para ajuste exponencial simples, 
α
 e 
β
 
para ajuste exponencial de Holt e 
α
 , 
β
 e 
γ
  para ajuste exponencial de Winter) foram obtidos 
utilizando-se da função solver disponível na planilha eletrônica utilizada (Tabela 4.2). Estes 
fatores foram calculados com os dados de cada amostra desconsiderando os 30 últimos trinta 
dados usados para avaliar o desempenho de cada método. 
1.1.3  Avaliação dos modelos de ajuste exponencial 
A Tabela 4.1 mostra a comparação entre os modelos de ajuste exponencial Simples e de 
ajuste exponencial de Holt com vários critérios de seleção. 
A comparação com os critérios de avaliação de cada modelo mostra que o desempenho 
é semelhante entre o modelo de ajuste exponencial de Holt e o modelo de ajuste exponencial 
Simples, modificados para considerar a sazonalidade, e que para cada ZP escolhida existem 
melhores modelos com diferentes características. Observa-se que o modelo de ajuste 
exponencial de Winter teve um desempenho inferior mesmo sendo um modelo que considera 
diretamente a componente de sazonalidade. 
Para a ZP de recalque, onde os valores de vazão são menores, os melhores resultados 
foram obtidos com modelos com amostras de oito dias. Já na ZP de gravidade, onde os 
valores de vazão são maiores, os melhores resultados de cada modelo de AJE foram obtidos 
com diferentes tamanhos de amostra. 




[image: alt]  62 
Analisando os critérios de seleção de modelos, para a ZP de recalque o melhor modelo 
foi o ajuste exponencial Simples com amostra de oito dias, e para a ZP de gravidade o melhor 
modelo foi o ajuste exponencial de Holt com amostra de dois dias. 
Com base nos resultados obtidos, pode-se considerar que não existe um melhor modelo 
de previsão que sirva para qualquer ZP de um SAA e que a componente de tendência para 
amostras de dois, quatro e oito dias não é significativa. 
 
Tabela 4.1 – Avaliação dos modelos de ajuste exponencial 
 
RECALQUE - RESIDENCIAL
MÉTODO nº dados MAE/MAD MSE RMSE DESVIO MAPE bias
R

2

2 dias
1,1224  4,5408  1,7446  1,4030  2,135%
3,8074 
0,9594 
SIMPLES
4 dias
1,1016  1,8003  1,3417  1,3770  1,650% 4,6190  0,9808 
8 dias 0,9683 1,5539  1,2466 1,2104 1,435%
5,6442 
0,9825 
2 dias
1,4438  4,5408  2,1309  1,8047  2,135%
3,8074 
0,9594 
HOLT
4 dias
1,0719  1,8003  1,3417  1,3399  1,631% 4,6190  0,9808 
8 dias 0,9986 1,6087  1,2684 1,2482 1,478%
5,4893 
0,9819 
2 dias 1,1315 
2,0678  1,4380 
1,4143 
1,660% (4,1674)  
0,9762 
WINTER
4 dias
1,1566  2,1108  1,4529  1,4457  1,690%
(3,0458) 
0,9754 
8 dias
1,1321 
2,0572  1,4343
1,4151
1,657%
(3,5958)  0,9761 
GRAVIDADE - COMERCIAL
MÉTODO nº dados MAE/MAD MSE RMSE DESVIO MAPE bias
R
2

2 dias
2,8420  14,1582  3,7627  3,5525  1,514% 60,0300 
0,9916 
SIMPLES
4 dias 2,7535 12,8293 3,5818  3,4419  1,393% 13,6407 
0,9875 
8 dias
3,1893  16,5306  4,0658  3,9867  1,609% 17,8191  0,9840 
2 dias 2,6808 11,3982 3,3761  3,3510  1,358% 6,2773 
0,9888 
HOLT
4 dias
2,7825  13,0063  3,6064  3,4781  1,408% 13,7230  0,9873 
8 dias
3,1921  16,9751  4,1201  3,9901  1,612% 17,8067  0,9835 
2 dias
4,3645  31,023  5,5698  5,4556  2,218%
(27,8276) 
0,9702 
WINTER
4 dias
4,3062  30,504  5,5230  5,3828  2,187% (29,6601)  0,9707 
8 dias 4,2278 30,1231 5,4885 5,2848 2,144% (31,7290) 
0,9712 
A Tabela 4.2 mostra os valores ótimos para os coeficientes de ajuste exponencial (
α
 , 
β
 
e 
γ
 ) em cada modelo estudado. 
Os valores dos coeficientes de ajuste exponencial obtidos para a ZP de recalque (
α
 = 
0,8838 para o ajuste exponencial simples) para a melhor solução indicam que a componente 
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de previsão no período 
Ŷ
(t-1)
 tem peso menor do que o valor real Y
(t-1)
 na previsão 
Ŷ
(t)
 de 
acordo com a equação 2.4 vista na seção 2.3.3. 
 
Tabela 4.2 – Coeficientes de ajuste exponencial dos modelos de AJE 
RECALQUE - RESIDENCIAL
MÉTODO nº dados alfa beta gama
2 dias
1,0000 
na na
SIMPLES
4 dias
1,0000 
na na
8 dias 0,883
8

na na
2 dias
-  1,0000 
na
HOLT
4 dias
0,5264  1,0000 
na
8 dias 0,0043 0,9113
na
2 dias
1,0000  0,1823  0,3909 
WINTER
4 dias
0,8505  0,3616  - 
8 dias 0,911
8

0,2607 - 
GRAVIDADE - COMERCIAL
MÉTODO nº dados
alfa beta gama
2 dias
- 
na na
SIMPLES
4 dias 1,0000 
na na
8 dias
0,9951 
na na
2 dias -  1,0000 
na
HOLT
4 dias
-  0,9774 
na
8 dias
-  0,9158 
na
2 dias
1,0000  0,3192  0,3403 
WINTER
4 dias
1,0000  0,2884  0,2081 
8 dias 0,9790 0,2672 - 
 
 
Os gráficos das Figuras 4.1 a 4.8 mostram o comportamento dos valores previsto e a 
estatística R
2
 dos modelos de ajuste exponencial que obtiveram o melhor desempenho pela 
análise do critério de MSE, de acordo com a tabela 4.1, para as duas ZP estudadas. 
A Figura 4.1 mostra o comportamento da previsão de consumo em relação ao consumo 
real para a ZP de recalque estudada. 
Observa-se que os valores estimados de cada um dos modelos têm um comportamento 
bem próximo um do outro. 
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Pela análise gráfica não se pode afirmar que existe um melhor modelo entre os três 
modelos de melhor desempenho. 
 
Análise dos modelos de Ajuste Exponencial
 melhores modelos - ÁREA DE  comercial
50
52
54
56
58
60
62
64
66
68
70
72
74
76
78
80
1357911131517192123252729
períodos
consumos(l/s)
valores observados
rec. SIMPLES 8 dias
rec. HOLT 8 dias
rec. WINTER 8 dias
 
Figura 4.1 – Análise do melhores modelos de AJE para a área de recalque 
 Simples, Holt e Winter
 RECALQUE - 
 
As Figuras 4.2 a 4.4 apresentam o coeficiente de determinação (estatística R
2
) também 
bastante próxima entre os três modelos com o modelo de ajuste exponencial simples de oito 
dias mostrando um melhor desempenho. 
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Análise dos melhores modelos de Ajuste Exponencial
ÁREA DE elhor modelo:  estatístIca R
2
50
52
54
56
58
60
62
64
66
68
70
72
74
76
78
80
50 52 54 56 58 60 62 64 66 68 70 72 74 76 78 80
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valores previstos
 
Figura 4.2 – Coeficiente R
2
 para ZP de recalque modelo de AJE simples 
 RECALQUE / m   Sim ples  8 dias - 
R
2
 = 0,9825
 RECALQUE / m   Holt  8 dias /
R
2
 = 0,9819
 
Análise dos melhores modelos de Ajuste Exponencial
ÁREA DE elhor modelo:  estatística R
2
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valores previstos
 
Figura 4.3 – coeficiente R
2
 para ZP de recalque modelo de AJE Holt 
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Análise dos melhores modelos de Ajuste Exponencial
ÁREA DE elhor modelo:  estatística R
2
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valores esperados
valores previstos
 
Figura 4.4 – coeficiente R
2
 para ZP de recalque modelo de AJE Winter 
 RECALQUE / m   Winter  8 dias /
R
2
 = 0,9761
 
A Figura 4.5 mostra o comportamento da previsão de consumo em relação ao consumo 
real para a ZP de gravidade estudada. Observa-se que os valores estimados de cada um dos 
modelos têm um comportamento bem próximo um do outro. Pela análise gráfica não se pode 
afirmar que existe um melhor modelo entre os três modelos de melhor desempenho. 
As Figuras 4.6 a 4.8 apresentam o coeficiente de determinação (estatística R
2
) também 
bastante próxima entre os três modelos com o modelo de ajuste exponencial de Holt 
mostrando um melhor desempenho. 
 




[image: alt]  67 
Análise dos modelos de Ajuste Exponencial
 melhores modelos - ÁREA DE  comercial
145
149
153
157
161
165
169
173
177
181
185
189
193
197
201
205
209
213
217
221
225
229
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29
períodos
consumos(l/s)
valores observados
grv. SIMPLES 4 dias
grv. HOLT 2 dias
grv. WINTER 8 dias
 
Figura 4.5 – Análise dos melhores modelos de AJE para a área de gravidade 
 Simples, Holt e Winter
 GRAVIDADE - 
 GRAVIDADE / m  Sim pes 4 dias /
R
2
 = 0,9875
 
Análise dos melhores modelos de Ajuste Exponencial
ÁREA DE elhor modelo:   estatística R
2
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Figura 4.6 – Coeficiente R
2
 para ZP de gravidade modelo de AJE simples 
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Análise dos melhores modelos de Ajuste Exponencial 
ÁREA DE elhor modelo:  estatísitca R
2
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valores esperados
valores previstos
 
Figura 4.7 – Coeficiente R
2
 para ZP de gravidade modelo de AJE Holt 
 GRAVIDADE / m  Holt 2 dias /
R
2
 = 0,9888
 GRAVIDADE / m  Winter 8 dias /
R
2
 = 0,9712
 
Análise dos melhores modelos de Ajuste Exponencial 
ÁREA DE elhor modelo:  estatísitca R
2
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Figura 4.8 – Coeficiente R
2
 para ZP de gravidade modelo de AJE Winter 
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Uma vez caracterizado, pela análise gráfica e pelos critérios de avaliação dos modelos, 
que não existe diferença significativa entre os modelos de melhor desempenho e que a 
diferenciação existe apenas na consideração do número de amostras para cada ZP, foi feita 
uma observação do Tracking Signal considerando que os modelos tivessem sido aplicados na 
prática por um período idêntico ao período da avaliação. 
Na prática o critério de avaliação do Tracking Signal é utilizado para verificar a 
performance de um determinado modelo de previsão ao longo do tempo, o que não é objeto 
deste trabalho. A inclusão desta análise do Tracking Signal na pesquisa deve-se a importância 
que uma avaliação constante de um modelo de previsão de demanda deve ter quando aplicado 
na prática, avaliação esta que nem sempre é feita de maneira apropriada. 
A Figura 4.9 compara graficamente os resultados do critério de Tracking Signal dos 
nove modelos desenvolvidos para uma ZP de recalque. 
Análise dos modelos de Ajuste Exponencial através do
histórico de   ÁREA DE  residencial
(6)
(4)
(2)
-
2
4
6
8
1 3 5 7 9 11131517192123252729
períodos
Tracking Signal
rec. SIM PLES 2 dias rec. HOLT  2 dias rec. WINTER  2 dias
rec. SIM PLES 4 dias rec. HOLT 4 dias rec. WINTER  4 dias
rec. SIM PLES 8 dias rec. HOLT 8 dias rec. WINTER 8 dias
 
Figura 4.9- Comparação do Tracking Signal (TS): ZP Recalque 
 Tracking Signal
2,4 e 8 dias -  RECALQUE -
 
Observa-se na Figura 4.9 que os modelos de oito dias mantém um desempenho superior 
aos modelos de dois e quatro dias nos primeiros quinze períodos de avaliação, e que a medida 
em que são feitas mais previsões estes modelos perdem desempenho. Pode-se verificar 
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também que os modelos para quatro dias apresentam um comportamento superior aos de oito 
dias a partir do décimo quinto período. 
A Figura 4.10 compara graficamente os resultados do critério de Tracking Signal dos 
nove modelos para uma ZP de gravidade. 
 
Análise dos modelos de Ajuste Exponencial através do
histórico de  ÁREA DE omercial
(9)
(7)
(5)
(3)
(1)
1
3
5
7
9
1 3 5 7 9 11131517192123252729
periodos
Tracking Signal
grv. SIM PLES 2 dias grv. HOLT 2 dias grv. WINTER 2 dias
grv. SIM PLES 4 dia grv. HOLT 4 dia grv. WINTER 4 dias
grv. SIM PLES 8 dias grv. HOLT 8 dias grv. WINTER 8 dias
 
Figura 4.10 – Comparação do Tracking Signal (TS): ZP Gravidade 
 Tracking Signal
 2,4 e 8 dias -  GRAVIDADE - c
 
Observa-se na Figura 4.10 que o modelo de ajuste exponencial de Holt para dois dias 
mantém um desempenho constante durante todo o período de avaliação confirmando a sua 
seleção como melhor modelo considerando os critérios de desempenho. 
1.2  Redes neurais artificiais (RNAs) 
Esta seção avalia o uso de duas técnicas de redes neurais (perceptron multicamadas e a 
rede neural função de base radial) aplicados ao problema de previsão de consumo de água no 
curtíssimo prazo. 
Como foi visto na seção 2.4 a definição de modelos de RNA, apesar de contar com 
ferramentas de modelagem, depende muito do conhecimento e experiência do projetista não 
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só nos conceitos de RNA, mas também na aplicação específica ou processo onde se pretende 
adotar os modelos de RNA. 
Para o desenvolvimento e comparação dos modelos de RNAss foram elaboradas rotinas 
computacionais
17
 que permitem alterar os parâmetros de configuração da RNAs e avaliar, 
através de critérios de desempenho, diferentes arquiteturas de RNAs para uma mesma amostra 
de dados ou modelo. 
A rotina computacional esta dividida em dois programas específicos, um para gerar 
arquiteturas de RNA-MLP e outro para gerar arquiteturas de RNA-RBF. As duas rotinas 
permitem dividir a amostra de dados em: amostra de treinamento, amostra simulação e 
amostra de teste. As duas primeiras são usadas para avaliar o modelo e a amostra de teste é 
usada tanto para avaliação do modelo quanto, para no caso do modelo apresentar bom 
desempenho, comparar diferentes modelos de acordo com os critérios de desempenho. 
O tamanho das amostras de treinamento, simulação e teste são parâmetros de entrada 
das rotinas computacionais. 
Para esta pesquisa foram definidos seis modelos de RNA-MLP e seis modelos de RNA-
RBF que serão detalhados na seqüência. A exemplo do método de ajuste exponencial foram 
utilizados os dados referentes a cada ZP estudada e considerados três diferentes tamanhos de 
amostras (oito dias, quatro dias, dois dias). 
Ao final da execução de determinada arquitetura de um modelo (RNA), os resultados 
podem ou não ser transportados para uma planilha eletrônica em função da comparação 
gráfica dos resultados obtidos pelo modelo em relação a diferentes arquiteturas previamente 
obtidas. A planilha eletrônica auxilia a comparação entre as diferentes arquiteturas de um  
modelo. 
A rotina computacional para as duas RNAs utilizadas contemplou os seguintes 
módulos: 
i.  Definição da RNA: qual modelo e arquitetura para avaliação 
 
 
17
 utilizando o software MATLAB versão 5.0. www.mathworks.com 
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a.  Seleção dos parâmetros de configuração da rede (número de neurônios, 
critério de parada, funções de ativação, fatores de otimização do algoritmo de 
treinamento, entre outros); 
b.  Entrada dos dados utilizados pelo modelo (8 dias, 4 dias ou 2 dias); 
c.  Tamanho das amostras de treinamento, simulação, e teste
18
; 
d.  Definir a ZP considerada; ZP de recalque ou ZP de gravidade. 
ii.  Geração da RNA 
e.  Criação da RNA; 
f.  Treinamento da RNA; 
g.  Simulação da RNA; 
h.  Teste da RNA. 
iii.  Avaliação dos resultados da RNA 
i.  Montar gráficos de desempenho (observado x previsto, erro, e convergência 
da função custo no treinamento da rede); 
j.  Calcular medidas de desempenho (MAD, MSE, RMSE, DESVIO, MAPE e 
R
2
). 
Com os gráficos e as medidas de desempenho, o projetista passa a: 
iv.  Avaliar resultados da RNA através dos gráficos 
v.  Se resultados forem satisfatórios, exportar medidas de desempenho para avaliação 
das melhores redes de determinado modelo em planilha eletrônica 
k.  O primeiro modelo que apresentar resultados satisfatórios, de acordo com 
critérios do projetista, passa a ser considerado como modelo padrão de 
comparação. 
vi.  Definir a necessidade de simular nova rede ou modelo 
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 O tamanho das amostras de teste foi definido de forma a contemplar os últimos 30 valores da 
amostra. 
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l.  Para diferentes tamanhos de amostras de dados e ZP; 
m.  Desempenho da nova rede em relação as anteriores dentro de um 
determinado modelo. 
1.2.1  Modulo de definição dos modelos e arquiteturas de RNAs 
Os modelos iniciais, de parametrização das rotinas em MATLAB, para as RNA-MLP e 
RNA-RBF foram definidos considerando: 
 somente a série histórica de consumos com duas entradas Y
(t-1)
 e Y
(t)
 e na saída do 
sistema as RNAs obtém o vetor de saída estimado Ŷ
(t+1)
, isto é, foi realizada uma 
previsão um passo a frente para a saída real do sistema Y
(t+1)
 usando um modelo de 
previsão série-paralelo (VANDERBILT, 2000; NARENDRA e 
PARTHASARATHI, 1990), e 
 a rede composta por três camadas (layers) – entrada, oculta, e saída. 
Para os dados de entrada nos modelos de RNAs avaliados foram consideradas duas 
opções: somente a série histórica de consumo, ou a série histórica acrescida de dados de 
temperatura, hora do dia, dia da semana , pressão (no caso da ZP de recalque) e nível (no caso 
da ZP de gravidade). 
A rotina em MATLAB permite uma variação no número de entradas defasadas da série 
histórica de consumo possibilitando incluir este parâmetro para a geração de diferentes 
arquiteturas de rede. 
Os modelos iniciais RNA-MLP foram definidos com duzentas épocas para treinamento 
usando o método de LM, e cinco neurônios na camada oculta.  
As duzentas épocas de treinamento foram definidas após a análise de algumas 
arquiteturas que convergiam a função custo adotada a partir da qüinquagésima época. 
A definição de cinco neurônios na camada oculta também foi resultados da análise de 
algumas arquiteturas com três, dez e quinze neurônios na camada oculta. Esta análise apontou 
uma rede de cinco neurônios na camada oculta como a rede com melhor generalização
19
. 
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 Uma rede com boa generalização é aquela em que os erros das fases de treinamento, validação e  
testes são próximos e baixos. 
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A adoção do algoritmo de LM para treinamento da rede, além do fato de ser indicado na 
bibliografia como um algoritmo de boa resposta para problemas de previsão de séries 
temporais, foi feita após a aplicação de outros algoritmos de treinamento em algumas 
arquiteturas definidas. 
Os modelos iniciais da RNA-RBF foram definidos com a função Gaussiana como 
função de ativação (equação 4.1): 
2
2
)(
r
cx−
−
l  
(4.1) 
e um fator (c) de distancia do centro (spread) inicial de 0,5. 
A distância de 0,5 para o spread foi feita considerando que a distância entre os valores 
extremos dos vetores de entrada normalizados é dois (normalização entre –1 e 1). 
A Figura 4.11 mostra a tela de entrada de dados para definição da arquitetura e seleção 
dos dados de entrada para os modelos RNA-MLP. 
A rotina permite definir doze diferentes parâmetros na tela de entrada (Figura 4.11). 
Os três primeiros parâmetros definem as funções utilizadas pelo modelo: 
 Método de treinamento: permite que sejam definidos e comparados modelos com 
diferentes algoritmos de treinamento; 
 Função de ativação da camada oculta: permite que sejam definidos e comparados 
modelos com diferentes funções de ativação na camada oculta; 
 Função de ativação da camada de saída: permite que sejam definidos e comparados 
modelos com diferentes funções de ativação na camada de saída. 
Os cinco parâmetros seguintes definem o numero de entradas de dados considerados 
pelo modelo e os percentuais das amostras de treinamento, validação e simulação (teste) do 
modelo. A divisão da amostra de dados em três conjuntos de dados é recomendada para 
avaliar o desempenho da RNA e melhorar a capacidade de generalização da RNA: 
 A quarta entrada define se o modelo vai considerar como matriz de entrada somente 
os dados de consumo ou os dados de consumo acrescidos de dados de temperatura, 
hora, dia da semana, pressão recalque (para ZP de recalque) e nível (para ZP de 
gravidade); 
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Figura 4.11 – Tela de definição parâmetros e entrada de dados da RNA-MLP 
 
 A quarta entrada define se o modelo vai considerar como matriz de entrada somente 
os dados de consumo ou os dados de consumo acrescidos de dados de temperatura, 
hora, dia da semana, pressão recalque (para ZP de recalque) e nível (para ZP de 
gravidade); 
 A quinta entrada define o número de séries defasadas (χ
(t-i)
) do consumo que serão 
consideradas na camada de entrada da RNA; 
 Percentual da amostra a ser utilizada no treinamento da rede; 
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 Percentual da amostra a ser utilizada na simulação da rede; 
 Percentual da amostra a ser utilizada no teste da rede; 
Os três parâmetros seguintes definem características internas do modelo: 
 Número de neurônios na camada oculta; 
 Número de épocas de treinamento; 
  Critério de parada. 
Os dois parâmetros seguintes definem características específicas para alguns algoritmos 
de treinamento baseados em heurísticas e em técnicas de otimização do processo de 
aprendizagem: 
 Taxa de aprendizagem (learning rate); 
 Termo de momento a ser utilizado no treinamento (momentun); 
Os dois últimos parâmetros definem qual a mostra de dados vai ser utilizada (2, 4 ou 8 
dias) e qual a ZP a ser utilizada (recalque ou gravidade): 
 Qual arquivo de dados; 
 Qual série de dados a RNA vai utilizar. (ZP de gravidade ou ZP de recalque), 
A Figura 4.12 mostra a tela de entrada de dados para definição da arquitetura e seleção 
dos dados de entrada para os modelos RNA-RBF. A rotina permite definir onze diferentes 
parâmetros na tela de entrada. 
Os dois parâmetros iniciais definem o numero de entradas de dados considerados pelo 
modelo: 
 A primeira entrada define se o modelo vai considerar como matriz de entrada 
somente os dados de consumo ou os dados de consumo acrescidos de dados de 
temperatura, tempo, dia da semana, pressão recalque (para ZP de recalque) e nível 
(para ZP de gravidade); 
 A segunda entrada define o número de séries defasadas (χ
(t-i)
) do consumo que serão 
consideradas no modelo; 
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Figura 4.12 – Tela de definição parâmetros e entrada de dados da RNA-RBF 
 
As três entradas seguintes definem o tamanho das amostras de treinamento, validação e 
teste dos modelos A divisão da amostra de dados em três conjuntos de dados é recomendada 
para avaliar o desempenho da RNA e melhorar a capacidade de generalização da RNA: 
 Percentual da amostra de treinamento; 
 Percentual da amostra para validação; 
 Percentual da amostra para simulação; 
Os quatro parâmetros seguintes definem características internas do modelo: 
 Número máximo de neurônios na camada oculta; 
 Número de neurônios a serem incrementados a cada iteração do modelo; 
 Critério de parada; 
 Distância a ser considerada para a função de base radial. 
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Os dois últimos parâmetros definem qual a mostra de dados vai ser utilizada (2, 4, ou 8 
dias) e qual a ZP a ser utilizada (recalque ou gravidade): 
 Qual arquivo de dados;, 
 Qual série de dados a RNA vai utilizar (ZP de gravidade ou ZP de recalque). 
1.2.2  Modulo de geração, teste e simulação da RNA 
A aplicação do modelo considera as funções padrões do MATLAB para criação, 
treinamento e simulação dos modelos de RNA. 
A Tabela 4.3 mostras quais funções foram utilizadas dentro dos modelos de RNA-MLP 
e RNA-RBF. 
Tabela 4.3 – Funções MATLAB para RNA-MLP e RNA-RBF
 
 RNA-MLP  RNA-RBF 
CRIAÇÃO 
rede = newff
(minmax(vt), [S1 
S2],{fat_oculta fat_saida},met_treino); 
TREINAMENTO 
[rede,epoca_desempenho] = 
train
(rede,vt,st); 
rede = newrb
(vt,st, criterio, spread,S1,S2), 
ou 
 
rede = newrbe
(vt, st, spread) 
SIMULAÇÃO 
se = sim
 (rede,vt); 
se = sim
(rede,vv); 
NORMALIZAÇÃO 
DOS DADOS 
[vt,minvt,maxvt] = premnmx
(vet_t); 
sai_v = postmnmx(se,minst,maxst); 
1.2.3  Modulo de Avaliação da RNA 
Esta parte da rotina computacional gera três gráficos e calcula seis medidas de 
desempenho para avaliar as repostas de uma RNA. 
Os gráficos permitem visualizar se o modelo criado está dando uma resposta 
satisfatória. Estes gráficos são: comparação entre valores previstos pelo modelo, na fase de 
simulação do modelo, e valores esperados (reais), diferença entre valores previstos e valores 
esperados na fase de simulação do modelo e a evolução da função custo durante a fase de 
treinamento do modelo. 
A Figura 4.13 mostra os gráficos gerados em situações de resposta satisfatória para uma 
RNA de um modelo RNA-MLP. A Figura 4.13-a mostra os valores de consumo em litros por 
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segundo previstos pela RNA e os valores esperados, e a Figura 4.13-b mostra os erros entre os 
valores do previstos e os valores esperados. 
A Figura 4.14 mostra os gráficos gerados em situações de resposta não satisfatória para 
uma RNA de um modelo RNA-RBF. A Figura 4.14-a mostra os valores de consumo em litros 
por segundo previstos pela RNA e os valores esperados, e a Figura 4.14-b mostra os erros 
entre os valores previstos e os valores esperados. 
 
 (a) – RNA candidata (b) – RNA candidata 
Figura 4.13 – Gráficos de desempenho da RNA-MLP 
 
 (a) – RNA rejeitada (b) – RNA rejeitada 
Figura 4.14 – Gráficos de desempenho de RNA-RBF 
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A Figura 4.15 mostra os gráficos de convergência da função erro MSE que foi 
minimizada na fase de treinamento de duas RNAs estudadas. A Figura 4.15-a mostra o 
resultado de uma RNA candidata e a Figura 4.15-b mostra o resultado de uma RNA rejeitada. 
O módulo de avaliação da rotina computacional calcula ainda as medidas de 
desempenho para comparação entre diferentes RNAs e modelos de RNAs estudados. As 
medidas de desempenho calculadas são as mesmas utilizadas nos modelos de ajuste 
exponencial: MAE, MSE, RMSE, VAR, MAPE e R
2
. 
As medidas de desempenho, no caso de uma RNA com resultados satisfatórios, são 
exportadas para uma planilha eletrônica para ser feita uma comparação entre as diversas 
RNAs de cada modelo e a seleção final do melhor modelo de RNA para previsão de consumo. 
 
 
 
 (a) – RNA candidata (b) – RNA rejeitada 
Figura 4.15 – Gráficos para verificação da eficiência do modelo 
1.2.4  Comparação entre RNAs candidatas dentro de cada modelo 
Uma vez que tenham sido selecionadas RNAs candidatas para cada um dos modelos de 
RNAs (RNA-MLP e RNA-RBF para amostras de oito, quatro e dois dias m cada ZP estudada) 
é feita uma comparação entre estas RNAs comparando as medidas de desempenho (erros), 
calculadas na fase de teste dos modelos, através de planilhas eletrônicas de cada modelo 
estudado. 
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Considerando que os modelos de ajuste exponencial foram otimizados pelo critério 
MSE e que o treinamento das RNAs foi realizado para otimizar este mesmo critério, a seleção 
do melhor modelo será feita com base no critério MSE. 
A Tabela 4.4 mostra os resultados para comparação das seis RNAs candidatas para o 
modelo RNA-MLP com tamanho de amostra de oito dias da ZP de gravidade. 
As onze primeiras linhas da Tabela 4.4 mostram a definição dos parâmetros de 
arquitetura para cada RNA candidata, as sete linhas seguintes mostram os critérios de erros 
(medidas de desempenho) de cada RNA candidata que permitem avaliar cada RNA candidata 
e selecionar a melhor RNA dentro modelo RNA-MLP para oito dias, e as últimas cinco 
últimas linhas mostram os tempos de processamento de cada RNA candidata. Os valores em 
vermelho representam os parâmetros modificados de cada RNA candidata a ser avaliado em 
relação a RNA candidata considerada anteriormente. 
A primeira coluna da tabela relaciona: os componentes e parâmetros definidos para as 
RNAs candidatas, as medidas de desempenho de avaliação para comparação entre as RNA 
candidatas, e alguns tempos de processamento das RNAs candidatas. 
 
Tabela 4.4 – Comparação dos modelos RN-MLP – amostra de oito dias – ZP de gravidade 
RNA A RNA B RNA C RNA D RNA E RNA F
8 dias 8 dias 8 dias 8 dias 8 dias 8 dias
% amostras utilizadas
4,0% 4,0% 4,0% 4,0% 4,0% 4,0%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00  32,00  32,00 
neuronios na camada oculta 5,00 
5,00  5,00  5,00 
tamanho da amostra de dados
768,00  768,00  768,00  768,00  768,00  768,00 
% da amostra para treinamento 60,00%
60,00% 60,00% 60,00% 60,00% 60,00%
tamanho da amostra de treinamento 460,00 
460,00  460,00  460,00  460,00  460,00 
entradas (serie ou serie +) 1,00 
2,00  1,00  1,00 
número series defasadas 2,00 
2,00  2,00  2,00  2,00  2,00 
num ero de epocas 200,00 
200,00  200,00  200,00  200,00  200,00 
criterio de parada 0,00 
0,00  0,00  0,00  0,00  0,00 
taxa de aprendizagem 0,10 
0,10  0,10  0,10  0,10  0,10 
momento 0,50 
0,50  0,90  0,90  0,90 
MAE 4,2662  4,2483  4,3593  4,0312  4,0731  3,9808 
MSE 29,454  34,321  30,009  28,275  28,229  28,581 
RMSE 5,4271  5,8584  5,4780  5,3174  5,3131  5,3462 
VARiancia 5,3328  5,3104  5,4491  5,0390  5,0913  4,9760 
MAPE 0,397% 1,004% 0,291% 0,440% 0,362% 0,318%
BIAS 21,89  53,32  13,13  25,59  20,05  17,83 
R2 0,9712  0,9712  0,9713  0,9725  0,9723  0,9718 
tempo total 7,1810  10,4150  10,425  7,8420  11,6970  16,1330 
tempo geracao 0,5610  0,5910  0,5910  0,5810  0,5810  0,5910 
tem po treinam ento 5,9890  9,0930  9,1230  6,6100  10,4150  14,9010 
tempo validacao 0,0600  0,1000  0,1100  0,0700  0,0700  0,0700 
tempo sim ulacao 0,0100  0,0200  0,0100  0,0200  0,0200  0,0100 
 
10,00  15,00 
2,00  1,00 
0,90 
RNA
MLP
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A segunda coluna mostra os valores definidos para a RNA padrão que serve de 
referência para avaliação das demais RNAs candidatas, e as demais colunas representam as 
demais RNAs candidatas a serem comparadas. 
A Tabela 4.5 mostra os resultados para comparação das seis RNAs candidatas para o 
modelo RNA-RBF com tamanho de amostra de oito dias da ZP de gravidade. 
Tabela 4.5 – Comparação dos modelos RNA-RBF – amostra de oito dias – ZP de gravidade 
RNA A RNA B RNA C RNA D RNA E RNA F
8 dias 8 dias 8 dias 8 dias 8 dias 8 dias
% am ostras utilizadas
4,0% 4,0% 4,0% 4,0% 4,0% 4,0%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00  32,00  32,00 
neuronios na camada oculta
200,00  200,00  200,00  200,00  200,00  200,00 
tamanho da amostra de dados
768,00  768,00  768,00  768,00  768,00  768,00 
tamanho da amostra de treinamento 460,00 
460,00  460,00  460,00  460,00  460,00 
% da amostra para treinamento 60,00%
60,00% 60,00% 60,00% 60,00% 60,00%
entradas (serie ou serie +) 1,00 
1,00  1,00  1,00  1,00  1,00 
número series defasadas 2,00 
2,00  2,00  2,00 
criterio de parada 0,10 
0,10  0,10  0,10  0,10  0,10 
distancia do centro para funcao RBF  1,00 
1,50 
MAE 4,4258  4,7285  4,4119  4,4339  4,6912  5,2710 
MSE 33,746  36,498  30,792  31,283  37,228  45,941 
RMSE 5,8091  6,0414  5,5490  5,5931  6,1015  6,7780 
VARiancia 5,5322  5,9107  5,5148  5,5423  5,8640  6,5888 
MAPE 0,608% 0,433% 0,520% 0,509% 1,308% 0,849%
BIAS 32,46  24,64  27,98  27,63  72,71  45,03 
R
2
0,9681  0,9641  0,9705  0,9699  0,9722  0,9578 
tempo total 5,8180  4,2460  4,2260  4,2260  3,835  4,055 
tempo geracao 3,9160  3,1840  3,1750  3,1750  2,974   3,154 
tempo validacao 0,4300  0,2910  0,2700  0,2800  0,2300  0,2810 
tempo sim ulacao 0,0500  0,0500  0,0400  0,0400  0,0400  0,0400 
 
1,00  3,00 
0,50  1,50  2,00  1,50 
RNA
RBF
 
A primeira coluna da tabela 4.5 relaciona: os componentes e parâmetros definidos para 
as RNAS candidatas, as medidas de desempenho de avaliação para comparação entre as 
RNAS candidatas, e alguns tempos de processamento das RNAS candidatas. 
A segunda coluna mostra os valores definidos para a RNA padrão que serve de 
referência para avaliação das demais RNAS candidatas, e as demais colunas representam as 
demais RNAS candidatas a serem comparadas. 
As dez primeiras linhas mostram a definição dos parâmetros de arquitetura para cada 
RNA candidata, as sete linhas seguintes mostram os critérios de erros (medidas de 
desempenho) de cada RNA candidata que permitem avaliar cada RNA candidata e selecionar 
a melhor RNA dentro do modelo RNA-RBF para oito dias, e as últimas quatro linhas 
mostram os tempos, em segundos, de processamento de cada RNA candidata. Os valores (em 
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vermelho) representam os parâmetros modificados de cada RNA candidata a ser avaliado em 
relação a RNA candidata, considerada anteriormente. 
1.2.5  Avaliação dos modelos de RNA-MLP e RNA-RBF 
Para a avaliação dos modelos de RNAs foram definidas doze Tabelas nos moldes das 
Tabelas 4.4 e 4.5, com seis Tabelas para cada ZP estudada: 
 ZP de gravidade 
o  três Tabelas para avaliar os modelos RNA-MLP com amostras de dois, quatro 
e oito dias; 
o  três Tabelas para avaliar os modelos RNA-RBF com amostras de dois, quatro e 
oito dias. 
 ZP de recalque 
o  três Tabelas para avaliar os modelos RNA-MLP com amostras de dois, quatro 
e oito dias; 
o  três Tabelas para avaliar os modelos RNA-RBF com amostras de dois, quatro e 
oito dias. 
A seguir estão detalhadas as avaliações dos modelos da ZP de gravidade através de uma 
análise das seis Tabelas correspondentes. 
Para não duplicar conceitos e avaliações de definição dos melhores modelos de RNA as 
análises da ZP de recalque não são detalhadas. A Tabela 4.10 apresenta a avaliação dos doze 
melhores modelos de previsão por RNA no mesmo formato apresentado na avaliação dos 
modelos de ajuste exponencial (Tabela 4.1). 
1.2.5.1  Seleção do modelo de RNA-MLP para amostra de oito dias da ZP de gravidade 
Para o modelo de RNA-MLP com amostra de oito dias de dados foram comparadas as 
seguintes redes (Tabela 4.4): 
 rede A: rede com três camadas; duas entradas baseadas na série histórica dos dados; 
cinco neurônios na camada oculta, uma camada de saída e fator de momento para 
otimização do algoritmo de LM de 0,5. 
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 rede B: baseada na rede A com seis entradas sendo duas entradas baseadas na série 
histórica dos dados e quatro entradas com dados de dia, período, temperatura, nível 
para ZP gravidade ou pressão para ZP de recalque. 
 rede C: baseada na rede B com fator de momento para otimização do algoritmo de 
LM de 0,9. 
 rede D: baseada na rede A com fator de momento para otimização do algoritmo de 
LM de 0,9. 
 rede E: baseada na rede D com dez neurônios na camada oculta. 
 rede F: baseada na rede E com quinze neurônios na camada oculta. 
Para a amostra de oito dias as melhores respostas foram obtidas pelas redes D, E e F. 
Estas redes apresentaram um desempenho próximo na análise dos gráficos de: convergência 
da função custo durante o treinamento, erros para a amostra de teste e comparação entre os 
valores estimados pela RNA e os valores reais esperados. A rede D foi escolhida como o 
melhor modelo de RNA-MLP por apresentar melhor desempenho no critério MSE. 
1.2.5.2  Seleção do modelo RNA-MLP para amostra de quatro dias da ZP de gravidade 
A Tabela 4.6 mostra os resultados para comparação de quatro RNAs candidatas para o 
modelo de RNA-MLP com tamanho de amostra de quatro dias da ZP de gravidade. 
Para o modelo de RNA-MLP com amostra de quatro dias de dados foram comparadas 
as seguintes RNAs (Tabela 4.6): 
 rede A: rede com três camadas; duas entradas baseadas na série histórica dos dados; 
cinco neurônios na camada oculta, uma camada de saída e fator de momento para 
otimização do algoritmo de LM de 0,5; 
 rede B: baseada na rede A com fator de momento para otimização do algoritmo de 
LM de 0,9; 
 rede C: baseada na rede B com dez neurônios na camada oculta; 
 rede D: baseada na rede B com quinze neurônios na camada oculta. 
 Para a amostra de quatro dias a melhor resposta foi obtida pela rede C que apresentou 
um desempenho superior no critério MSE. 
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Tabela 4.6 – Comparação dos modelos RNA-MLP – amostra de quatro dias – ZP de gravidade
RNA A RNA B RNA C RNA D
4 dias 4 dias 4 dias 4 dias
% amostras utilizadas
8,1% 8,1% 8,1% 8,1%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00 
neuronios na camada oculta 5,00 
5,00 
tamanho da amostra de dados
384,00  384,00  384,00  384,00 
% da amostra para treinamento 60,00%
60,00% 60,00% 60,00%
tamanho da amostra de treinamento 230,00 
230,00  230,00  230,00 
entradas (serie ou serie +) 1,00 
1,00  1,00 
número series defasadas 2,00 
2,00  2,00  2,00 
num ero de epocas 200,00 
200,00  200,00  200,00 
criterio de parada 0,00 
0,00  0,00  0,00 
taxa de aprendizagem 0,10 
0,10  0,10  0,10 
momento 0,50 
0,90  0,90 
MAE 4,8498  4,8498  3,9971  4,0878 
MSE 32,931  32,931  29,662  32,398 
RMSE 5,7386  5,7386  5,4462  5,6919 
VARiancia 6,0622  6,0623  4,9964  5,1098 
MAPE 0,339% 0,339% 0,900% 1,070%
BIAS 20,40  20,39  53,87  65,10 
R2 0,9675  0,9675  0,9737  0,9726 
tempo total 7,7410  6,0090  8,0810  10,244 
tempo geracao 1,0420  0,6210  0,5810  0,5900 
tem po treinam ento 5,6980  4,7770  6,8690  8,9830 
tempo validacao 0,0900  0,0600  0,0710  0,0700 
tempo sim ulacao 0,0100  0,0100  0,0100  0,0100 
 
10,00  15,00 
1,00 
0,90 
RNA
MLP
 
1.2.5.3  Seleção do modelo RNA-MLP para amostra de dois dias da ZP de gravidade 
A Tabela 4.7 mostra os resultados para comparação de cinco RNAs candidatas para o 
modelo RNA-MLP com tamanho de amostra de dois dias da ZP de gravidade. 
Para o modelo de RNA-MLP com amostra de dois dias de dados foram comparadas as 
seguintes RNAs (Tabela 4.7): 
 rede A: rede com de três camadas; duas entradas baseadas na série histórica dos 
dados; cinco neurônios na camada oculta, uma camada de saída e fator de momento 
para otimização do algoritmo de LM de 0,5; 
 rede B: baseada na rede A com fator de momento para otimização do algoritmo de 
LM de 0,9; 
 rede C: baseada na rede B, com dez neurônios na camada oculta; 
 rede D: baseada na rede C com fator de momento para otimização do algoritmo de 
LM de 0,5. 
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 rede E: baseada na rede D com quinze neurônios na camada oculta. 
 
Tabela 4.7 – Comparação dos modelos RNA-MLP – amostra de dois dias – ZP de gravidade 
RNA A RNA B RNA C RNA D RNA E
2 dias 2 dias 2 dias 2 dias 2 dias
% amostras utilizadas
16,2% 16,2% 16,2% 16,2% 16,2%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00  32,00 
neuronios na camada oculta 5,00 
5,00  10,00 
tamanho da amostra de dados
192,00  192,00  192,00  192,00  192,00 
% da amostra para treinamento 60,00%
60,00% 60,00% 60,00% 60,00%
tamanho da amostra de treinamento 115,00 
115,00  115,00  115,00  115,00 
entradas (serie ou serie +) 1,00 
1,00  1,00  1,00  1,00 
número series defasadas 2,00 
2,00  2,00  2,00  2,00 
num ero de epocas 200,00 
200,00  200,00  200,00  200,00 
criterio de parada 0,00 
0,00  0,00  0,00  0,00 
taxa de aprendizagem 0,10 
0,10  0,10  0,10  0,10 
momento 0,50 
0,90  0,50 
MAE 4,4744  4,4741  4,6741  4,2605  5,4152 
MSE 33,851  33,842  43,066  31,204  50,645 
RMSE 5,8181  5,8174  6,5625  5,5861  7,1165 
VARiancia 5,5930  5,5927  5,8426  5,3256  6,7690 
MAPE 0,807% 0,807% 0,857% 0,765% 0,342%
BIAS 45,05  45,03  49,03  43,91  26,53 
R2 0,9689  0,9689  0,9595  0,9711  0,9525 
tempo total 5,0270  5,2370  6,5900  6,5600  7,7410 
tempo geracao 0,5700  0,5910  0,5810  0,5910  0,5810 
tempo treinamento 3,8060  4,0460  5,3580  5,3080  6,5390 
tempo validacao 0,0700  0,0700  0,0600  0,0700  0,0600 
tempo sim ulacao 0,0100  0,0200  0,0200  0,0110  0,0200 
 
10,00  15,00 
0,90  0,50 
RNA
MLP
 
Para a amostra de dois dias a melhor resposta foi obtida pela rede D que apresentou 
melhor desempenho no critério MSE. 
1.2.5.4  Seleção do modelo RNA-RBF para amostra de oito dias da ZP de gravidade 
Para os modelos de RNA-RBF com amostra de oito dias (Tabela 4.5) e com amostra de 
quatro dias (Tabela 4.8) foram comparadas as seguintes RNAs: 
 rede A: rede com três camadas; duas entradas baseadas na série histórica dos dados;, 
uma camada de saída; distância do centro da função RBF igual a um (1); 
 rede B: baseada na rede A, com a distância do centro da função RBF igual a 0,5; 
 rede C: baseada na rede B, com a distância do centro da função RBF igual a 1,5; 
 rede D: baseada na rede C, com a distância do centro da função RBF igual a 1,5; 
 rede E: baseada na rede C com uma entrada baseada na série histórica dos dados; 
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 rede F: baseada na rede E com três entradas baseadas na série histórica dos dados 
quinze neurônios na camada oculta. 
Para a amostra de oito dias a melhor resposta foi obtida pela rede C que apresentou um 
desempenho superior no critério MSE. 
1.2.5.5  Seleção do modelo RNA-RBF para amostra de quatro dias da ZP de gravidade 
A Tabela 4.8 mostra a planilha gerada para comparação de seis RNAs candidatas para o 
modelo RNA-RBF com tamanho de amostra de quatro dias da ZP de gravidade. 
Para o modelo de RNA-RBF com amostra de quatro dias de dados foram definidas 
RNA com os mesmos parâmetros da amostra de oito dias. 
Para a amostra de quatro dias a melhor resposta foi obtida pela rede D que apresentou 
um desempenho superior no critério MSE e nos demais critérios cálculados. 
 
Tabela 4.8 – Comparação dos modelos RNA-RBF – amostra de quatro dias – ZP de gravidade 
RNA A RNA B RNA C RNA D RNA E RNA F
4 dias 4 dias 4 dias 4 dias 4 dias 4 dias
% amostras utilizadas
8,1% 8,1% 8,1% 8,1% 8,1% 8,1%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00  32,00  32,00 
neuronios na camada oculta
200,00  200,00  200,00  200,00  200,00  200,00 
tamanho da amostra de dados
384,00  384,00  384,00  384,00  384,00  384,00 
tamanho da amostra de treinamento
230,00  230,00  230,00  230,00  230,00  230,00 
% da amostra para treinamento
60,00% 60,00% 60,00% 60,00% 60,00% 60,00%
entradas (serie ou serie +)
1,00  1,00  1,00  1,00  1,00  1,00 
número series defasadas
2,00  2,00  2,00  2,00 
criterio de parada
0,10  0,10  0,10  0,10  0,10  0,10 
distancia do centro para funcao RBF 
1,00  2,00  2,00 
MAE 4,7673  5,6989  4,6256  4,4831  4,8297  4,9143 
MSE 42,009  89,792  32,815  32,188  40,773  40,000 
RMSE 6,4815  9,4759  5,7285  5,6734  6,3854  6,3245 
VARiancia 5,9591  7,1236  5,7820  5,6039  6,0371  6,1429 
MAPE 0,529% 1,842% 0,832% 0,862% 1,566% 0,945%
BIAS 39,37  106,01  46,62  47,11  88,45  57,02 
R
2
0,9620  0,9224  0,9701  0,9715  0,9718  0,9653 
tempo total 4,836  1,893  1,432  1,422  1,562  1,502 
tempo geracao 2,143  0,761  0,701  0,691  0,691  0,771 
tempo validacao 0,3900  0,2100  0,1500  0,1510  0,1400  0,1510 
tempo sim ulacao 0,0200  0,0200  0,0200  0,0300  0,0200  0,0300 
 
1,00  3,00 
0,50  1,50  2,00 
RNA
RBF
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1.2.5.6  Seleção do modelo RNA-RBF para amostra de dois dias da ZP de gravidade 
A Tabela 4.9 mostra a planilha gerada para comparação de quatro RNAs candidatas 
para uma RNA-RBF com tamanho de amostra de dois dias da ZP de gravidade. 
Para os modelos de RNA-RBF com amostra de dois dias de dados foram comparadas as 
seguintes RNA (Tabela 4.9): 
 rede A: rede com três camadas; duas entradas baseadas na série histórica dos dados; 
uma camada de saída e distância do centro da RBF igual a dois (2); 
 rede B: baseada na rede A, com a distância do centro da RBF igual a 2,5; 
 rede C: baseada na rede B, com a distância do centro da RBF igual a três (3); 
 rede D: baseada na rede C, com apenas uma entrada baseada na série histórica dos 
dados. 
Tabela 4.9 – Comparação dos modelos RNA-RBF – amostra de dois dias – ZP de gravidade 
RNA A RNA B RNA C RNA D
2 dias 2 dias 2 dias 2 dias
% amostras utilizadas
16,2% 16,2% 16,2% 16,2%
tamanho amostra utilzadas
32,00  32,00  32,00  32,00 
neuronios na camada oculta
200,00  200,00  200,00  200,00 
tamanho da amostra de dados
192,00  192,00  192,00  192,00 
tamanho da amostra de treinamento
115,00  115,00  115,00  115,00 
% da amostra para treinamento
60,00% 60,00% 60,00% 60,00%
entradas (serie ou serie +)
1,00  1,00  1,00  1,00 
número series defasadas
2,00  2,00  2,00 
criterio de parada
0,10  0,10  0,10  0,10 
distancia do centro para funcao RBF 
3,00 
MAE 4,7988  4,8693  4,6426  4,7000 
MSE 53,95  55,684  40,103  36,002 
RMSE 7,3449  7,4622  6,3327  6,0002 
VARiancia 5,9986  6,0866  5,8032  5,8750 
MAPE 1,033% 1,046% 0,787% 1,127%
BIAS 58,78  59,43  45,28  61,36 
R
2
0,9500  0,9484  0,9620  0,9722 
tempo total 1,432  1,192  1,272  1,272 
tempo geracao 0,701  0,451  0,441  0,441 
tempo validacao 0,1500  0,1500  0,1400  0,1400 
tempo sim ulacao 0,0200  0,0200  0,0200  0,0200 
 
1,00 
2,00  2,50  3,00 
RNA
RBF
Para a amostra de quatro dias o melhor desempenho, de acordo com critério MSE foi 
obtida pela rede D que apresentou desempenho superior no critério MSE, no entanto o spread 
de três obtido na rede D está acima do valor máximo recomendado que deve ser igual à 
distância entre os valores extremos da série de acordo com Orr (1996) que seria de dois para 
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uma série de dados normalizada entre -1 e 1. Neste caso foi escolhida a rede C como a rede de 
melhor desempenho. 
1.2.6  Seleção do melhor modelo de RNA 
A Tabela 4.10, com a mesma estrutura da Tabela 4.1 utilizada para seleção dos modelos 
de ajuste exponencial, mostra a comparação entre os modelos de RNA com as medidas de 
desempenho utilizadas. 
Para ZP de recalque a Tabela 4.10 mostra que os melhores modelos foram os modelos 
de quatro dias. Pode-se considerar que o modelo RNA-MLP de quatro dias teve o melhor 
desempenho entre todos os seis modelos estudados. 
Para a ZP de gravidade a Tabela 4.10 mostra que os melhores modelos foram os 
modelos de oito dias. Pode-se considerar que o modelo RNA-MLP de oito dias teve o melhor 
desempenho entre todos os seis modelos estudados. 
 
Tabela 4.10 – Avaliação dos modelos de RNA 
RECALQUE - RESIDENCIAL
MODELO nº dados MAE/MAD MSE RMSE STD_DEV MAPE bias R2
2 dias
1,3415  2,5330  1,5915  1,6768  0,1812% 5,2073  0,9740 
RNA-MLP
4 dias 0,9798  1,6970  1,3027  1,2247  0,0289% 0,6772  0,9802 
8 dias
1,2363  2,3379  1,5290  1,5454  0,0489% (1,6925)  0,9732 
2 dias
1,3484  2,5033  1,5822  1,6856  1,2143% 0,3789  0,9786 
RNA-RBF
4 dias 1,0314  1,7538  1,3243  1,2893  0,0033% (0,1825)  0,9795 
8 dias
1,2476  2,5128  1,5852  1,5595  0,0476% 0,3789  0,9709 
GRAVIDADE - COMERCIAL
MODELO
nº dados MAE/MAD MSE RMSE STD_DEV MAPE bias R2
2 dias
4,2605  31,2044  5,5861  5,3256  0,7655% 43,9070  0,9711 
RNA-MLP
4 dias 3,9971 
29,6615  5,4462 
4,9964 
0,9000% 53,8652 
0,9737 
8 dias
4,0312 
28,2751 5,3174 
5,0390 
0,4396% 25,5899 
0,9725 
2 dias
4,6426  40,1028  6,3327  5,8032  0,7869% 45,2813  0,9620 
RNA-RBF
4 dias
4,4831  32,1876  5,6734  5,6039  0,8620% 47,1141 
0,9715 
8 dias 4,4119  30,7919 5,5490  5,5148  0,5200% 27,9825 
0,9705 
 
Observa-se na Tabela 4.10 a necessidade de um maior número de dados históricos para 
a ZP de gravidade, isto pode ocorrer pelo fato do consumo nesta ZP ser superior ao consumo 
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da ZP de recalque e a necessidade do modelo ajustar uma variação maior entre os valores 
máximos e mínimos de vazão encontrados na ZP de gravidade. 
A comparação das medidas diretas de desempenho (MAE, MSE, RMSE, STD) entre os 
modelos de dois, quatro e oito dias dentro de uma mesma ZP mostra resultados próximos uns 
dos outros. Esta proximidade recomenda o uso das medidas indiretas de desempenho (MAPE, 
bias e R
2
) como critério de desempate entre modelos com resultados similares. 
Os modelos selecionados utilizando o método de RNA para previsão de consumo foram 
os modelos: RNA-MLP de oito dias para a área de gravidade e o modelo RNA-MLP de 
quatro dias para a área de recalque. 
1.2.7  Considerações sobre a seleção dos modelos RNA-MLP e RNA-RBF 
Na simulação de cada uma das RNAs dentro de cada modelo estudado, além dos 
parâmetros definidos em cada RNA candidata, foram alterados diversos outros parâmetros, 
sem no entanto obter um desempenho melhor ou superior ao desempenho das RNAs 
previamente selecionadas como RNA candidata. 
O aumento do número de amostras de treinamento além de parâmetro de sessenta por 
cento (60%) definido inicialmente trouxe uma melhora muito pequena ou causou um 
problema de má generalização dos dados de teste em relação aos dados de treinamento. 
O aumento do número de entradas, considerando mais séries defasadas do que as duas 
definidas inicialmente, ou vetores de entrada com dados de temperatura, dia da semana, hora 
do dia, nível e pressão, não trouxe ganhos significativos na maioria das RNA avaliadas dentro 
de cada modelo. 
Para as RNA-MLP foram avaliados diferentes algoritmos de treinamento que também 
não apresentaram ganhos em relação ao algoritmo de LM (MATHWORKS, 1998). Estes 
algoritmos têm suas lógicas desenvolvidas no software MATLAB, o que facilita sua 
implementação em modelos RNA-MLP com retropropagação do erro. 
Foram comparados os seguintes algoritmos: 
 Gradiente descendente 
o  Gradiente descendente simples (GD), 
o  Gradiente descendente com momento (GDM), 
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o  Gradiente descendente com taxa de aprendizagem variável (GDA), 
o  Gradiente descendente com taxa de aprendizagem e momento variáveis 
(GDX), 
o  Gradiente descendente com retropropagação resiliente (RP), 
 Gradiente descendente conjugado com funções de otimização, 
o  Fletcher-Reaves (CGF), 
o  Polack-Ribiere (CGP), 
o  Powel-Beale (CGB), 
o  Escalonado de Moller (SCG), 
 Gradiente com funções de otimização Quase-Newton, 
o  Quasi-Newton (BFG), 
o  Secante (OSS), 
 E o algortimo de regularização automática, 
o  Baseado na função baysiana (RB). 
A Figura 4.116 mostra a avaliação de diferentes algoritmos. 
 
Figura 4.116 – Comparação de algoritmos de treinamento 
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2
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1.3  Avaliação final dos métodos de ajuste exponencial e RNAs 
A Tabela 4.11 resume os resultados obtidos para os modelos desenvolvidos com os 
métodos de ajuste exponencial e redes neurais artificiais. 
Para os dados de uma ZP de recalque, considerando o critério de desempenho MSE 
utilizado para seleção de modelos, a Tabela 4.11 mostra que: 
 O método de ajuste exponencial simples para amostra de oito dias apresenta melhor 
desempenho. 
 Os resultados dos modelos de ajuste exponencial Simples e de Holt ficam um pouco 
acima dos resultados dos dois modelos de RNA. 
 O método de ajuste exponencial de Winter apresentou o pior desempenho 
contrariando a expectativa inicial de que seria o melhor modelo, pelo menos entre os 
métodos de ajuste exponencial. 
 Considerando as medidas de desempenho avaliadas o modelo de ajuste exponencial 
simples para amostra de oito dias não foi superior apenas no MAPE onde obteve 
1,43% contra 0,003% do modelo RNA-RBF. e no bias onde obteve 5,644 contra 
0,677 do modelo RNA-MLP. 
 
Tabela 4.11 – Comparação final dos modelos 
RECALQUE - RESIDENCIAL
MELHORES 
MODELOS
nº dados MAE/MAD MSE RMSE STD_DEV MAPE bias
R
2
AJE SIMPLES
8 dias 0,968 1,554 1,247 1,210 1,435% 5,644 0,9825
AJE HOLT
8 dias 0,999 1,609 1,268 1,248 1,478% 5,489 0,9819
AJE WINTER
8 dias 1,132 2,057 1,434 1,415 1,657% -3,596 0,9761
RNA MLP
4 dias 0,980 1,697 1,303 1,225 0,029% 0,677 0,9802
RNA-RBF
4 dias 1,031 1,754 1,324 1,289 0,003% -0,182 0,9795
GRAVIDADE - COMERCIAL
MELHORES 
MODELOS
nº dados MAE/MAD MSE RMSE STD_DEV MAPE bias
R
2
AJE SIMPLES
4 dias 2,753  12,829  3,582  3,442  1,393% 13,641  0,9875
AJE HOLT
2 dias 2,681  11,398  3,376  3,351  1,358% 6,277  0,9888
AJE WINTER
8 dias 4,228  30,123  5,488  5,285  2,144% (31,729)  0,9712
RNA MLP
8 dias 4,031  28,275  5,317  5,039  0,440% 25,590  0,9725
RNA-RBF
4 dias 4,412  30,792  5,549  5,515  0,520% 27,983  0,9705
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Para os dados de uma ZP de gravidade, considerando o critério de desempenho MSE 
utilizado para seleção de modelos, a Tabela 4.11 mostra que: 
 O método de ajuste exponencial de Holt para amostra de dois dias apresenta melhor 
desempenho. 
 Os resultados dos modelos de ajuste exponencial Simples e de Holt são bem 
superiores, ao contrário dos resultados da área de recalque, dos resultados dos 
demais modelos. 
 O método de ajuste exponencial de Winter apresentou o segundo pior desempenho 
contrariando a expectativa inicial de que seria o melhor modelo, pelo menos entre os 
métodos de ajuste exponencial. 
 Considerando as medidas de desempenho avaliadas o modelo de ajuste exponencial 
de Holt, para amostra de dois dias não foi superior apenas no MAPE onde obteve 
1,35% contra 0,440% do modelo RNA-MLP. 




  94 
Capítulo 5 
Conclusões 
Conclusões 
Esta pesquisa analisou dois métodos para definição de modelos de previsão de consumo 
em um Sistema de Abastecimento de Água. O método de ajuste exponencial e o método de 
redes neurais artificiais foram utilizados para definir, analisar e selecionar modelos de 
previsão de consumo para curtíssimo prazo com base em dados históricos de consumo de 
duas diferentes zonas de pressão de um Sistema de Abastecimento de Água: zona de recalque 
abastecida por uma estação elevatória e uma zona de gravidade abastecida por um 
reservatório. 
As duas séries de dados utilizadas representam duas áreas de abastecimento distintas. A 
primeira área representa uma área abastecida por recalque com consumo predominante 
residencial com consumo médio de setenta e cinco litros por segundo, já a segunda área 
representa uma área com uma concentração maior de ligações comerciais e industriais, e com 
consumo médio de cento e oitenta e cinco litros por segundo. Estas duas áreas podem, pelas 
vazões médias apresentadas, representar também o consumo de muitos SAA de pequeno 
porte, o que possibilita que esta pesquisa possa ser replicada em outros SAA. 
Os resultados obtidos pela presente pesquisa podem ser considerados sob três diferentes 
abordagens: 
 os resultados da comparação de vários modelos de previsão de consumo em 
curtíssimo prazo, utilizando os recursos tecnológicos disponibilizados por sistemas 
automatizados de supervisão e controle, dentro dos objetivos, hipóteses e 
questionamentos iniciais da pesquisa, 
 a pesquisa científica em operação de SAA, e 
 a aplicação de novas tecnologias e recursos computacionais disponíveis para apoio 
na operação de SAA. 
Em relação aos resultados práticos da presente pesquisa, pode-se considerar que os 
modelos estudados apresentaram um desempenho promissor para sua implementação na 
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prática e que tanto os modelos de ajuste exponencial quanto os modelos de RNA mostram-se 
aplicáveis para previsão de curtíssimo prazo. 
Três modelos de ajuste exponencial foram considerados: o Ajuste Exponencial Simples 
, o Ajuste Exponencial com Nível e Tendência Correlacionados chamado de modelo de Holt, 
e o Ajuste Exponencial com Nível, Tendência e Sazonalidade Correlacionados chamado de 
modelo de Winter. Os dois primeiros modelos foram adequados para pudessem considerar a 
componente de sazonalidade. 
Pelos resultados obtidos na pesquisa pode-se considerar que os modelos de ajuste 
exponencial Simples e de Holt têm desempenhos semelhantes e que não existe um modelo 
melhor que outro. A seleção do modelo depende das características da ZP estudada. Pode-se 
concluir também que não existe um melhor modelo de ajuste exponencial que sirva para 
qualquer ZP de um SAA. 
Em relação a sua aplicação prática, o método de ajuste exponencial é uma técnica que 
pode ser aplicada para previsão de curtíssimo prazo, pois não exige uma grande quantidade de 
dados históricos, os modelos são bastante precisos, a formulação e entendimento pelo usuário 
é relativamente fácil, e exige pouco custo computacional. 
Os modelos de RNAs também apresentaram resultados bastante promissores. Dois 
modelos foram estudados: modelo de base radial (RNA-RBF) e modelo de multicamadas 
(RNA-MLP). 
A RNA-RBF  apresenta uma estrutura apta à construção de mapeamentos locais dos 
dados de entrada e saída. Este tipo de rede se caracteriza por apresentar aprendizado rápido e 
eficiência no mapeamento de séries temporais. 
A RNA-MLP apresenta mapeamentos globais e uma boa precisão nos resultados, mas 
com maior complexidade computacional. 
As RNAs podem ter seu desempenho melhorado com um projeto otimizado dos 
diversos parâmetros que definem sua arquitetura. Nas RNA-RBF pode-se otimizar o 
parâmetro de escala (ou comprimento), 
σ  das funções Gaussianas presentes na camada 
intermediária. Nas RNA-MLP, apesar de, inicialmente, os algoritmos de aprendizagem 
pesquisados mostrarem desempenho inferior ao algoritmo de LM, pode-se otimizar vários 
parâmetros como por exemplo os parâmetros de momento, taxa de aprendizagem, entre 
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outros. Neste contexto, podem ser desenvolvidos algoritmos evolutivos eficientes para a 
tarefa de otimização tanto para as RNA-MLP quanto para as RNA-RBF. 
Pode-se ainda utilizar outros tipos de redes, como as redes neuro-fuzzy, na tentativa de 
melhorar o desempenho dos modelos de RNAs. 
Em relação aos objetivos iniciais da pesquisa, pode-se considerar que: 
 a pesquisa estudou a aplicação de ferramentas de previsão para previsão do consumo 
de água em um SAA para um período de horas e fração de horas (curtíssimo prazo) e 
os resultados destes modelos obtidos mostram a eficiência dos modelos de previsão 
propostos; 
 a pesquisa definiu quais os dados que influenciam o consumo de água em um SAA 
através da análise dos processos de projeto, produção e distribuição, existentes em 
uma empresa de saneamento; 
 a pesquisa identificou, dentro de um conjunto global de variáveis, que para previsões 
de consumo de curtíssimo prazo a própria série histórica de consumo é a que mais 
influencia os resultados apresentados pelos vários modelos estudados; 
 a pesquisa avaliou dois métodos de previsão como ferramental teórico, ajuste 
exponencial e RNA, mas não conclui sobre um modelo único de previsão de 
curtíssimo prazo; 
Em relação à hipótese inicial da pesquisa pode-se considerar que: 
 a pesquisa comprovou a aplicabilidade de ferramentas de previsão para previsão do 
consumo de água no curtíssimo prazo para apoio as atividades de planejamento, 
operação, controle e tomada de decisão de curtíssimo prazo em SAA com base em 
dados históricos obtidos por sistemas de supervisão e controle. 
 a pesquisa deve servir como base para a definição de um modelo de previsão de 
consumo de água em curtíssimo prazo. 
Como resultado final da pesquisa esta em fase de desenvolvimento, dentro do sistema 
automatizado de supervisão e controle utilizado para obtenção dos dados, uma rotina para 
coleta e transferência automática de dados entre o sistema de supervisão e controle e os 
modelos de previsão desenvolvidos. Este desenvolvimento permite estudar as setenta e duas 
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zonas de pressão existentes no SAA, utilizado como referência, aplicando os modelos de 
previsão desenvolvidos pela pesquisa. 
Voltando-se as perguntas básicas descritas no início deste trabalho: 
a.  A previsão de curtíssimo prazo para o consumo de água é viável do ponto de vista 
de aplicação na prática? 
Ainda se faz necessário uma avaliação melhor dos modelos para diferentes perfis de 
consumo e a integração dos modelos para diversas áreas de abastecimentos que em grandes 
SAA são interdependentes, mas a pesquisa mostra ser promissora a aplicação da previsão de 
curtíssimo prazo. 
b.  Que fatores, além de ferramentas de software, devem ser considerados para o uso da 
previsão de curtíssimo prazo? Quais alternativas e limitações para um uso efetivo 
desta abordagem? 
Um projeto e implantação de sistemas automatizados de supervisão e controle integrado 
com participação efetiva dos usuários finais e uma fiscalização rigorosa de parâmetros de 
qualidade é um fator que permite obter uma melhor qualidade dos dados necessários aos 
modelos de previsão. A integração entre os responsáveis pelos sistemas de automação e os 
responsáveis pelos sistemas corporativos é outro fator que permite obter um melhor acesso e 
aplicação dos dados necessários aos modelos de previsão. E principalmente a existência de 
pessoal qualificado para manusear estes dados e interpretar os resultados obtidos pelos 
modelos. 
As limitações para um uso efetivo de modelos de previsão residem no fator de pessoal 
visto anteriormente e limitações de hardware que em alguns modelos baseados em 
Inteligência Artificial pode ser crítico devido ao custo computacional. 
Como alternativas, deve-se considerar onde podem ser implantados os modelos de 
previsão. Com o desenvolvimento tecnológico constante de controladores lógicos 
programáveis, instrumentos de medição, redes de comunicação e dependendo do porte do 
SAA considerado estes modelos de previsão podem ser implantados, tanto nos CLPs, quanto 
nos sistemas de supervisão e controle, desde que o hardware destes sistemas suporte uma 
dupla carga com supervisão, controle e previsão, quanto em sistemas separados. Este trabalho, 
por exemplo, foi desenvolvido considerando um ambiente separado do ambiente SCADA. 
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c.  Considerando os métodos aplicados, existe uma melhor ferramenta de previsão de 
consumo de água de curtíssimo prazo para o setor de saneamento? Qual ferramenta? 
Os resultados destes modelos obtidos até agora mostram a eficiência das metodologias 
de identificação propostas, no entanto na comparação entre redes neurais e ajuste exponencial 
ficou claro, por exemplo, que não se pode afirmar que redes neurais são melhores do que 
ajuste exponencial, ou vice-versa – isto, na realidade, depende do problema físico e do tipo de 
rede considerado. 
Vale ressaltar que independentemente do método de previsão utilizado, a 
parametrização do consumo de água requer uma profunda compreensão do uso da água. Os 
modelos de previsão não devem substituir o conhecimento e experiência acumulada que se 
tem do fenômeno. 
Outra questão importante é que a qualidade dos dados na aplicação de modelos de 
previsão, como visto anteriormente, depende fortemente da base de dados onde esta análise se 
apóia. Em outras palavras, a base de qualquer estudo, caracterização e previsão de consumo 
passa pela obtenção de dados confiáveis, conhecimento sobre as características operacionais 
do sistema sob investigação e pesquisas de campo. O conhecimento empírico (“experiência”), 
embora muito útil na análise final dos resultados, deve ser filtrado com cuidado, pois muitas 
vezes tende a gerar visões pré-definidas e nem sempre espelhadas na realidade. 
Em relação ao desenvolvimento de pesquisas científicas na operação de SAA, este 
estudo  constatou a pouca quantidade de pesquisas na operação de SAA. Esta situação cria 
oportunidades de pesquisa em vários outros processos de operação de SAA além do processo 
de controle operacional, objeto desta pesquisa. Entre as inúmeras oportunidades de pesquisa 
pode-se considerar: 
 gestão do conhecimento operacional em SAA; 
 modelagem dinâmica de centros de controle operacional para grandes SAA como 
ferramenta de apoio para a revisão das estruturas, processos, e espaços de trabalho 
em projetos de implantação e ampliação de sistemas automatizados de supervisão e 
controle; 
 impactos da implantação de tecnologias de automação e controle em SAA; 




  99 
 desenvolvimento de sistemas de apoio a decisão para auxiliar o controle e supervisão 
de SAA e Sistemas de Esgotamento Sanitário (SES); 
 aplicação de ferramentas de IA nos processos de tratamento de água e nos processos 
de controle de mananciais de abastecimento, seguindo a tendência internacional 
observada na pesquisa bibliográfica; 
 entre outras. 
Algumas destes temas têm tido um crescimento no número de pesquisas nos últimos 
anos, devido em parte ao surgimento de novas tecnologias dentro do setor de saneamento, 
principalmente no que diz respeito aos processos de tratamento de água, mas muito ainda 
pode e deve ser feito. 
Em relação à implantação continua, que se observa no setor de saneamento, de novas 
tecnologias, tanto ao nível de hardware e software para automação e gestão de processos 
quanto ao nível de instrumentação de campo e redes de comunicação de dados, ocorre uma 
maior facilidade e rapidez na obtenção e no armazenamento de dados, que são o principal 
ingrediente da receita, se é que existe uma receita, de uma pesquisa científica. 
Durante o desenvolvimento do presente projeto foram encontradas algumas dificuldades 
no que se refere aos dados, que podem ser pontuais e específicas do ambiente estudado, mas 
que merecem ser relatadas para auxiliar trabalhos futuros: 
 as competências das equipes de desenvolvimento de sistemas de automação e 
controle não são as mesmas competências das equipes de desenvolvimento de 
sistemas corporativos. Isto faz com que o processo de implantação das tecnologias 
de automação restrinja o acesso aos dados tornando difícil sua integração a outros 
sistemas corporativos; 
 as redes de comunicação de dados: via rádio, via modem, ethernet, entre outras não 
apresentam um desempenho estável o que implica em considerar o tratamento prévio 
dos dados para sua utilização em pesquisas; 
 a implantação de sistemas automatizados de supervisão e controle implica em uma 
mudança de paradigmas que não são considerados na fase de projeto. Um destes 
paradigmas é o uso dos dados operacionais como apoio ao planejamento operacional 
de curto prazo; 
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 outro paradigma da inovação tecnológica se refere às mudanças necessárias nas 
estruturas, processos e espaços organizacionais que devem ser consideradas já na 
fase de projeto de SAA e SES para agilizar a absorção da tecnologia e a melhoria 
operacional esperada. 
Através da pesquisa cientifica podem surgir novas oportunidades de melhorias nos 
processos de SAA e SES. E através de pesquisa em engenharia de produção e operações, 
aproveitando a produção acadêmica já existente em outros setores industriais, estas 
oportunidades podem se transformar em projetos, os projetos em ações e as ações em 
resultados de melhoria efetiva e contínua da operação de SAA e SES. 
Este trabalho abre oportunidade para futuros desenvolvimentos dentro do tema de 
previsão de consumo em SAA, tais como: 
 decompor as séries históricas em suas componentes: linear e de sazonalidade na 
aplicação dos métodos de previsão baseado em ajuste exponencial e redes neurais; 
 complementar a analise dos dados através da análise por histogramas de uma 
distribuição uniforme dos dados de estimação e validação; 
 aplicar modelos paralelos e com mais de um passo a frente na definição dos modelos 
propostos; 
 analisar a autocorrelação e a correlação cruzada (análise de atrasos e ordem) em 
relação aos resultados dos modelos de previsão; 
 avaliar a decomposição dos dados de entrada nos modelos de RNA; 
 avaliar o desempenho de outros métodos de previsão (Box-Jenkins por exemplo) 
para uma comparação com os métodos avaliados neste trabalho; 
 entre outros. 
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[image: alt]Baixar livros de Literatura
Baixar livros de Literatura de Cordel
Baixar livros de Literatura Infantil
Baixar livros de Matemática
Baixar livros de Medicina
Baixar livros de Medicina Veterinária
Baixar livros de Meio Ambiente
Baixar livros de Meteorologia
Baixar Monografias e TCC
Baixar livros Multidisciplinar
Baixar livros de Música
Baixar livros de Psicologia
Baixar livros de Química
Baixar livros de Saúde Coletiva
Baixar livros de Serviço Social
Baixar livros de Sociologia
Baixar livros de Teologia
Baixar livros de Trabalho
Baixar livros de Turismo
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